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基于神经网络的手绘草图的识别与匹配

杨金凯， 王国中， 范　 涛

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 手绘草图通常是一种由几条简单笔划就能完成的对人们想法或者概念有着明确表达的一种视觉上表现形式。 对于

人类而言，识别草图的含义非常容易，但是对于机器来说是非常困难的。 为了实现手绘草图的精准识别与匹配，本文提出一

种特征融合的新思路，利用神经网络的特点将各级网络特征进行融合来实现草图的精准识别与匹配。 将神经网络特征逐层

下采样进行融合，即将浅层特征与深度的语义特征相融合，而传统网络仅仅利用了深度特征而忽略了浅层特征。 实验结果表

明该方法的准确率达到了 ９８．３％，优于传统网络。
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０　 引　 言

在一些特殊场景下，如军事行动、工程项目的现

场临时指挥和调度，人们往往需要当场手绘一张草

图，来传达自己的意图。 这就要求计算机能够根据

绘图者所绘制的草图来匹配标准的符号图，提高绘

图的效率和质量。 传统的方法都是采用特征空间的

相似度进行匹配，来实现草图的匹配。 如矢量特征

描述法即对线条的描述与刻画、图模型匹配法等，但
是实际效果不理想难以实际应用。 本文的方法包括

２ 个部分，第一部分是让卷积神经网络识别草图是

什么；第二部分则是根据识别结果匹配标准图，从而

实现草图的匹配。

１　 卷积神经网络模型

本文提出的基于神经网络的手绘草图的识别与

匹配算法在精准度上可以达到 ９８％以上，比传统的

特征匹配方法有非常大的提升，并且可以达到实际

应用的程度，对于技术的落地应用具有重大意义。
　 　 ＶＧＧＮｅｔ 是牛津大学计算机视觉组 （ Ｖｉｓｕａｌ
Ｇｅｏｍｅｔｒｙ Ｇｒｏｕｐ）和谷歌一起研发的深度卷积神经网

络。 ＶＧＧＮｅｔ 研究了卷积神经网络的性能和卷积神

经网络深度之间的关系，通过重复使用 ３×３ 卷积核

进行卷积以及 ２×２ 的最大池化，组合成深度为 １６ ～
１９ 层的卷积神经网络，使得图片分类任务的准确率

相较于之前的图片分类方法有很大的提高。 不仅如

此 ＶＧＧＮｅｔ 的强大特征提取能力使得其迁移能力也

很强，在迁移到其它图像任务上的泛化能力也很强。
ＶＧＧＮｅｔ 特点是所有的卷积层使用的卷积核和

池化层都是 ３×３ 的卷积核与 ２×２ 的最大池化，其性

能的 提 升 主 要 是 依 赖 网 络 结 构 的 不 断 加 深。
ＶＧＧＮｅｔ 的参数量很大，但绝大部分的参数都消耗



在了最后面的 ３ 个全连接层，卷积层虽然很深但是

消耗的参数却远远少于全连接层。 从图 １ 可以看出

网络结构从 ＶＧＧ－Ａ 到 ＶＧＧ－Ｅ 的深度都逐渐变深，
但总的网络的参数量并没有增加太多。 图 １ 中的网

络 Ｄ 和 Ｅ 分别是 ＶＧＧＮｅｔ－１６ 和 ＶＧＧＮｅｔ－１９。
ＶＧＧＮｅｔ 由 ５ 个块卷积组成，每一个块卷积由 ２

－３ 个卷积层和一个最大池化层构成，其中最大池化

层起着保留图片的主要特征以及图片下采样的作

用。 每一个块卷积中的卷积层的卷积核数量都是相

同的，每个卷积层的激活函数则用的是 ＲｅＬＵ 函数

来进行非线性变换［１］。 卷积块的卷积核数量则是

越靠后越多，这是因为随着特征图的缩小，图像的信

息会不断减少，因此要通过增加卷积核数量的方法

来弥补由于特征图的缩小而带来的信息丢失。 在 ５
个卷积块的后面加上 ２ 个全连接层（Ｆｕｌｌｙ Ｃｏｎｎｅｃｔｅｄ
Ｌａｙｅｒｓ，ＦＣ）用于提取特征图信息。 最后再用一个全

连接层连接 Ｓｏｆｔｍａｘ 来分类。
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图 １　 ＶＧＧＮｅｔ 各级别网络结构图

Ｆｉｇ． １　 ＶＧＧＮｅｔ ｌｅｖｅｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

２　 ＶＧＧＮｅｔ 模型的改进

２．１　 批量归一化

卷积神经网络学习的实质是学习图像数据分布

规律，网络的泛化能力与训练数据和测试数据分布

有着密切的关系。 一般情况下都是假定训练数据和

预测数据有着相同的分布，但是由于数据都是带有

噪声的，为了使得噪声数据对整体数据的分布影响

减少，通常对所有输入数据进行归一化处理后再进

行训练。 这样做是有效的，但是是不够的，因为在训

练的过程中，由于每层网络的参数不同，会导致该层

输入与输出数据的分布不同，也就是说每层网络都

会改变数据的分布。 另外，由于按批次训练数据，对
于每个批次来说，其数据分布也会不同，导致网络在

每次训练迭代学习方向都是向着新的批次的数据分

布拟合，这大大增加了训练的难度以及过拟合的风

险。 从网络整体上看，神经网络试图在多个分布中

找到相对平均的分布来作为所有分布的一个替代；
从每个卷积层上看，因为每次输入到每层网络的数

据的分布都不同，所以导致每层网络都在找一个满

足所有分布替代分布，神经网络的收敛困难程度就

大大增加了。 针对上述问题，批量归一化 （ Ｂａｔｃｈ
Ｎｏｒｍａｌｉｚａｔｉｏｎ）方法则是一个有效的方法，该方法针

对每一批数据，在网络的每一层输入之前增加归一
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化处理（均值为 ０，标准差为 １），使得每次输入到各

个网络层的数据都强制在统一的数据分布下（正态

分布） ［ ２］。 其计算步骤如下：
Ｓｔｅｐ １ 　 将 ｍ 个训练样本作为一 个 批 次

（Ｂａｔｃｈ）输入 Ｂ ＝ ｛ｘ１，ｘ２，…，ｘｍ｝；
Ｓｔｅｐ ２　 计算一个批次样本的均值，式（１）：

μＢ ＝ １
ｍ∑

ｍ

ｋ ＝ １
ｘｋ， （１）

　 　 Ｓｔｅｐ ３　 计算一个批次样本的方差，式（２）：

δ２
Ｂ ＝ １

ｍ∑
ｍ

ｉ ＝ １
（ｘｋ － μＢ） ２， （２）

　 　 Ｓｔｅｐ ４　 归一化，式（３）：

ｘｋ
＇ ＝

ｘｋ － μＢ

δＢ
， （３）

　 　 Ｓｔｅｐ ５　 尺度变换，式（４）：
ｘｋ

＇＇ ＝ ｇ∗ ｘｋ
＇ ＋ ｂ． （４）

　 　 其中， ｇ 是再缩放参数（ ｒｅ－ｓｈｉｆｔ ｐａｒａｍｅｔｅｒ）， ｂ
是再平移参数（ｒｅ－ｓｃａｌｅ ｐａｒａｍｅｔｅｒ）。

最后将一个批次的数据转换成均值为 ｂ 方差为

ｇ２ 的正态分布， ｂ、ｇ 是需要训练的参数。
２．２　 随机失活（ｄｒｏｐｏｕｔ）

如果训练样本太少，或者网络模型太复杂（参
数多），训练出来的模型往往会产生过拟合的现象。
在训练神经网络时的过拟合的问题是经常出现的，
而过拟合具体表现在：在训练数据上，网络模型的损

失值很小，预测的准确率较高；在测试数据上，损失

值很大，预测的准确率较低。 为了解决过拟合问题，
需要使得神经网络中的神经元在训练时不全都工

作，即在模型的全连接层加入 ｄｒｏｐｏｕｔ 层［３］。 其工作

过程如下：
（１）随机（临时）删掉网络中一定数量的隐藏

神经元，输入输出神经元保持不变。 如图 ２（右）所
示；

图 ２　 标准的神经网络（左）和 应用 Ｄｒｏｐｏｕｔ 后的神经网络（右）
Ｆｉｇ． ２　 Ｔｈｅ ｓｔａｎｄａｒｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ （ ｌｅｆｔ） ａｎｄ ｔｈｅ ｐｏｓｔ－Ｄｒｏｐｏｕｔ

ｎｅｕｒａｌ ｎｅｔｗｏｒｋ （ｒｉｇｈｔ）

　 　 （２）固定修改后的网络，让一个批次的训练数

据输入到网络训练，对没删除的神经元参数进行梯

度下降更新；
（３）恢复被删除的神经元，重复（１）（２）操作；
（４）不断重复这一过程，直至网络模型收敛。

　 　 Ｄｒｏｐｏｕｔ 的过程就是在前向传播时，让某个神经

元的激活值以一定的概率 ｐ 停止工作，这样可以明

显地减少过拟合现象，使模型泛化性更强，因为其不

会太依赖某些局部的特征。
２．３　 特征融合

神经网络提取特征越是靠前的特征其浅层次的

细节特征（颜色、纹理等特征）就越丰富，越靠后的

特征其深层次的语义信息就越丰富。 依据这个特

点，可以将深层次的语义特征和浅层次的细节特征

融合到一起。 这样融合在一起的信息会减少原图的

信息丢失，使得图像特征在表达图像时更准确。 本

文提出采用浅层特征下采样的方式，将浅层特征跟

深层特征融合到一起，网络结构如图 ３ 所示。

Conv+BN+Relu MaxPooling FullyConnectedNeuralNetwork

Softmax downsample downsample

图 ３　 网络结构图

Ｆｉｇ． ３　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

３　 算法流程

在手绘标识草图送入神经网络的某一层进行处

理之前，对手绘标识草图做归一化。 按照训练样本

的批量进行处理，先减掉这批样本的均值，除以标准

差，然后进行缩放和平移，缩放和平移参数由训练得

到。 预测时使用训练时确定的这些值来计算。 手绘

标识草图经过神经网络进行分类处理得到图片所属

类别，根据所属类别匹配标准的标识图，从而完成手
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绘草图的匹配任务，流程图如图 ４ 所示。

结束

匹配标准图

卷积网络

归一化

转换为灰度图

是否是灰度图

输入图片

开始

是

否

图 ４　 算法流程图

Ｆｉｇ． ４　 Ａｌｇｏｒｉｔｈｍ ｆｌｏｗ ｃｈａｒｔ

４　 实验及结果分析

４．１　 实验平台

实验是在 ＰＣ 机上完成的，配置为 Ｗｉｎｄｏｗｓ１０
系统， ＣＰＵ 为 英 特 尔 Ｘｅｏｎ （ 至 强 ） Ｗ － ２１２３ ＠
３．６０ ＧＨｚ四核，ＧＰＵ 为 Ｎｖｉｄｉａ ＧｅＦｏｒｃｅ ＧＴＸ ２０８０Ｔｉ，
内存为 １２ Ｇ。
４．２　 实验数据

实验使用的数据是徒手绘制的 ７ ０５４ 张符号

图，包括 ６７ 种不同的符号。 每一种符号手绘图在

２５０ 张左右，大小为 ６４×６４×３。 为了保证数据的平

衡，在实验中分别取 ６７ 个手绘符号草图数据的 ８０％
作为训练集，２０％作为测试集。 部分数据集展示如

图 ５ 所示。
４．３　 评价标准

４．３．１　 准确率（Ａｃｃｕｒａｃｙ）
准确率是分类匹配问题中最为原始的评价指

标。 准确率是预测正确的结果占总样本的百分比，
公式（１）如下：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

． （５）

　 　 其中：
真正例（Ｔｒｕｅ Ｐｏｓｉｔｉｖｅ， ＴＰ）：被模型预测为正的

正样本；
假正例（Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅ， ＦＰ）：被模型预测为正

的负样本；
假负例（Ｆａｌｓｅ Ｎｅｇａｔｉｖｅ， ＦＮ）：被模型预测为负

的正样本；
真负例（Ｔｒｕｅ Ｎｅｇａｔｉｖｅ， ＴＮ）：被模型预测为负

的负样本；
样本总数 ＝ ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ
正样本数＝ ＴＰ ＋ ＦＮ
负样本数＝ ＴＮ ＋ ＦＰ

手绘标识符

标准标识符

标识符名称

手绘标识符

标准标识符

标识符名称

ARMORY AIR_BOMBARDMENT TRIANGLE_FLAG

INFANTRY_CANNONSMACHINE_UNITVETERINARY_HOSPITAL

图 ５　 部分数据集展示图

Ｆｉｇ． ５　 Ｔｈｅ ｐａｒｔｉａｌ ｄａｔａ ｓｅｔ

４．３．２　 精确率（Ｐｒｅｃｉｓｉｏｎ）
精准率又叫查准率，是针对预测结果而言的，是

在所有被预测为正的样本中实际为正的样本的概

率，其公式（６）如下：

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

． （６）

　 　 精准率和准确率是完全不同的两个概念，精准

率代表对正样本结果中的预测准确程度，而准确率

则代表整体的预测准确程度，既包括正样本，也包括

负样本。
４．３．３　 召回率（Ｒｅｃａｌｌ）

召回率（Ｒｅｃａｌｌ）又叫查全率，是在实际为正的

样本中被预测为正样本的概率，公式（７）如下：

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

． （７）

　 　 本次实验采用准确率来做为模型的评判标准。
４．４　 实验结果

为了验证本文的算法有效性，徒手绘数据集上

使用准确率进行了评估，结果见表 １。
　 　 由实验结果可知本方法在准确率方面表现的很

优秀，精准度很高，完全可以用于实时的匹配，比传

统的直接用特征搜索的方式更具有使用价值。
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表 １　 不同方法在本数据集上的准确率的比较

Ｔａｂ． １　 Ｃｏｍｐａｒｅ ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｉｎ ｔｈｉｓ ｄａｔａ
ｓｅｔ

算法选择 准确率 ｔｏｐ－１ ／ ％

ＨＯＧ＋ＳＶＭ ５８．０１

ＭＫＬ－ＳＶＭ［４］ ６６．８１

ＦＶ－ＳＰ［５］ ６９．９２

ＡｌｅｘＮｅｔ ７０．５８

ＳＮ１．０［６］ ７５．９３

Ｉｎｃｅｐｔｉｏｎ Ｖ３ ７６．０７

ＳＮ２．０［７］ ７８．９５

ＲｅｓＮｅｔ－５０ ７９．８８

ＶＧＧ ８８．０２

Ｏｕｒｓ ９８．３２

５　 结束语

将 ＶＧＧ 算法应用到手写图像的匹配中，取得了

非常不错的效果。 本方法采用的改进后的 ＶＧＧ 进

行特征融合的语义提取，根据语义进行手写图像的

匹配。 实验表明在数据集很小的情况下，经过细致

的训练，匹配准确度高达 ９８％以上，综合表现十分

优秀。 此外本方法是两阶段方法，通过手写图像的

语义信息进行匹配，并不是直接利用特征匹配，因此

本方法只能用于特定场景下的手写图像的匹配，寻
找一个可以通用的手写图像的匹配仍有很大的研究

空间。
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合方法，得到云存储空间多维资源数据聚类的随机

概率密度分布集。 基于决策边界的多数类样本分析

方法，充分利用数据空间的类间指数分布，采用差分

进化方法，遍历云存储空间多维资源数据聚类区域

的候选目标集，实现对云存储空间多维资源数据的

并行关联规则聚类和可靠性挖掘。 研究得知，本文

方法进行云存储空间多维资源数据聚类的收敛性较

好，并行关联规则聚类性较强，提高了数据的检测识

别率。
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