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基于改进的 ＲＦＢＮｅｔ 行人检测算法

黎国斌， 张　 剑， 林向会， 谢本亮

（贵州大学 大数据与信息工程学院， 贵阳 ５５００２５）

摘　 要： 深度学习方法在行人检测领域取得了不错的成绩，但还存在一些问题需进一步解决，例如遮挡、难负样本等问题。 本文

提出基于注意力机制的 ＲＦＢＮｅｔ 行人检测算法，针对部分遮挡问题，可以取得更好的检测效果。 在注意力机制的引导下，网络更

加倾向于可见部分的行人信息，抑制背景信息，从而避免其误导网络训练，进一步降低负样本误检为正样本的概率。 为了将模型

能够部署在轻量级设备上，本文使用参数量更少的轻量网络模型。 在 ＰＡＳＣＡＬ ＶＯＣ 行人数据集上实验结果显示，通过增加通道

注意力机制，检测平均精准率增加了 ０．５１％；当模型参数量裁剪为 ０．９Ｍ 和 ３．１Ｍ 时，行人检测精度仍然能够达到 ７８．０４％和 ８０．
０１％，而模型参数量压缩为原来的约 １０％。 本文算法可以提高行人检测的精度，且具有良好的鲁棒性和适用性。
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０　 引　 言

深度学习技术在计算机视觉领域已经取得较为

满意的成绩，例如图像分类、目标检测、车导线检测

等。 ２０１７ 年的 ＩＬＳＶＲＣ 图像分类挑战大赛中，Ｈｕ ｊ
等人提出 ＳＥＮｅｔ 并成功夺取第八届 ＩｍａｇｅＮｅｔ 图像

分类冠军。
深度卷积神经网络在计算机视觉领域运用之

前，传统的目标检测算法主要是基于人工提取特征，
例如 ＳＩＦＴ、ＬＢＰ、ＳＵＲＦ、ＨＯＧ，以及 Ｈａａｒ 等特征描述

因子，其中 ＨＯＧ 特征在行人检测中运用最为广泛。
特征提取后输入至传统的分类器进行学习，进一步

确定是行人还是背景，传统的分类器有 ｂｏｏｓｔｉｎｇ 或

者 ＳＶＭ。 传统的目标检测过程需要人为提取特征，
过程繁杂。

卷积神经网络在计算机视觉相关任务成功运用

之后，神经网络特征提取能力得到进一步的推广。
基于深度学习的检测算法分为一阶段检测算法和二

阶段检测算法。 二阶段目标检测算法，例如 Ｒ －
ＣＮＮ、Ｆａｓｔ Ｒ－ＣＮＮ、Ｆａｓｔｅｒ Ｒ－ＣＮＮ，先是生成目标候

选框，然后将候选框通过分类和回归网络得到相应

的目标类别、位置以及预测置信度。 一阶段目标检

测算法，例如 ＹＯＬＯｖ１、ＹＯＬＯｖ２、ＹＯＬＯｖ３ 等算法、
ＳＳＤ 以及 ＤＳＳＤ 算法，取消候选框生成阶段，直接将

图像特征输入回归网络得到相应的检测结果，在速

度上领先于二阶段检测算法，但在检测精度上稍逊



色于两阶段检测算法。
行人检测是一种特殊的目标检测任务，其目标

尺度不一，算法需同时处理多尺度特征。 ＲＦＢＮｅｔ［１］

算法引入 Ｉｎｃｅｐｔｉｏｎ［２］ 模块的多尺度分支，最后将不

同尺度的特征进行融合，从而提高不同尺度行人的

检测准确率。
为了进一步提高行人的检测精准率，本文在

ＲＦＢＮｅｔ 基础上引进通道域注意力机制。 通道域注

意力机制可以凸显关键信息，忽略无关信息。 在注

意力机制下，网络模型可以更倾向可见部分行人信

息，忽略被遮挡信息，提高行人与背景的区分度。

１　 相关工作

１．１　 注意力机制

注意力机制与大脑神经相似，可以更倾向特定

特征， 忽略无关信息。 注意力机制， 利用掩码

（ｍａｓｋ）信息与网络提取的信息进行加权整合，得到

更重要的信息。 掩码信息是网络生成的一层权重，
特征图上重要信息得到更大的权重，无关信息得到

更小的权重。 注意力机制分为软注意力机制、强注

意力机制，两者最大的不同是，前者更加注重空间或

者通道，并且是确定性的注意力，可以通过网络训练

进行调整，并且可微分，通过网络不断的前向和反向

传播迭代，得到最佳的注意力权重，而后者更加关注

点，图像上每个点都可以延伸出注意力，同时强注意

力是一个随机的预测过程，更强调动态变化。 强注

意力是不可微分，训练过程只能通过强化学习完成。
注意力机制分为通道域注意力、空间域注意力、

以及混合注意力。 本文重点阐述通道域注意力，其
中在 ＲＦＢＮｅｔ 算法基础上引入 ＳＥＮｅｔ 通道域注意

力。
图像经过深度卷积神经网络提取特征后，由于

图像当中只有部分区域是存在目标，其它都为背景

信息，输出各个通道的特征响应理应会有所不同，但
神经网络更多的是把控整体的信息，难以针对目标、
背景施加不同响应。

Ｈｕ Ｊ 等提出 ＳＥＮｅｔ 通道域注意力网络，该网络

充分模拟卷积层特征不同通道之间的关系，允许网

络可以适当地进行特征校正［３］。 ＳＥＮｅｔ 网络结构，
如图 １ 所示。
　 　 对于给定的输入 Ｘ ∈ ＲＨ′×Ｗ′×Ｃ′

通过任意的转换

Ｆ ｔｒ （可以是一个卷积层或者卷积集合）得到 Ｕ ∈
ＲＨ×Ｗ×Ｃ。 特征 Ｕ 首先通过一个压缩（ｓｑｕｅｅｚｅ）操作，
压缩操作表示为全局池化层，即将 Ｈ × Ｗ 特征图转

化为一个通道描述因子。 由于通道描述因子内嵌各

个通道特征响应的全局分布，浅层的卷积层可以充

分利用全局信息。 压缩后的特征再通过扩张

（ｅｘｃｉｔａｔｉｏｎ）操作，即通过带下采样因子 ｒ （默认是

１６）的全连接层，得到的输出通道是 Ｃ ／ ｒ， 之后添加

非线性激活函数，接着通过带上采样因子 ｒ 的全连

接层，得到的输出通道为原来 Ｃ。 最后，扩张后的

特征通过 ｓｉｇｍｏｉｄ 激活函数，将权重限制在［０，１］。
输入特征向量 Ｕ 对应各个通道的响应得到重新加

权。
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图 １　 ＳＥＮｅｔ 网络结构图

Ｆｉｇ． １　 ＳＥＮｅｔ ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

１．２　 ＲＦＢＮｅｔ 网络结构

ＲＦＢＮｅｔ 网络结构如图 ２ 所示，分别为基础网

络，额外层、头部（置信度、分类回归），ＲＦＢＮｅｔ 的基

础网络为 ＳＳＤ，提取原始图像的特征，额外层对不同

尺度的特征图应用 ＲＦＢ 或者 ＲＦＢ－ｓ 模块，如图 ３、
图 ４ 所示，最后根据提取的特征进行分类回归。
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图 ２　 ＲＦＢＮｅｔ 网络结构图

Ｆｉｇ． ２　 ＲＦＢＮｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ
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图 ４　 ＲＦＢ－ｓ模块结构图

Ｆｉｇ． ４　 ＲＦＢ－ｓ ｍｏｄｕｌａｒ ｓｔｒｕｃｔｕｒｅ ｃｈａｒｔ

　 　 ＲＦＢ 模块主要是利用 Ｉｎｃｅｐｔｉｏｎ 模块的多尺度

特征融合思想，并引入空洞卷积。 空洞卷积在不增

加参数的前提下，可以扩大卷积层的感受野，因而网

络深层的语义信息更加丰富，提高网络对目标特征

的提取能力。
１．３　 轻量网络结构

随着硬件技术的发展，轻量设备可以运行现有的

目标检测算法，例如英伟达的 Ｊｅｔｓｏｎ ｔｘ２。 尽管存储设

备容量很大，但鉴于算法部署在硬件平台的限制，网
络模型压缩已成为一种必要的趋势。 基础网络可以

采用移动端 ｍｏｂｉｌｅｎｅｔ 作为特征提取网络，压缩模型

的输出通道数，减少不必要的卷积层数量［４］。

２　 加入通道注意力机制的 ＲＦＢＮｅｔ 算法

图像经过卷积神经网络提取的特征图，是泛化

的，不具备针对性。 行人被遮挡部分的背景信息参

与网络训练，会误导网络判断，因此引入注意力机

制。 网络模型更加倾向可见部分的行人特征，抑制

被遮挡部分的行人信息，加快网络模型往正确的方

向进行训练。
本文引入的是 ＳＥＮｅｔ 模块，该模块分为 ３ 部分：

第一 部 分 是 Ｓｑｕｅｅｚｅ， 即 先 压 缩； 第 二 部 分 是

Ｅｘｃｉｔａｔｉｏｎ，即激励；最后一部分是特征重标定，即注

意力。 Ｓｑｕｅｅｚｅ －ａｎｄ－Ｅｘｃｉｔａｔｉｏｎ ｂｌｏｃｋ 如图 １ 所示。
压缩的表达式如公式（１）所示：

Ｙ ＝ １
ｈ × ｗ∑

ｈ

ｉ ＝ ０
∑

ｗ

ｊ ＝ ０
Ｘ（ ｉ，ｊ） ． （１）

　 　 公式（１）是图 １ 中的 Ｆｓｑ（·）， 通道内特征做全

局池化操作。 ｈ × ｗ 分别表示图像经过卷积神经网

络得到的特征图的高度和宽度， Ｘ（ ｉ， ｊ） 表示特征

图上位置 （ ｉ， ｊ） 的特征信息，特征图上的信息经过

压缩后输出一组通道数为 ｃ 的特征信息。 通道数为

ｃ 的特征信息通过激励操作，对各个通道的相关性

建模，激励操作的表达式如公式（２）所示：

Ｓ ＝ Ｓｉｇｍｏｉｄ（Ｗ２·ＲｅＬＵ（Ｗ１Ｙ）） ． （２）
　 　 Ｗ１ 的维度是 Ｃ′ × Ｃ；Ｗ２ 的维度是 Ｃ × Ｃ′；Ｃ′ 为

Ｃ∗１ ／ ４。 之后分别通过一个全连接层、激活函数、全
连接层，对 Ｓｑｕｅｅｚｅ 的结果 Ｙ 做非线性变换。 最后通

过 ｓｉｇｍｏｉｄ 函数将值限定在［０，１］，输出的维度是 １×
１× Ｃ。 最后是特征重标定，表达式如公式（３）所示：

Ｘ·＝ Ｘ·Ｓ． （３）
　 　 输入特征 Ｘ， Ｅｘｃｉｔａｔｉｏｎ 得到的结果作为权重，
两者相乘得到各个通道调整后的特征，重要的特征

可以获得更大权重，无关信息可以得到较低权重，因
此可以对原特征进行重新标定。

ＲＦＢＮｅｔ 网络基础上引入通道域注意力机制，分
别在基础网络、ＲＦＢ 模块或者 ＲＦＢ－ｓ 模块上添加，
添加注意力机制后的网络结构如下图 ５ 所示。
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图 ５　 引入通道注意力的算法结构图

Ｆｉｇ． ５ 　 Ａｎ ａｌｇｏｒｉｔｈｍ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｔｈａｔ ｉｎｔｒｏｄｕｃｅｓ ｃｈａｎｎｅｌ
ａｔｔｅｎｔｉｏｎ

３　 实验结果与分析

３．１　 实验环境与数据集

本实验采用 Ｌｉｎｕｘ 操作系统 ｕｂｕｎｔｕ１６．０４，选用

ＨＰ ｉｎｔｅｒ（Ｒ）Ｃｏｒｅ（ＴＭ）ｉ７－９７５０ 的 ＣＰＵ 笔记本作为

调试平台，ＴＩＴＡＮ Ｖ 显卡的服务器训练神经网络，搭
载 ＰｙＴｏｒｃｈ 深度学习环境的开发平台。 本实验采用

ＰＡＳＣＡＬ ＶＯＣ 行人数据集，ＶＯＣ２００７ 和 ＶＯＣ２０１２ 的

行人子集作为训练集，ＶＯＣ２００７－ｔｅｓｔ 作为测试集。
参与网络训练的行人数据集有６ ０９５张，测试集有

２ ００７张。
３．２　 实验设计及结果分析

目标检测主要使用均值平均准确率（Ｍａｐ）作为

衡量算法的检测精度。 本文实验主要分为 ４ 组，第一

组是压缩模型参数并测试行人检测的精度，第二组是

０．９ Ｍ 模型参数量下引入注意力机制，第三组是 ３．１ Ｍ
模型参数量下引入注意力机制，第四组是 ＲＦＢＮｅｔ３００－
ｐｅｒｓｏｎ 模型引入注意力机制，分别定义 ０．９ Ｍ、３．１ Ｍ、
３３．８ Ｍ 模型为 ＲＦＢＮｅｔ ＿Ｓ、ＲＦＢＮｅｔ ＿Ｍ、ＲＦＢＮｅｔ３００－
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ｐｅｒｓｏｎ。 最后展示实验结果并分析原因。
３．２．１　 第一组实验

本次实验主要在 ＲＦＢＮｅｔ 网络基础上进行压

缩，减少卷积层的数量、减小网络模型输出的通道

数，因此参数量大幅度下降。 实验设置迭代次数

１００ ｅｐｏｃｈｓ， ｂａｔｃｈ＿ｓｉｚｅ为 ３２，单 ＧＰＵ 训练，学习率为

０．００８，骨干网络（ ｂａｃｋｂｏｎｅ）使用去掉全连接层的

ＶＧＧ１６，训练得到最后的网络模型。 ＶＯＣ２００７ 测试

集上行人检测结果对比见表 １。
表 １　 ＶＯＣ２００７ 测试集上行人检测结果对比

Ｔａｂ． １ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｅｄｅｓｔｒｉａｎ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｎ ＶＯＣ２００７
ｔｅｓｔ ｓｅｔ

方法 ｂａｃｋｂｏｎｅ Ｍａｐ ／ ％ ｐａｒａｍｅｔｅｒｓ

ＲＦＢＮｅｔ３００－ｐｅｒｓｏｎ ｖｇｇ ８２．４４ ３３．８Ｍ

ＲＦＢＮｅｔ＿Ｍ ｖｇｇ ８０．０１ ３．１Ｍ

ＲＦＢＮｅｔ＿Ｓ ｖｇｇ ７８．０４ ０．９９Ｍ

　 　 ＲＦＢＮｅｔ３００ 输 入 图 像 分 辨 率 为 ３００， 通 过

ＶＧＧ１６ 骨干网络提取行人的特征，从 ｃｏｎｖ４＿３ 特征

图输出后输入至 ＲＦＢ－ｓ 模块提取不同尺度的特征，
将不同尺度的特征进行拼接，最后输出至检测层。
ＲＦＢＮｅｔ 算法中分别从 ｃｏｎｖ４＿３、ｆｃ＿７、ｃｏｎｖ８＿２、ｃｏｎｖ９
＿２、ｃｏｎｖ１０＿２、ｃｏｎｖ１１＿２ 特征图输出不同尺度不同宽

高比的锚框，在最后的检测层拼接所有的结果，之后

通过 ＮＭＳ 剔除重复的边界框。 该算法虽然从多个

卷积层提取不同尺度的行人特征，但弊端是通过多

个特征图进行特征提取，会带来大量的计算，模型参

数量大幅度增加。 因此本文削减部分卷积层，降低

卷积层的输出通道数，并减少每一个特征图锚框的

个数。 Ｃｏｎｖ１＿２ 输出通道数 ６４ 改为 ３２，ｃｏｎｖ２＿２ 输

出通道数 １２８ 改为 ６４，ｃｏｎｖ３＿３ 输出通道数 ２５６ 改

为 １２８，ｃｏｎｖ４＿３ 输出通道数 ５１２ 改为 ２５８，ｃｏｎｖ５＿２
输出通道数 ５１２ 改为 ２５８，并削减 ｃｏｎｖ５＿３ 卷积层，
同时削减 ｃｏｎｖ８＿２ 和 ｃｏｎｖ９＿２ 层的 ＲＦＢ 模块，模型

为 ＲＦＢＮｅｔ＿Ｍ。 ＲＦＢＮｅｔ＿Ｍ 基础上将 ｃｏｎｖ４＿３、ｃｏｎｖ５
＿２、ｃｏｎｖ６＿２、ｃｏｎｖ７＿２、ｃｏｎｖ８＿２ 的输出通道数 ２５６ 改

为 １２８，并 ｃｏｎｖ９＿２ 的输出通道数 ２５６ 改为 ６４，得到

的模型为 ＲＦＢＮｅｔ＿Ｓ。 由表 １ 知，ＲＦＢＮｅｔ＿Ｍ 算法平

均精准率仍然为 ８０．０１％，模型参数量压缩为原来的

约 １０％。 ＲＦＢＮｅｔ＿Ｓ 模型参数量为 ０．９９Ｍ，平均精准

率为 ７８． ０４％。 ＲＦＢＮｅｔ ＿ Ｍ 模型削减 ｃｏｎｖ８ ＿ ２ 和

ｃｏｎｖ９＿２ 特征图的 ＲＦＢ 模块，特征图并没有得到多

尺度特征融合，产生漏检，检测精度稍微下降。 另一

原因是压缩部分卷积层和降低输出通道数，降低模

型的非线性表达，因此模型对行人特征提取能力下

降。
本文在上述模型分别引入注意力机制，增加模

型的非线性表达，可以增大模型的特征提取能力。
注意力机制可以实现网络更倾向可见部分行人特

征，减少被遮挡部分行人信息对模型的干扰。
３．２．２　 第二组实验

本次实验是在 ＲＦＢＮｅｔ＿Ｓ 引入注意力机制。 实

验迭代次数设置为 １００ ｅｐｏｃｈｓ， ｂａｔｃｈ＿ｓｉｚｅ 为 ３２，单
ＧＰＵ 训练，学习率为 ０．００８。 引入注意力机制的实

验结果见表 ２。
表 ２　 引入注意力机制的实验结果

Ｔａｂ． ２　 Ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ ｏｆ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｉｓ ｉｎｔｒｏｄｕｃｅｄ

Ｂａｃｋｂｏｎｅ ＲＦＢ Ｂａｃｋｂｏｎｅ Ｍａｐ ／ ％ ｐａｒａｍｅｔｅｒｓ

√ ｖｇｇ ７７．９ ０．９９Ｍ

√ ｖｇｇ ７８．１ ０．９９Ｍ

√ √ ｖｇｇ ７７．５ ０．９９Ｍ

　 　 表 ２ 中√表示在骨干网络（Ｂａｃｋｂｏｎｅ）或者在

（ＲＦＢ）模块中引入注意力机制。 从表 ２ 知，ＦＢＮｅｔ＿Ｓ
在骨干网络引入注意力机制效果更佳。 在骨干网络

的基础上引入注意力机制，检测精度提升 ０．０６％。
通道域模块加入到骨干网络，会增加网络的非线性

表达能力，通道域注意力计算出各个通道权重，行人

特征对应通道得到较大权重，背景信息对应通道得

到较低权重，因此提高模型对行人特征的提取能力。
在 ＲＦＢ 模块引入注意力机制，失去多尺度行人特征

融合的作用，模型检测性能会略微下降。
３．２．３　 第三组实验

本次实验是在 ＲＦＢＮｅｔ＿Ｍ 引入注意力机制。 实

验迭代次数设置为 １００ ｅｐｏｃｈｓ， ｂａｔｃｈ＿ｓｉｚｅ 为 ３２，单
ＧＰＵ 训练，学习率为 ０．００８。 引入注意力机制的实

验结果见表 ３。
表 ３　 引入注意力机制的实验结果对比

Ｔａｂ． ３　 Ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ ｏｆ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｉｓ ｉｎｔｒｏｄｕｃｅｄ

Ｂａｃｋｂｏｎｅ ＲＦＢ Ｂａｃｋｂｏｎｅ Ｍａｐ ／ ％ ｐａｒａｍｅｔｅｒｓ

√ ｖｇｇ ７９．６ ３．１Ｍ

√ ｖｇｇ ８０．２ ３．１Ｍ

√ √ ｖｇｇ ７９．７ ３．１Ｍ

　 　 表 ３ 中√表示对应的模块引入注意力机制。 从

表 １、表 ３ 实验结果可知，ＦＢＮｅｔ＿Ｍ 在骨干网络引入

注意力机制效果更佳。 骨干网络添加注意力模块，
可以增加网络的非线性，提高模型对行人特征的提

取能力。 通道域注意力可以对不同通道施加不同的

权重，行人特征对应通道得到更大权重，背景信息对

应通道得到较小权重，网络可以更倾向有用的行人
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特征，忽略无关信息，因此行人检测精度提高。
３．２．４　 第四组实验

本次实验是在 ＲＦＢＮｅｔ３００－ｐｅｒｓｏｎ 引入注意力

机制。 实验迭代次数设置为 １００ ｅｐｏｃｈｓ， ｂａｔｃｈ＿ｓｉｚｅ
为 ３２，单 ＧＰＵ 训练，学习率为 ０．００８。 引入注意力机

制的实验结果见表 ４。
表 ４　 引入注意力机制的实验结果

Ｔａｂ． ４　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｗｉｔｈ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍｓ

Ｂａｓｅｌｉｎｅ ＲＦＢ ＲＦＢ－ｓ Ｂａｃｋｂｏｎｅ Ｍａｐ ／ ％ ｐａｒａｍｅｔｅｒｓ

ＲＦＢＮｅｔ
ｖｇｇ ８２．４４ ３３．８Ｍ

√ √ ｖｇｇ ８２．９５ ３３．８Ｍ

　 　 表 ４ 中√表示相应的模块引入注意力机制。
ＦＢＮｅｔ３００－ｐｅｒｓｏｎ 在骨干网络引入注意力机制效果

更佳，检测精度提升 ０．５１％。 通道域注意力可以实

现网络更倾向行人的关键信息，忽略无关信息，精准

训练网络。 ＳＥＮｅｔ 结构专注于卷积核各个通道的响

应，图像经过卷积核提取特征后，图像上不同的目标

在卷积核对应通道会得到不同的响应，ＳＥＮｅｔ 可以

加强有用行人特征，降低无用特征对应通道响应，因
而网络对行人特征识别能力更强，进一步提升行人

检测的性能。

４　 结束语

为了将 ＲＦＢＮｅｔ 算法部署在轻量设备上运行，
本文对 ＲＦＢＮｅｔ 模型进行进一步压缩。 削减卷积

层，降低模型输出通道数，削减 ｃｏｎｖ８＿２ 和 ｃｏｎｖ９＿２
特征图的 ＲＦＢ 模块，经过实验，模型参数量压缩约

为原来的 １ ／ １０，行人检测精度仍然保持为 ８０．０１％。
骨干网络引入通道域注意机制的 ＲＦＢＮｅｔ 算法，提
高行人检测的精度，且具有良好的鲁棒性和适用性。
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信，使得消息数据更加简单，数据解析更加高效。 为

了应对不同的消费场景，采用可扩展的消费者集群

的算法来实现消费者数量的动态变化。
目前，本文设计的中间件系统已经在智慧宿管

平台的实际业务场景中应用，提高了响应速率，解决

了数据丢失等问题，系统运行效果良好。 但是由于

硬件设备以及实际业务场景的局限性，更高并发场

景下该消息中间件的表现与改进还有待进一步的研

究与实践。
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