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基于 ３Ｄ 卷积自编码器的视频异常行为检测
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摘　 要： 视频异常行为检测是目前计算机视觉领域的热点问题之一。 然而，由于异常行为难以具体定义，使得基于监督学习

的二类分类方法难以应用在该领域。 本文提出了一种无监督的视频异常检测模型，称之为基于时空特征融合的 ３Ｄ 自编码器

模型（ＳＴ－３ＤＣＡＥ）。 模型采用 ＰＷＣＮｅｔ 提取场景光流特征图，并与原视频帧融合作为基本单元，由多个基本单元组成连续基

本单元作为模型的输入；利用 ３ＤＣｏｎｖ 和 ＣｏｎｖＬＳＴＭ 模块进行时空特征的自主提取，３ＤＳＥｂｌｏｃｋ 模块进行重要特征的筛选；最
终，通过输入数据和自编码器重建视频块之间的重建误差，来判断视频是否出现异常行为。 通过在 ＵＣＳＤ、Ａｖｅｎｕｅ 等公开数

据集上进行验证，实验结果的定性和定量分析证明了本方法具有较好的性能。
关键词： 异常检测； ＳＴ－３ＤＣＡＥ； 特征融合

Ｖｉｄｅｏ ａｎｏｍａｌｏｕｓ ｂｅｈａｖｉｏｒ ｄｅｔｅｃｔｉｏｎ ｂａｓｅｄ ｏｎ ３Ｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ａｕｔｏ－ｅｎｃｏｄｅｒ
ＬＩＡＮ Ｊｉｎｇ， ＨＵ Ｘｉｎｇ， ＨＵＡＮＧ Ｙｉｎｇｐｉｎｇ

（Ｓｃｈｏｏｌ ｏｆ Ｏｐｔｉｃａｌ Ｅｌｅｃｔｒｉｃａｌ ａｎｄ Ｃｏｍｐｕｔｅｒ Ｅｎｇｉｎｅｅｒｉｎｇ， Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｓｈａｎｇｈａｉ ｆｏｒ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ， Ｓｈａｎｇｈａｉ ２０００９３， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ｖｉｄｅｏ ａｎｏｍａｌｏｕｓ ｂｅｈａｖｉｏｒ ｄｅｔｅｃｔｉｏｎ ｉｓ ｏｎｅ ｏｆ ｔｈｅ ｃｕｒｒｅｎｔ ｈｏｔ ｐｒｏｂｌｅｍｓ ｉｎ ｔｈｅ ｆｉｅｌｄ ｏｆ ｃｏｍｐｕｔｅｒ ｖｉｓｉｏｎ． Ｈｏｗｅｖｅｒ， ｔｈｅ
ｄｉｆｆｉｃｕｌｔｙ ｏｆ ｓｐｅｃｉｆｉｃ ｄｅｆｉｎｉｔｉｏｎ ｏｆ ａｎｏｍａｌｏｕｓ ｂｅｈａｖｉｏｒ ｍａｋｅｓ ｉｔ ｄｉｆｆｉｃｕｌｔ ｔｏ ａｐｐｌｙ ｓｕｐｅｒｖｉｓｅｄ ｌｅａｒｎｉｎｇ－ｂａｓｅｄ ｔｗｏ－ｃｌａｓｓ ｃｌａｓｓｉｆｉｃａｔｉｏｎ
ｍｅｔｈｏｄｓ ｉｎ ｔｈｉｓ ｆｉｅｌｄ． Ｉｎ ｔｈｉｓ ｐａｐｅｒ， ｗｅ ｐｒｏｐｏｓｅ ａｎ ｕｎｓｕｐｅｒｖｉｓｅｄ ｖｉｄｅｏ ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ ｍｏｄｅｌ， ｃａｌｌｅｄ ３Ｄ ｓｅｌｆ－ｅｎｃｏｄｅｒ ｍｏｄｅｌ
ｂａｓｅｄ ｏｎ ｓｐａｔｉｏ－ｔｅｍｐｏｒａｌ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ （ＳＴ－３ＤＣＡＥ） ． Ｆｉｒｓｔ， ｔｈｅ ｏｐｔｉｃａｌ ｆｌｏｗ ｆｅａｔｕｒｅ ｍａｐ ｏｆ ｔｈｅ ｓｃｅｎｅ ｉｓ ｅｘｔｒａｃｔｅｄ ｗｉｔｈ ＰＷＣＮｅｔ
ａｎｄ ｆｕｓｅｄ ｗｉｔｈ ｔｈｅ ｏｒｉｇｉｎａｌ ｖｉｄｅｏ ｆｒａｍｅ ａｓ ｔｈｅ ｂａｓｉｃ ｕｎｉｔ， ａｎｄ ｍｕｌｔｉｐｌｅ ｂａｓｉｃ ｕｎｉｔｓ ｆｏｒｍ ａ ｃｏｎｔｉｎｕｏｕｓ ｂａｓｉｃ ｕｎｉｔ ａｓ ｔｈｅ ｍｏｄｅｌ ｉｎｐｕｔ；
ｔｈｅｎ， ｔｈｅ ３ＤＣｏｎｖ ｍｏｄｕｌｅ ａｎｄ ＣｏｎｖＬＳＴＭ ｍｏｄｕｌｅ ａｒｅ ｕｓｅｄ ｆｏｒ ａｕｔｏｎｏｍｏｕｓ ｅｘｔｒａｃｔｉｏｎ ｏｆ ｓｐａｔｉｏ － ｔｅｍｐｏｒａｌ ｆｅａｔｕｒｅｓ， ａｎｄ ｔｈｅ
３ＤＳＥｂｌｏｃｋ ｍｏｄｕｌｅ ｉｓ ｕｓｅｄ ｆｏｒ ｓｃｒｅｅｎｉｎｇ ｏｆ ｉｍｐｏｒｔａｎｔ ｆｅａｔｕｒｅｓ； ｆｉｎａｌｌｙ， ｔｈｅ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｏｆ ｔｈｅ ｓｅｌｆ－ｅｎｃｏｄｅｒ ｔｈｒｏｕｇｈ ｔｈｅ ｉｎｐｕｔ ｄａｔａ
ａｎｄ ｒｅｃｏｎｓｔｒｕｃｔｉｏｎ ｅｒｒｏｒ ｂｅｔｗｅｅｎ ｖｉｄｅｏ ｂｌｏｃｋｓ ｔｏ ｄｅｔｅｒｍｉｎｅ ｗｈｅｔｈｅｒ ｔｈｅ ｖｉｄｅｏ ｓｈｏｗｓ ａｂｎｏｒｍａｌ ｂｅｈａｖｉｏｒ． Ｔｈｅ ｍｏｄｅｌ ｐｒｏｐｏｓｅｄ ｉｎ ｔｈｉｓ
ｐａｐｅｒ ｗａｓ ｖａｌｉｄａｔｅｄ ｏｎ ｐｕｂｌｉｃｌｙ ａｖａｉｌａｂｌｅ ｄａｔａｓｅｔｓ ｓｕｃｈ ａｓ ＵＣＳＤ ａｎｄ Ａｖｅｎｕｅ， ａｎｄ ｔｈｅ ｑｕａｌｉｔａｔｉｖｅ ａｎｄ ｑｕａｎｔｉｔａｔｉｖｅ ａｎａｌｙｓｉｓ ｏｆ ｔｈｅ
ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ ｐｒｏｖｅｄ ｔｈｅ ｂｅｔｔｅｒ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｔｈｉｓ ｍｅｔｈｏｄ．
【Ｋｅｙ ｗｏｒｄｓ】 ａｎｏｍａｌｙ ｄｅｔｅｃｔｉｏｎ； ＳＴ－３ＤＣＡＥ； ｆｅａｔｕｒｅ ｆｕｓｉｏｎ

�哈尔滨工业大学主办 学术研究与应用

基金项目： 国家重点研发计划（２０１９ＹＦＢ１７０５７０２）。

作者简介： 连　 靖（１９９４－），男，硕士研究生，主要研究方向：基于计算机视觉的异常行为检测。

通讯作者： 胡　 兴　 　 Ｅｍａｉｌ：ｈｕｘｉｎｇ＠ ｕｓｓｔ．ｅｄｕ．ｃｎ

收稿日期： ２０２１－０３－１３

０　 引　 言

智能视频监控系统能够广泛地应用于生产及生

活领域的安全防护［１］。 随着监控设备价格的降低，
以 “天网监控系统”为代表的监控系统已全方位深

入到社会每个角落。 视频异常行为代表一类相对罕

见的行为，一般与常见的行为相冲突，具有一定的危

险性，及时准确地检测视频异常行为对于维护社会

安全具有重要意义。 视频异常检测旨在通过计算机

视觉，结合机器学习等方法，在时间和空间上定位视

频序列中有违常规行为。 例如，车辆逆行、打架、人
群逃散等行为。 合适的视频异常行为检测方法能够

自动学习场景中的正常行为模型，并自动判断出与

正常模型偏差较大的异常行为，不仅大大减少了劳

动成本，而且有着较好的时效性和准确率。
不同于其它基于监督学习的视频行为识别任

务，由于异常行为具有定义模糊性［２］、稀有性［３］、场
景依赖性［４］等特点，所以监督学习不能很好的适用

于视频异常检测。 因此，大多数视频异常检测都是

通过无监督学习的方式来实现的。 文献［５］中首次

运用深度去噪自编码器重建时空立方体，通过全连

接层进行输出作为习得的视频事件表示；文献［６］
使用卷积深度自编码器，通过卷积代替全连接层，以
便更好地提取视频特征；文献［７］使用赢家通吃自

编码器提取视频特征，并使用一类支持向量机进行

分类等等。 以上文献均使用了深度自编码器，并取

得了较好的效果。 但由于视频具有时间上的连续

性，而上述方法仅考虑了空间上的特征提取，忽略了



时间序列上的关联性。
对于视频预测任务，空间和时间特征的结合是

不可或缺的。 为了解决上述问题，本文提出了一种

新的基于深度学习的方法。 其主要思想是，通过实

现正常场景下的空间多尺度特征与时间信息的融合

来优化异常检测。 该方法结构如图 １ 所示。 首先，
利用 ＰＷＣ－Ｎｅｔ［８］网络提取相邻帧的光流特征图，将
ＲＧＢ 图与光流图进行加权相加形成合成特征图，作
为编码模块的输入； 然后， 利用三维尺度上的

ａｔｔｅｎｔｉｏｎ 模块，对经 ３Ｄ 卷积层的特征图进行主要信

息的增强和次要信息的抑制；利用 ＣｏｎｖＬＳＴＭ 模块

在时间建模方面的优势来记忆时态特征，完成时空

信息融合；最后根据解码模块获得重建视频数据，并
根据重建数据与输入数据之间的差异获得每个输入

的正常分数。
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图 １　 异常行为检测结构框图

Ｆｉｇ． １　 Ｂｌｏｃｋ ｄｉａｇｒａｍ ｏｆ ａｂｎｏｒｍａｌ ｂｅｈａｖｉｏｒ ｄｅｔｅｃｔｉｏｎ

１　 模型设计

本文所提出的框架如图 ２ 所示，该框架整体为

编码－解码结构，主要由 ３Ｄ 卷积模块、３ＤＳＥｂｌｏｃｋ 模

块和 ＣｏｎｖＬＳＴＭ 模块组成。

编码器 解码器

ConvLSTM3DSEblock3Dconv/deconv
layer

图 ２　 异常行为检测网络框架图

Ｆｉｇ． ２　 Ａｎｏｍａｌｏｕｓ ｂｅｈａｖｉｏｒ ｄｅｔｅｃｔｉｏｎ ｎｅｔｗｏｒｋ ｆｒａｍｅｗｏｒｋ ｄｉａｇｒａｍ

１．１　 ３Ｄ 卷积模块

２Ｄ 卷积使用空间卷积核对图像进行水平维度

和垂直维度的特征提取，如公式（１）所示，只能提取

图像的空间特征。 而视频数据既有空间维度上的信

息，也有时间维度上的信息，所以本文使用 ３Ｄ 卷积

核，同时对水平维度、垂直维度和时间维度进行卷积

操作，不仅提取了视频的空间特征，还建立了空间特

征在时间维度上的联系，如公式（２）所示。

ａｉｊ ＝ ∑
Ｋ

ｍ ＝ １
∑

Ｋ

ｎ ＝ １
ＷｍｎＸ ｉ ＋ｍ， ｊ ＋ｎ， （１）

ａｉｊｚ ＝ ∑
Ｋ

ｍ ＝ １
∑
Ｋ

ｎ ＝ １
∑
Ｐ

ｐ ＝ １
ＷｍｎｐＸ ｉ ＋ｍ， ｊ ＋ｎ， ｚ＋ｐ， （２）

１．２　 ３ＤＳＥｂｌｏｃｋ 模块

通常情况下，同一地点的视频数据会存在大量冗

余信息，而过多的冗余信息会影响模型的学习。 所

以，本文针对如何对主要信息进行增强，对次要信息

进行抑制进行了模型上的改进。 受文献［９］中提出的

ＳＥｎｅｔ 注意力机制模块启发，本文引入 ３ＤＳＥｂｌｏｃｋ 模

块，对视数据进行主要信息增强与次要信息抑制。
该模块主要由 Ｓｑｕｅｅｚｅ 和 Ｅｘｃｉｔａｔｉｏｎ 两部分组

成。 前者主要利用全局平均池化层统计每个通道的

分布，来进行信息嵌入，如公式（３）所示；后者则通

过学习得到一组权重，用于表示特征通道的重要程

度，如公式（４）所示。

ｚｃ ＝ Ｆｓｑ（ｕｃ） ＝ １
Ｔ × Ｈ × Ｗ∑

Ｔ

ｉ ＝ １
∑
Ｈ

ｊ ＝ １
∑
Ｗ

ｋ ＝ １
ｕｃ（ ｉ，ｊ，ｋ）， （３）

ｓ ＝ Ｆｅｘ（ ｚ，Ｗ） ＝ σ（ｇ（ ｚ，Ｗ）） ＝ σ（Ｗ２δ（Ｗ１ｚ））， （４）
　 　 　 　 　 ｙｃ ＝ Ｆｓｃａｌｅ（ｕｃ，ｓｃ） ＝ ｓｃ·ｕｃ ． （５）
　 　 其中， ｚｃ 为第 ｃ 个特征通道经过全局平均池化

层所得到的输出值； Ｔ、Ｈ、Ｗ 分别表示该特征的帧

数、高和宽； ｕｃ（ ｉ， ｊ， ｋ） 为第 ｃ 个特征通道在位置

（ ｉ，ｊ，ｋ） 处的值； ｓ表示通过 Ｅｘｃｉｔａｔｉｏｎ 操作所得到的

一组权重系数。 由图 ３ 可知， Ｗ１ 和 Ｗ２ 分别为第一

层和第二层全连接层的权重，此 ２ 层通过缩放因子 ｒ
来控制计算的复杂程度； δ 为 ＲｅＬＵ 激活函数，用于

提高模块的非线性程度； σ 为 ｓｉｇｍｏｉｄ 激活函数，用
于将权重正则到（０，１）。 最后将该权重与对应输入

相乘，得到最终的输出，具体实现如公式（５）所示。
ｙｃ 表示第 ｃ 个特征通道 ｘｃ 经过 ３ＤＳＥｂｌｏｃｋ 模块所得

到的输出值； ｕｃ 是 ｘｃ 经 ３Ｄ 卷积模块后所得到的结

果； ｓｃ 是通过 Ｅｘｃｉｔａｔｉｏｎ 操作所得到的一组权重系

数，其系数越大，代表该特征通道越重要。
１．３　 ＣｏｎｖＬＳＴＭ 模块

ＣｏｎｖＬＳＴＭ （ Ｔｈｅ ｃｏｎｖｏｌｕｔｉｏｎ Ｌｏｎｇ Ｓｈｏｒｔ － Ｔｅｒｍ
Ｍｅｍｏｒｙ）是在 ＬＳＴＭ（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ）的基

础上改进而来。 由于视频数据需要同时考虑时间维

度上的连续性和空间维度上的关联性，而 ＬＳＴＭ 虽然

能提取数据的时序信息，但会破坏数据的空间结构。
为了能够同时提取时空特征，Ｓｈｉ［１０］ 提出了卷积层和
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ＬＳＴＭ 单元相结合的 ＣｏｎｖＬＳＴＭ 模块并用于降水预测

中。 相较于 ＬＳＴＭ，全连接层被卷积操作所替代，且有

着局部连接、参数共享的优点，既有效地降低了参数

量，又能够提取视频帧的局部特征。 所以 ＣｏｎｖＬＳＴＭ
模块更适合于视频流数据。 ＣｏｎｖＬＳＴＭ 结构如图 ４ 所

示。 其中， ｔ 表示 ｔ 时刻； Ｘｔ、Ｈｔ、Ｃｔ 分别表示 ｔ 时刻的

输入、隐藏状态及记忆单元；３∗３ 矩阵区域表示卷积

核。
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图 ３　 ３ＤＳＥｂｌｏｃｋ 模块结构图
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图 ４　 ＣｏｎｖＬＳＴＭ 结构图

Ｆｉｇ． ４　 ＣｏｎｖＬＳＴＭ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

２　 实验结果及分析

２．１　 实验数据集

２．１．１　 ＵＣＳＤ 数据集

ＵＣＳＤ 数据集［１１］是视频异常检测最常用的数据

集之一，记录了加州大学圣地亚哥分校两个不同人

行道上的监控视频数据。 其中，正常行为指行人在

人行道上的行走，异常行为包括不规范的机动车辆

行驶、单车行驶及滑板穿梭等行为。 Ｐｅｄ１ 数据集包

含 ３４ 个训练样本和 ３６ 个测试样本，每个样本由

２００ 帧组成，每帧分辨率为 １５８Ｘ２３８ 像素。 Ｐｅｄ２ 数

据集包含 １６ 个训练样本和 １２ 个测试样本，每个样

本由 １２０－２００ 帧组成，总帧数为 ４ ５６０ 帧，每帧分辨

率为 ２４０Ｘ３６０ 像素。
２．１．２　 Ａｖｅｎｕｅ 数据集

Ａｖｅｎｕｅ 数据集［１２］采集于香港中文大学某走廊

的监控视频数据。 其中，正常行为指行人在平行于

地铁口的方向上行走，异常行为包括但不限于行人

在非平行于地铁口的方向行走、投掷物品、奔跑、推
自行车等行为。 该数据集包含 １６ 个训练样本和 ２１
个测试样本，每个样本帧数各不相同，总帧数为

３０ ３３７帧，每帧分辨率为 ３６０Ｘ６４０ 像素。
２．２　 评价标准

对异常检测任务而言，其最常见的评价层次为

帧层次比较与像素层次比较［１１］。 前者只须判断帧

内是否有异常，后者需要对异常进行空间定位。 当

检测出的异常区域与真实的异常区域重合率大于

４０％时，该帧被认为是异常帧。 为了在量上进行精

确的比较，实验中经常用受试者工作特性曲线

（ＲＯＣ）下的面积 （ＡＵＣ）， 以及错误率 （ＥＥＲ） 等，
来评估视频异常检测的性能。 ＲＯＣ 曲线由不同阈

值下的真阳性率 （ＴＰＲ） 和假阳性率（ＦＰＲ） 绘制，
其中：

ＴＰＲ ＝ ＴＰ
ＴＰ ＋ ＦＮ

， （６）

ＦＰＲ ＝ ＦＰ
ＦＰ ＋ ＴＮ

． （７）

　 　 ＴＰ 和 ＦＰ 分别代表正确检测与错误检测的阳

性样本，ＴＮ 和 ＦＮ 分别代表正确检测与错误检测的

阴性样本。 帧级标准由等差错率 （ＥＥＲ） 概括。 其

是在 ＲＯＣ 曲线上 ＦＰＲ ＝ ＴＰＲ 时的值，而像素标准则

通过检测率来概括。
此外，为了判定该模型是否有效，需要用测试集

评估该模型是否能够捕捉到异常行为，所以本论文

采用正常得分来衡量模型效果。 理论上正常行为得

分较高，异常行为得分较低。 正常得分的计算方法

如公式（８）、式（９）所示：
ｄ（ ｔ） ＝ ‖ｘ（ ｔ） － ｆＷ（ｘ（ ｔ））‖２， （８）

ｓ（ ｔ） ＝ １ －
ｄ（ ｔ） － ｄ（ ｔ）ｍｉｎ

ｄ（ ｔ）ｍａｘ
． （９）

　 　 其中， ｄ（ ｔ） 表示第 ｔ 帧的重构误差，即一帧图

像中所有像素的重构误差； ｘ（ ｔ） 表示视频的第 ｔ
帧； ｆＷ 表示已训练好的模型； Ｗ 表示已训练模型的

权重； ｆＷ（ｘ（ ｔ）） 表示视频第 ｔ 帧在输入模型后得到

的重构帧。 输入帧和重构帧的二范数即为重构误

差。 公式（ ９） 对重构误差进行了归一化。 其中，
ｓ（ ｔ） 表示第 ｔ 帧的重构误差， ｄ（ ｔ）ｍａｘ 和 ｄ（ ｔ）ｍｉｎ 分别

表示输入帧中最大的重构误差和最小的重构误差。
２．３　 实验环境及训练设置

实验的服务器配置包括：Ｉｎｔｅｌ Ｘｅｏｎ Ｅ５－２６６７ ｖ４
ＣＰＵ、ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＧＴＸ ２０８０ 和 １１ ＧＢ 内存。 实

验之前，需要对原视频帧进行尺寸调整，数据中心化

２７ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



以及数据增强。 本文统一将视频帧大小调整为

２２４ｘ２２４，并进行数据中心化。 即将训练集中每一帧

的每个像素先转化到（０，１），然后减去 μ再除以 σ。
本文取 μ ＝ ［０．４８５，０．４５６，０．４０６］， σ ＝ ［０．２２９，０．
２２４，０．２２５］。 为提高模型的泛化能力，避免过拟

合，将中心化之后的视频帧进行采样，步长分别为

１、２、３，然后以每 ８ 帧为一视频块输入到模型中。
２．４　 ＵＣＳＤ 数据集实验结果

表 １ 和表 ２ 分别列出了 ＵＣＳＤ Ｐｅｄ１ 数据集和

Ｐｅｄ２ 数据集下采用 ＳＴ－３ＤＣＡＥ 模型与其它主流方

法在 ＥＥＲ 和 ＡＵＣ 这两个指标上的详细定量比较。
其中，若 ＥＥＲ 越小，ＡＵＣ 越大，说明检测方法越可

靠。 从表 １ 和表 ２ 可以明显看出，本文提出的方法

除逊于 ＡＭＤＮ， 与 Ｃｏｎｖ－ＡＥ 性能相近之外，均优于

其它传统算法。 因为这两种方法也同样使用了以卷

积自编码器为基础的模型结构，在提取特征方面具

有一定的优势。
表 １　 不同方法在 ＵＣＳＤＰｅｄ１ 数据集上的性能比较

Ｔａｂ． １　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ ｏｎ ＵＣＳＤＰｅｄ１
ｄａｔａｓｅｔ

Ａｐｐｒｏａｃｈ ＥＥＲ ／ ％ ＡＵ Ｃ ／ ％

Ａｄａｍ［１３］ ３８．０ ７７．１

ＳＦ［１４］ ３１．０ ６７．５

ＭＰＰＣＡ［１１］ ４０．０ ６６．８

ＡＭＤＮ［６］ １６．０ ９２．１

Ｃｏｎｖ－ＡＥ［１５］ ２７．９ ８１．０

ＳＴ－３ＤＣＡＥ ２５．１ ８０．７

表 ２　 不同方法在 ＵＣＳＤＰｅｄ２ 数据集上的性能比较

Ｔａｂ． ２ 　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ ｏｎ
ＵＣＳＤＰｅｄ２ ｄａｔａｓｅｔ

Ａｐｐｒｏａｃｈ ＥＥＲ ／ ％ ＡＵＣ ／ ％

Ａｄａｍ［１３］ ４２．０ ／

ＳＦ［１４］ ４２．０ ５５．６

ＭＰＰＣＡ［１１］ ３０．０ ６９．３

ＡＭＤＮ［６］ １７．０ ９０．８

Ｃｏｎｖ－ＡＥ［１５］ ２１．７ ９０．０

ＳＴ－３ＤＣＡＥ ２１．８ ８５．３

　 　 图 ５ 分别展示了上述两个数据集的 ＲＯＣ 曲线

图。 为进一步证明该方法的可靠性，图 ６ 可视化了

ＵＣＳＤＰｅｄ１ 数 据 集 的 正 常 得 分， 图 ７ 可 视 化 了

ＵＳＤＰｅｄ２ 数据集的正常得分。 其中横轴为视频帧数，
纵轴为正常得分，红色区域为 ｇｒｏｕｎｄ ｔｒｕｔｈ，意味着该

区域发生了异常行为。 理论上正常行为帧拥有较高

的正常得分，异常行为帧具有较低的正常得分。

1.0

0.8

0.6

0.4

0.2

0
0.2 0.4 0.6 0.8 1.0

FPR_array

TP
R
_a
rr
ay

ROCcurve(area=0.8067,EER=0.2507)

TheROCcurveforUCSDPed1dataset

1.0

0.8

0.6

0.4

0.2

0
0.2 0.4 0.6 0.8 1.0

FPR_array

TP
R
_a
rr
ay

ROCcurve(area=0.8530,EER=0.2175)

TheROCcurveforUCSDPed2dataset

图 ５　 ＵＣＳＤＰｅｄ１ 数据集与 ＵＣＳＤＰｅｄ２ 数据集 ＲＯＣ 曲线

Ｆｉｇ． ５　 ＲＯＣ ｃｕｒｖｅｓ ｆｏｒ ＵＣＳＤＰｅｄ１ ｄａｔａｓｅｔ ａｎｄ ＵＣＳＤＰｅｄ２ ｄａｔａｓｅｔ
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图 ６　 ＵＣＳＤＰｅｄ１ 数据集下异常目标的正常得分

Ｆｉｇ． ６　 Ｎｏｒｍａｌ ｓｃｏｒｅ ｐｌｏｔ ｆｏｒ ａｂｎｏｒｍａｌ ｔａｒｇｅｔｓ ｕｎｄｅｒ ＵＣＳＤＰｅｄ１
ｄａｔａｓｅｔ
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图 ７　 ＵＣＳＤＰｅｄ２ 数据集下异常目标（自行车）的正常得分

Ｆｉｇ． ７ 　 Ｎｏｒｍａｌ ｓｃｏｒｅ ｐｌｏｔ ｆｏｒ ａｂｎｏｒｍａｌ ｔａｒｇｅｔ （ ｂｉｃｙｃｌｅ） ｕｎｄｅｒ
ＵＣＳＤＰｅｄ２ ｄａｔａｓｅｔ

２．５　 Ａｖｅｎｕｅ 数据集实验结果

表 ３ 列出了 Ａｖｅｎｕｅ 数据集下采用 ＳＴ－３ＤＣＡＥ
模型与其它主流方法在 ＥＥＲ 和 ＡＵＣ 指标上的详细

定量比较。 从表 ３ 中可以明显看出本文提出的方法

优于 Ｃｏｎｖ－ＡＥ，且与其它传统算法的性能相近，从
而验证了 ＳＴ－３ＤＣＡＥ 能够较为有效地定位异常帧。
图 ８ 展示了 Ａｖｅｎｕｅ 数据集的 ＲＯＣ 曲线。 为进一步

证明该方法的可靠性，图 ９ 可视化了 Ａｖｅｎｕｅ 数据集

的正常得分。

表 ３　 不同方法在 Ａｖｅｎｕｅ 数据集上的性能比较

Ｔａｂ． ３ 　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ ｏｎ Ａｖｅｎｕｅ
ｄａｔａｓｅｔ

Ａｐｐｒｏａｃｈ ＥＥＲ ／ ％ ＡＵＣ ／ ％

Ｃｏｎｖ－ＡＥ［６］ ２５．１ ７０．２

ＣｏｎｖＬＳＴＭ－ＡＥ［１６］ ２０．７ ８０．３

ＧＭＦＣ－ＶＡＥ［１７］ ２２．７ ８３．４

ＣｏｎｖＡＤ－ＡＥ ２２．３ ８４．２

ＳＴ－３ＤＣＡＥ ２４．９ ８１．０
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图 ８　 Ａｖｅｎｕｅ 数据集的 ＲＯＣ 曲线

Ｆｉｇ． ８　 ＲＯＣ ｃｕｒｖｅｓ ｆｏｒ ｔｈｅ Ａｖｅｎｕｅ ｄａｔａｓｅｔ
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（ｂ） 徘徊 ／ 背向监控行走状态下正常得分
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图 ９　 Ａｖｅｎｕｅ 数据集下异常目标（行人）的正常得分图

Ｆｉｇ． ９　 Ｎｏｒｍａｌ ｓｃｏｒｅ ｐｌｏｔ ｆｏｒ ａｂｎｏｒｍａｌ ｔａｒｇｅｔｓ （ｐｅｄｅｓｔｒｉａｎｓ） ｕｎｄｅｒ
Ａｖｅｎｕｅ ｄａｔａｓｅｔ

３　 结束语

对于目前大多数的异常检测任务使用的均为无

监督学习模型，即使用正常样本来构建生成模型。
然而，传统的无监督学习模型往往会造成假阳性率

偏高。 本文针对连续视频帧的特性提出了一种改进

后的无监督学习模型。 该模型使用了 ３Ｄ 卷积模块

和 ＣｏｎｖＬＳＴＭ 模块充分提取了连续视频帧的特征，
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并且使用了 ３ＤＳＥｂｌｏｃｋ 模块用于主要信息增强和次

要信息抑制。 实验结果表明该模型在异常行为检测

这一任务中有着较为优秀的性能。 当然，该模型也

有着一定的局限性，即同一个场景仅对应一个固定

参数的模型，若更换场景，模型必须重新训练。 进一

步将计划攻克这些难题，构建出一种在绝大多数场

景下通用的异常行为检测模型。
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（上接第 ６９ 页）
重构活动等问题。 本文算法还存在得到的 Ｈｕｎｋ 不

准确和多个最长公共子序列的部分问题，后续工作

需进一步解决这方面问题，继续提高差异分析准确

率，推广其到其他语言开源项目中的差异分析。
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Ｓｐｅｅｄ ｕｐ Ｔｒｅｅ Ｄｉｆｆｅｒｅｎｃｉｎｇ［Ｃ］ ／ ／ ２０１９ ＩＥＥＥ ２６ｔｈ Ｉｎｔｅｒｎａｔｉｏｎａｌ
Ｃｏｎｆｅｒｅｎｃｅ ｏｎ Ｓｏｆｔｗａｒｅ Ａｎａｌｙｓｉｓ， Ｅｖｏｌｕｔｉｏｎ ａｎｄ Ｒｅｅｎｇｉｎｅｅｒｉｎｇ
（ＳＡＮＥＲ）， Ｈａｎｇｚｈｏｕ， Ｃｈｉｎａ， ２０１９： １５－２５．

５７第 ６ 期 连靖， 等： 基于 ３Ｄ 卷积自编码器的视频异常行为检测


