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基于结构图像先验与 ＡＳＭ 能量的服装图像去噪
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摘　 要： 服装图像在采集和传输过程中会受到噪声不同程度的影响，为更有效地去除服装图像中的噪声，本文提出了一种基

于 ＡＳＭ 图像能量的深度学习图像去噪方法。 该方法基于结构图像先验理论，以随机向量作为卷积神经网络的输入，含噪声

的服装图像作为目标输出。 网络通过反向传播进行迭代，根据噪声与自然图像对于网络的阻抗不同，迭代至输出图像的 ＡＳＭ
能量极大值处进行截断，截断处的输出图像即为去噪后的服装图像。 实验结果表明，该方法对服装图像去噪后的 ＰＳＮＲ 达到

２９．９１，比 ＮＬＭ 去噪提高了 ０．７４，比 ｇｕｉｄｅｄ 去噪提高了 １．９７。 与传统的图像滤波去噪算法相比，该方法能更有效地去除图像中

的噪声，保留服装图像的纹理细节。
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０　 引　 言

服装图像［１］在采集的过程中，受环境、设备、人
为因素的影响不可避免地会引入噪声，导致图像质

量降低，从而影响人眼的观感，对服装图像进一步地

处理也会受到一定影响。 图像去噪［２］ 希望使用图

像自身的信息来去除图像噪声，同时不影响图像本

身的细节，以获取与原始图像更加接近的去噪图像。
由于服装图像纹理的复杂性和多样性，对其进行去

噪时需要更加注重细节的完整性，因此有必要对服

装图像进行高质量的去噪处理。
空间域图像去噪算法［３］ 对图像中每个像素点

的灰度值加以处理，以滤波的方式进行；均值滤波使

用线性平滑技术，用邻域窗口中全体像素的平均值

代替原有的像素值；中值滤波使用非线性平滑技术，
将每一像素点的值设置为该点邻域窗口内的所有像

素点的中值；高斯滤波则根据邻域间像素距离大小

的高斯加权来分配权重，以邻域像素值的加权和代

替原有像素值。
变换域图像去噪算法将图像经过某种变换由空

间域转换到变换域，在变换域内根据噪声分布特征，
设定相应的抑制模型对噪声进行消除，然后通过逆

变换复原图像。 代表性的方法有小波变换［４］、复小

波变换［５］、轮廓波变换［６］ 等。 虽然此类算法能够较

好地去除图像噪声，且对图像信息损伤较低，但不能

很好地对纹理和噪声进行区分，导致图像出现阶梯

效应。
现阶段有很多将空间域去噪和变换域去噪相结

合的算法。 如，袁明月等［７］ 将中值滤波算法与小波

变换相结合，利用高斯噪声来模拟图像中含有的噪

声，通过对经过中值滤波预处理后的图像进行二级

小波变换，对于高频子带，通过逐点计算灰色关联

度，并将其与经典小波阈值进行对比，来实现各高频

子带的滤波，通过小波逆变换得到去噪后的图像。



深度学习在图像去噪领域同样也取得了良好的进

展。 李传朋等［８］ 使用卷积子网和反卷积子网构建

了一种对称式网络结构，将噪声图像作为神经网络

的输入，原始图像作为输出，经过数据集的训练，使
得卷积子网学习图像特征，反卷积子网可根据学习

到的特征恢复原始图像，并结合修正线性单元获取

更多的纹理细节。 基于 ＣＮＮ 的图像去噪技术使用

手工构造的噪声图像数据集进行训练，在加性高斯

白噪声图像上表现突出，但在真实噪声图像上表现

不佳。
本文结合图像灰度共生矩阵［９］ 中的 ＡＳＭ 能量，

通过深度学习方法对图像进行降噪。 根据 Ｕｌｙａｎｏｖ
等［１０］所提出的思想，图像的先验特征可以由网络结

构表示（结构图像先验），而非网络中的参数（参数图

像先验）。 对于一个图像生成的卷积神经网络，以随

机向量作为输入，完整图像作为目标输出，通过对网

络进行训练，可生成目标输出图像。 目标图像的 ＡＳＭ
能量越低，生成所需要的迭代次数越多，对于同样的

网络结构，要生成噪声图像比生成自然图像需要更多

的迭代次数。 根据这一特性，将噪声服装图像作为目

标输出，在网络迭代至 ＡＳＭ 能量极大值处停止训练，
此时的网络输出即为去噪后的服装图像。

１　 灰度共生矩阵与图像 ＡＳＭ 能量

灰度共生矩阵是 １９７３ 年由 Ｈａｒａｌｉｃｋ 等人提出

的一种通过研究图像灰度的空间相关特性，来描述

图像纹理的常用方法。 由于纹理是由灰度分布在空

间位置上反复出现而形成的，因而在图像空间中相

隔某距离的 ２ 像素之间会存在一定的灰度关系，即
图像中灰度的空间相关特性。

灰度直方图是对图像上单个像素具有某个灰度

进行统计的结果，而灰度共生矩阵是对图像上保持

某距离的 ２ 像素分别具有某灰度的状况进行统计得

到的。 例如：取大小为 Ｎ × Ｎ的图像中任意一点 （ｘ，
ｙ） 及偏离其的另一点 （ｘ ＋ ａ，ｙ ＋ ｂ）， 设该点对的灰

度值为 （ｇ１，ｇ２）。 令点 （ｘ，ｙ） 在整个画面上移动，
则会得到各种 （ｇ１，ｇ２） 值；设灰度值的级数为 ｋ， 则

（ｇ１，ｇ２） 的组合共有 ｋ２ 种。 对于整个画面，统计出

每一种 （ｇ１，ｇ２） 值出现的次数，并将这些值排列成

一个 ｋ × ｋ 的方阵 Ｐ（ｇ１，ｇ２）， 再对该方阵进行归一

化，最终得到的 ｋ × ｋ 大小的方阵称为灰度共生矩

阵，记作 Ｇ（ｇ１，ｇ２）。 距离差分值 （ａ，ｂ） 取不同的数

值组合，可以得到不同情况下的联合概率矩阵，取值

要根据纹理周期分布的特性来选择，对于较细的纹

理，选取小的差分值。 由于服装图像的纹理较为精

细，因此本文选取 （１，０） 作为差分值，此时像素对是

水平的，即 ０ 度扫描。 这样，两个像素灰度级同时发

生的概率，就将 （ｘ，ｙ） 的空间坐标转化为 “灰度

对” （ｇ１，ｇ２） 的描述，然后对计算得到的概率进行如

下归一化，就得到了灰度共生矩阵。

Ｇ（ｇ１，ｇ２） ＝
Ｐ（ｇ１，ｇ２）

Ｒ
，Ｒ ＝ Ｎ（Ｎ － １） ． （１）

　 　 从直觉上来说，如果图像是由具有相似灰度值的

像素块构成，则灰度共生矩阵的对角元素会有比较大

的值；如果图像像素灰度值在局部有变化，那么偏离

对角线的元素会有比较大的值。 于是产生了一些由

灰度共生矩阵所衍生出的标量，用以表征灰度共生矩

阵的特征，ＡＳＭ 能量作为这些标量中的一种，通过灰

度共生矩阵中每个矩阵元素的平方和来表示：

ＡＳＭ ＝ ∑
ｋ

ｉ ＝ １
∑

ｋ

ｊ ＝ １
（Ｇ（ ｉ，ｊ）） ２ ． （２）

　 　 若灰度共生矩阵中的值集中在某一块（如接近

纯色的图像），则 ＡＳＭ 有较大值；若 Ｇ 中的值分布较

均匀（如噪声严重的图像），则 ＡＳＭ 有较小的值。 通

过 ＡＳＭ 值的大小可以反映图像灰度分布的均匀程

度和纹理的粗细程度。

２　 结构图像先验与图像去噪方法

２．１　 结构图像先验理论

通常的深度学习理论认为，图像的先验分布从

大量的数据集中获得，图像生成网络从数据集中训

练得到的网络参数代表图像的先验信息。 但是，将
一切信息来源归结于对数据集的训练可能产生灾难

性的后果。 如，Ｚｈａｎｇ 等人［１１］所述，在图像分类任务

中，若对图像进行随机标注，训练集同样可以拟合得

很好，但是训练集以外的图像网络则无法识别；
Ｄａｒｉｏ 等［１２］所述，对于在训练集中未出现的特征，网
络无法正确识别；Ｕｌｙａｎｏｖ 等［１０］ 认为，图像的先验信

息可以由网络结构所表征，并不需要通过训练从大

量的数据集获得先验信息。 对于图像生成问题，可
以直接将未训练的网络作用于图像。 若网络足够优

越，图像的所有纹理、结构等细节特征都能被网络结

构表示，网络的参数仅仅决定这些特征的强弱。
一个图像生成网络可以用函数 ｘ ＝ ｆθ（ ｚ） 表示，

该函数将向量 ｚ 映射到图像 ｘ。 其中， θ 代表网络

中需要学习的参数，映射 ｆ 可视为网络结构，可包含

如卷积、池化、非线性激活等一系列操作，该方法可

以从随机分布中生成真实图像。 对于图像生成问
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题，初始并不知道所要生成的图像本身，需要通过已

知的、有缺陷的图像 ｘ０，使函数得到 ｘ 满足真实图像

的分布。 图像生成任务可以用公式表示为：
ｘ∗ ＝ ｍｉｎ

ｘ
Ｅ（ｘ；ｘ０） ＋ Ｒ（ｘ） ． （３）

　 　 其中， Ｅ（ｘ；ｘ０） 为与任务相关的数据项； ｘ 为生

成图像； ｘ０ 为有缺陷的图像； Ｒ（ｘ） 为正则项。 对于

以参数图像先验为理论基础的图像生成任务，正则

项的选择是一个难点，通常表示数据集中图像的方

差。 而对于以结构图像先验为理论基础的图像生成

任务，由于没有用于训练的数据集，所以可将正则项

隐含在网络结构中，公式可转化为：
θ∗ ＝ ａｒｇｍｉｎ

θ
Ｅ（ ｆθ（ ｚ）；ｘ０）， ｘ∗ ＝ ｆθ∗（ ｚ） ． （４）

　 　 此时，对于所有网络能生成的图像 Ｒ（ｘ）＝ ０，对

于其它不能生成的图像 Ｒ（ｘ） ＝ ∞。
对于一个足够好的网络结构而言，若将其作为

图像的先验特征应可以拟合所有的图像，包括随机

噪声所形成的图像，此时的网络结构对生成的图像

不作任何限制。 尽管理论上可以从网络中生成任意

的图像，但是图像的类型决定了该图像的生成速度。
图 ２ 显示了将纯色图像、自然服装图像、含噪声的服

装图像、高斯噪声图像分别作为目标生成图像时，网
络的迭代次数与 ＭＳＥ 之间的关系；图 １ 显示了这 ４
幅图像的示意图，以及各图像对应的 ＡＳＭ 能量值。
由此可以看到，ＡＳＭ 能量值越高的图像，使用相同

网络生成，所需要的迭代次数越少。

　 　 　 （ａ） 纯色图像， ＡＳＭ ＝ １　 　 （ｂ） 自然服装图像， ＡＳＭ ＝ ０．２４　 （ｃ） 噪声服装图像， ＡＳＭ ＝ ０．１６７　 （ｄ） 高斯噪声图像， ＡＳＭ ＝ ０．０４３
　 　 　 （ａ） Ｆｏｒ ａ ｓｏｌｉｄ ｃｏｌｏｒ ｉｍａｇｅ， 　 　 （ｂ） Ｎａｔｕｒａｌ ｃｌｏｔｈｉｎｇ ｉｍａｇｅ，　 　 　 （ｃ） Ｎｏｉｓｅ ｃｌｏｔｈｉｎｇ ｉｍａｇｅ，　 　 　 　 （ｄ） Ｇａｕｓｓｉａｎ ｎｏｉｓｅ ｉｍａｇｅ，

ＡＳＭ ＝ １　 　 ＡＳＭ ＝ ０．２４　 　 ＡＳＭ ＝ ０．１６７　 　 ＡＳＭ ＝ ０．０４３
图 １　 不同图像对应的 ＡＳＭ能量值

Ｆｉｇ． １　 Ｔｈｅ ＡＳＭ ｅｎｅｒｇｙ ｖａｌｕｅｓ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｏ ｄｉｆｆｅｒｅｎｔ ｉｍａｇｅｓ
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图 ２　 不同目标图像的迭代曲线

Ｆｉｇ． ２　 Ｉｔｅｒａｔｉｏｎ ｃｕｒｖｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｔａｒｇｅｔ ｉｍａｇｅｓ

２．２　 图像去噪方法

为了将结构图像先验理论应用于图像去噪，设
定图像去噪的数据项为：

Ｅ（ｘ；ｘ０） ＝ ‖ｘ － ｘ０‖２ ． （５）
式中， ｘ０ 表示含噪声的图像， ｘ 表示网络生成的图

像。 此时，图像去噪的目标函数转化为：
θ∗ ＝ ａｒｇｍｉｎ

θ
‖ｆθ（ ｚ） － ｘ０ ‖２ ． （６）

　 　 以含噪声的图像作为目标输出，希望能在网络

训练的过程中找到合适的参数 θ∗， 使得网络输出

去噪后的图像。 图 ５ 截取了以含噪声的服装图像作

为目标输出进行训练，迭代次数处于 １００、 ５００、
１ ０００、４ ０００、１０ ０００时所生成的图像。 可以看到，生
成的图像由最开始的混乱噪声，到含有部分特征的

图像，再到自然图像，最后生成被噪声污染的图像。
图 ３ 显示了使用含噪声服装图像为目标图像进行训

练时，所生成图像与自然服装图像的峰值信噪比

（ＰＳＮＲ）随迭代次数的变化曲线，图 ４ 显示了生成

图像的 ＡＳＭ 能量与迭代次数的关系曲线。 所生成

图像的 ＡＳＭ 能量值先增大后减小，在迭代次数为

４ ０００附近，ＡＳＭ 能量处于极大值，两者的 ＰＳＮＲ 同

样在迭代次数 ４ ０００ 时处于极大值附近，此时对应

的生成图像最接近自然服装图像。
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图 ３　 ＰＳＮＲ 与迭代次数关系曲线
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图 ４　 ＡＳＭ与迭代次数关系曲线

Ｆｉｇ． ４　 Ｒｅｌａｔｉｏｎ ｃｕｒｖｅ ｂｅｔｗｅｅｎ ＡＳＭ ａｎｄ ｉｔｅｒａｔｉｏｎ ｎｕｍｂｅｒ

　 　 　 （ａ） １００ 次迭代　 　 　 　 　 （ｂ） ５００ 次迭代　 　 　 　 　 （ｃ） １ ０００ 次迭代　 　 　 　 　 （ｄ） ４ ０００ 次迭代　 　 　 　 （ｅ） １０ ０００ 次迭代

　 　 　 （ａ） １００ ｉｔｅｒａｔｉｏｎｓ　 　 　 　 （ｂ） ５００ ｉｔｅｒａｔｉｏｎｓ　 　 　 　 （ｃ） １ ０００ ｉｔｅｒａｔｉｏｎｓ　 　 　 　 （ｄ） ４ ０００ ｉｔｅｒａｔｉｏｎｓ 　 　 （ｅ） １０ ０００ ｉｔｅｒａｔｉｏｎｓ
图 ５　 不同迭代次数对应的生成图像

Ｆｉｇ． ５　 Ｇｅｎｅｒａｔｅｄ ｉｍａｇｅｓ ｃｏｒｒｅｓｐｏｎｄｉｎｇ ｔｏ ｄｉｆｆｅｒｅｎｔ ｉｔｅｒａｔｉｏｎｓ

　 　 实验结果表明，在图像生成网络训练的过程中，
图像中的低频特征会先于高频特征拟合。 以含噪声

图像为目标图像进行训练时，图像中的噪声属于高

频特征， 在迭代后期才会出现。 对应到 ＡＳＭ能量而

言，网络在迭代的过程中会先生成一个 ＡＳＭ 能量值

较高的图像，该图像与自然服装图像相近，随着迭代

过程的继续进行，生成图像的 ＡＳＭ 能量值会缓慢降

低。 如果对一个图像生成网络能找到合适的迭代次

数，就能生成一幅去噪效果良好的图像。 图 ３ 曲线

中 ＰＳＮＲ的极大值点与图 ４ 曲线中 ＡＳＭ的极大值点

对应的迭代次数接近。 在训练过程中当 ＡＳＭ 能量

处于极大值时对迭代进行截断，取此时的生成图像

为去噪图像。

３　 实验结果

３．１　 实验数据与网络结构

为验证本文算法的优良性能，从网上选择不同

类型的 ９ 张服装图像进行实验。 所有图像均裁剪至

５１２×５１２ 大小，如图 ６（ａ）所示。 实验选用了被高斯

噪声污染的原始图像作为要修复的目标图像。 对原

始服装图像添加噪声强度 σ ＝ ２５ 的高斯噪声后，图
像的局部如图 ６（ｂ）所示。

实验使用 ＵＮｅｔ 网络结构，包含可训练参数的网

络层共有 １０ 层。 网络中，下采样通过步长为 ２ 的跨

步卷积实现，每次下采样特征图尺寸减小为之前的

一半，上采样通过最邻近差值算法实现，每次上采样

特征图尺寸增加一倍。 所有的卷积核均使用 ３×３
大小。 网络示意如图 ７ 所示。

实验选用大小为 ５１２×５１２×４，方差 σ ＝ ０．１ 的高

斯噪声作为网络的输入，输出大小为 ５１２×５１２×３ 的

图像，噪声服装图像与输出图像的 ＭＳＥ 作为网络的

损失函数。 网络选用 Ａｄａｍ 优化算法，学习率固定

为 ０．０１。 算法设定的停止条件为：当前 １００ 次迭代

的平均 ＡＳＭ 能量小于前 １００ 次迭代的平均 ＡＳＭ 能

量时，停止迭代。 对生成的图像使用指数滑动平均

提升去噪效果，指数滑动平均的权重参数选用 ０．９９，
共使用 ２ 次指数滑动平均对输出图像进行优化。

基于本文算法的所有实验均在 Ｃｏｌａｂ 平台上进

行，实验使用的 ＧＰＵ 为 Ｋ８０，深度学习框架选用

ｐｙｔｏｒｃｈ。
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（ａ） 原始服装图像

（ａ） Ｏｒｉｇｉｎａｌ ｃｌｏｔｈｉｎｇ ｉｍａｇｅ
（ｂ） 含噪服装图像局部

（ｂ） Ｐａｒｔ ｏｆ ｎｏｉｓｙ ｃｌｏｔｈｉｎｇ ｉｍａｇｅ
图 ６　 实验使用服装图像示意图

Ｆｉｇ． ６　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｃｌｏｔｈｉｎｇ ｕｓｅｄ ｉｎ ｅｘｐｅｒｉｍｅｎｔ
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图 ７　 网络结构示意图

Ｆｉｇ． ７　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

３．２　 实验结果分析

为了验证本文去噪算法的有效性，将图 ７ 中的

服装图像分别使用 ｇｕｉｄｅｄ、 ＮＬ － ｍｅａｎｓ （ ＮＬＭ）、
ＣＢＭ３Ｄ 与本文提出的去噪算法进行比较，使用

ＰＳＮＲ 衡量各算法的去噪效果。 各算法对 ９ 张测试

图像进行去噪的结果见表 １，去噪后图像的局部特

征对比如图 ８ 所示。
从表 １ 的结果中可以看到，本文方法相比

ｇｕｉｄｅｄ 和 ＮＬＭ 算法去噪效果更好，略差于 ＣＭＢ３Ｄ
算法。 但 ＣＭＢ３Ｄ 算法为非盲去噪，需要估计图片

中噪声的强度，若估计出的噪声强度与实际噪声强

度有偏差，则非盲去噪效果会受到较大影响。 本文

方法为盲去噪，对任意噪声强度均采用统一去噪算

法，真实图片的噪声分布未知，盲去噪算法更具有一

般性。

表 １　 不同算法去噪 ＰＳＮＲ 比较

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＰＳＮＲｄｅｎｏｉｓｉｎｇ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

图像编号 加噪图像 ｇｕｉｄｅｄ ＮＬＭ ＣＭＢ３Ｄ 本文方法

１ ２４．１６ ２８．７６ ３０．１２ ３１．４７ ３０．９３

２ ２３．５９ ２９．３８ ２９．１４ ３０．８６ ２９．９３

３ ２３．８２ ２６．１６ ２８．５２ ２８．６６ ２８．９０

４ ２４．３８ ２７．２９ ２７．５７ ２９．２７ ２８．３３

５ ２４．９２ ３１．１３ ３１．０３ ３２．２９ ３２．１４

６ ２４．３７ ２８．３７ ２８．９１ ３０．１９ ２９．３２

７ ２３．８８ ２８．６６ ２９．７１ ３０．６８ ２９．９９

８ ２３．７８ ２９．１９ ２９．７２ ３１．３８ ３０．４３

９ ２５．０３ ２８．２２ ２８．８１ ３０．０８ ２９．１７

平均 ２４．２１ ２８．５７ ２９．１７ ３０．５４ ２９．９１
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（ａ）原始图像

（ａ） Ｒａｗ ｉｍａｇｅ

（ｂ）含噪图像

（ｂ） Ｉｍａｇｅｓ ｃｏｎｔａｉｎｉｎｇ ｎｏｉｓｅ

（ｃ） ＮＬＭ
（ｃ） ＮＬＭ

（ｄ） ＣＭＢ３Ｄ
（ｄ） ＣＭＢ３Ｄ

（ｅ） 本文方法

（ｅ） Ｔｈｅ ｍｅｔｈｏｄ ｏｆ ｔｈｉｓ ｐａｐｅｒ
图 ８　 不同算法去噪效果图

Ｆｉｇ． ８　 Ｄｅｎｏｉｓｉｎｇ ｅｆｆｅｃｔ ｄｉａｇｒａｍ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

４　 结束语

本文提出了一种基于结构图像先验与 ＡＳＭ 能

量的深度学习服装图像去噪方法。 根据结构图像先

验理论，卷积神经网络在生成图像时，图像中复杂的

特征具有更大的阻抗，相较于图像中简单的特征在迭

代后期才会生成。 本文通过实验验证了图像中特征

的复杂度与图像的 ＡＳＭ 能量之间具有正相关性。 通

过这一特性，可以根据网络生成图像的 ＡＳＭ 能量大

小给定截止条件，即当生成图像的 ＡＳＭ 能量处于极

大值时网络停止迭代，此时的输出图像即为去噪图

像。 实验结果表明，与 ｇｕｉｄｅｄ、ＮＬＭ 图像去噪算法相

比，本文方法有更好的去噪效果，与 ＣＢＭ３Ｄ 图像去噪

算法相比，本文方法有更好的实用性。 本文方法相比

传统图像去噪方法的不足之处在于需要大量的训练

时间，未来工作将致力于设计性能更好的网络结构，
以提高图片去噪效率与去噪效果。
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