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基于 ＢＥＲＴ 的突发事件文本自动标注方法
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摘　 要： 信息提取技术是自然语言处理技术的关键技术之一，其中最主要的任务是事件元素提取。 本文利用深度学习网络模

型实现信息提取任务进行了深入研究。 训练数据来源于上海大学构建的 ＣＥＣ 已标注的语料库。 相比于采用手工设立规则的

识别方式和 ＢｉＬＳＴＭ 网络模型，本文通过对数据进行预处理和搭建 ＢＥＲＴ－ＢｉＬＳＴＭ－ＣＲＦ 深度网络模型，对文本数据训练实

现标注，在时间、报道时间、参与对象的识别准确率上均有所提升。
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０　 引　 言

自然语言处理技术（Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ，
ＮＬＰ）是计算机科学、人工智能和语言学交叉的领

域，主要研究用计算机来处理、理解和应用人类语

言，达到人与计算机之间的有效通信。 信息抽取为

自然语言处理领域的一个重要研究方向。 其中，命
名实体识别（Ｎａｍｅｄ Ｅｎｔｉｔｙ Ｒｅｃｏｇｎｉｔｉｏｎ， ＮＥＲ）是信

息抽取的基础任务，其任务是从文本中识别出诸如

人名、组织名、日期、时间、地点、特定的数字形式等

内容，并为之添加相应的标注信息，为信息抽取后续

工作提供便利［１］。 在实际自然语言处理任务中，如
社交媒体文本处理等，ＮＥＲ 作为上游任务在整个系

统中起着举足轻重的作用。
随着网络信息的爆发式增长，传统的文本分析

手段已不适合处理海量突发事件信息，机器学习和

数据挖掘技术才是目前信息抽取任务处理过程中备

受青 睐 的 处 理 技 术。 随 着 评 测 会 议， 如： ＭＵＣ
（Ｍｅｓｓａｇｅ Ｕｎｄｅｒｓｔａｎｄｉｎｇ Ｃｏｎｆｅｒｅｎｃｅ） ［２］、自动内容抽

取（Ａｕｔｏｍａｔｉｃ Ｃｏｎｔｅｎｔ Ｅｘｔｒａｃｔｉｏｎ， ＡＣＥ） ［３］的举办，事
件抽取技术取得了长足进展。 ２０１６ 年 Ｐｅｎｇ 等人将

Ｃｈｅｎ 等人发表的 ＳＯＴＡ 中文分词系统［４］ 与中文媒

体 ＥＲ 模型结合［５］，在实体识别训练过程中利用分

词训练提供的输出参数训练，使识别效果提高了

５％［６］；Ｌａｍｐｌｅ 在堆叠 ＬＳＴＭ 模型 （ Ｓ －ＬＳＴＭ） 基础

上，结合基于字符的表示模型［７］ 和词嵌入模型，在
多种语言上得到了较好的训练结果［８］；伟峰等人在

２０１９ 年首先提出利用基于注意力机制［９］ 的序列标

注模型，联合抽取句子级事件的触发词和实体，与独

立进行实体抽取和事件识别相比，联合标注的方法

在 Ｆ 值上提升了 １ 个百分点；武惠［１０］提出基于迁移

学习和深度学习的 ＴｒＢｉＬＳＴＭ－ＣＲＦ 模型，采用实例

迁移学习算法将源域知识迁移到目标域，在小规模

数据集上取得了较好的效果。
本文利用深度学习网络搭建学习模型，以标注

的中文事件语料数据为输入，训练得到自动提取事

件信息的网络模型，该模型主要由 ＢＥＲＴ－ＢｉＬＳＴＭ－
ＣＲＦ 组成。 其中，ＢＥＲＴ 预训练语言模型由谷歌人

工智能团队提出，能够较完整地保存文本语义信息；
ＢｉＬＳＴＭ－ＣＲＦ 是较为常见的序列标注模型，在语音

识别、词性标注、实体识别等领域应用广泛。 在中文

文本事件知识提取领域，研究语义、推理和挖掘是提



取信息的主要手段之一，在程序开发过程中还需语

言领域相关储备知识，对研究人员来说是个不小的

挑战，而深度学习网络训练模型和大数据，使得中文

信息处理发展向前推进了一大步。

１　 相关工作

由于事件文本的特殊性，学者们对不同的事件

语料库采用了不同的标注体系［１１］，目前影响较大的

事件标注语料库有 ＡＣＥ 测评语料［１２］ 和 ＴｉｍｅＢａｎｋ
语料［１３］，中文事件标注语料比较常用的是中文突发

事件语料库（ＣＥＣ）。 ＣＥＣ 语料库是由上海大学（语
义智能实验室）所构建。 ＣＥＣ 语料库根据国务院颁

布的《国家突发公共事件总体应急预案》分类体系，
收集了 ５ 类（地震、火灾、交通事故、恐怖袭击和食

物中毒）突发事件的新闻报道作为生语料，经过对

生语料进行文本预处理、文本分析、事件标注以及一

致性检查等处理，最后将标注结果保存到语料库中，
ＣＥＣ 合计 ３３２ 篇［１４］。 与 ＡＣＥ 和 ＴｉｍｅＢａｎｋ 语料库

相比，ＣＥＣ 语料库的规模虽然偏小，但是对事件和

事件要素的标注却最为全面。
ＣＥＣ 标注语料采用 ＸＭＬ 格式，文本格式以

Ｔｉｔｌｅ、ＲｅｐｏｒｔＴｉｍｅ、Ｃｏｎｔｅｎｔ、ｅＲｅｌａｔｉｏｎ 标签依序组成，
如图 １ 所示。 Ｃｏｎｔｅｎｔ 标签内容为已标注事件元素

的新闻文本。 Ｅｖｅｎｔ 标签主要包含的标签有：事件触

发词 （ Ｄｅｎｏｔｅｒ）、事件发生地点 （ Ｌｏｃａｔｉｏｎ）、时间

（Ｔｉｍｅ）、对象者（Ｐａｒｔｉｃｉｐａｎｔ）等。 ｅＲｅｌａｔｉｏｎ 标签定

义事件之间的关系属性， 有 ５ 种类型值： 因果

（ｃａｕｓａｌ）、伴随 （ ａｃｃｏｍｐａｎｙ）、跟随 （ ｆｏｌｌｏｗ）、组成

（ｃｏｍｐｏｓｉｔｅ）以及意念包含（ｔｈｏｕｇｈｔＣｏｎｔｅｎｔ）。
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图 １　 ＣＥＣ 语料标签树

Ｆｉｇ． １　 ＣＥＣ ｃｏｒｐｕｓ ｌａｂｅｌ ｔｒｅｅ

　 　 中文实体识别与英文不同，是以分词为基础

（ｗｏｒｄ－ｂａｓｅｄ）的训练模型，识别效果与分词准确性

相关。 如：“南京市长江大桥”若错误地被分割为

“南京 ／市长 ／江大桥”，则会影响该实体的识别效

果。 不少专家研究得出，在中文实体识别中使用基

于字（ｃｈａｒａｃｔｅｒ－ｂａｓｅｄ）深度识别模型优于基于词的

模型。 但由于中文的多义性和多态性，单纯依靠字

特征将会丢失词语隐藏的信息。 因此，如何将基于

字的模型和基于词的模型混合得到更好的结果，是
当前中文实体识别的一大研究热点［１５］。 在数据不

足或特殊文本的情况下，引入语法结构特征和词性

特征，通过编写规则，识别事件信息是常用的事件抽

取方法［１６］。
本文主要针对的是中文文本的事件识别和事件

元素提取研究。 利用 ＢＥＲＴ－ＢｉＬＳＴＭ－ＣＲＦ 模型对

ＣＥＣ 语料进行训练，提取出相关事件元素。 在进行

处理之前，需要对事件语料进行预处理，将标注的

ｘｍｌ 文件转换成可训练格式。 事件触发词抽取任务

要求正确识别触发词并判断触发词赋予正确的类

型。 对于实体识别，要求对文本中事件触发词
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Ｄｅｎｏｔｅｒ、事件中的对象 Ｐａｒｔｉｃｉｐａｎｔ、时间 Ｔｉｍｅ、地点

Ｌｏｃａｔｉｏｎ、目标 Ｏｂｊｅｃｔ 等 ５ 类实体进行正确识别和分

类。

２　 网络模型

２．１　 ＬＳＴＭ 模型

２０１３ 年 Ｍｉｋｏｌｏｖ 提出 Ｗｏｒｄ２Ｖｅｃ 模型，包含两个

模型 ＣＢＯＷ 和 Ｓｋｉｐ－ｇｒａｍ，前者通过窗口语境预测

目标词出现的概率，后者使用目标词预测窗口中的

每个语境词出现的概率。 语义上相似或相关的词，
得到的表示向量也相近，这样的特性使得 Ｗｏｒｄ２Ｖｅｃ
获得巨大成功。 ２０１４ 年 Ｈｏｃｈｒｅｉｔｅｒ 与 Ｓｃｈｍｉｄｈｕｂｅｒ
提出 ＬＳＴＭ 模型，解决了梯度消失和爆炸问题，能够

提取更长文本之间的信息，属于循环神经网络 ＲＮＮ
的一种变体。 其结构如图 ２ 所示。
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图 ２　 ＬＳＴＭ 模型

Ｆｉｇ． ２　 Ｔｈｅ ｍｏｄｅｌ ｏｆ ＬＳＴＭ

　 　 每个 ＬＳＴＭ 单元由循环连接的记忆细胞 ｃｔ 组
成，细胞包含 ３ 种类型的门：遗忘门 ｆｔ、 输入门 ｉｔ、 输

出门 ｏｔ。 在时刻 ｔ 各个门的计算公式如下：
ｉｔ ＝ σ（Ｗｉｇｔ ＋ Ｕｉｈｔ －１ ＋ ｂｉ）， （１）
ｆｔ ＝ σ（Ｗｆｇｔ ＋ Ｕｆｈｔ －１ ＋ ｂｆ）， （２）
ｏｔ ＝ σ（Ｗｏｇｔ ＋ Ｕｏｈｔ －１ ＋ ｂｏ）， （３）

ｕｔ ＝ ｔａｎｈ（Ｗｕｇｔ ＋ Ｕｕｈｔ －１ ＋ ｂｕ）， （４）
ｃｔ ＝ ｉｔ 􀱋 ｕｔ ＋ ｆｔ 􀱋 ｃｔ －１， （５）
ｈｔ ＝ ｏｔ 􀱋 ｔａｎｈ（ｃｔ） ． （６）

　 　 其中，Ｗｉ、Ｕｉ、Ｗｆ、Ｕｆ、Ｗｏ、Ｕｏ 分别表示各个门的

权重矩阵； ｂｉ、ｂｆ 和 ｂｏ 为各个门的偏置矩阵； Ｗｕ、
Ｕｕ、ｂｕ 分别是新记忆内容 ｕｔ 的权重矩阵和偏置矩

阵； ｈｔ 为 ＬＳＴＭ 的隐藏状态； σ 为元素级 ｓｉｇｍｏｉｄ 激

活函数；ｔａｎ ｈ 为元素级的双曲正切激活函数； 􀱋 表

示元素级相乘操作。
公式（２）中，遗忘门通过查看 ｈｔ －１ 和 ｇｔ 信息，使

用 ｓｉｇｍｏｉｄ 函数输出一个 ０ ～ １ 之间的向量，决定细

胞状态 ｃｔ －１ 中信息的取舍；公式（４）中，输入门通过

查看 ｈｔ －１ 和 ｇｔ 信息，使用 ｔａｎ ｈ层得到新的候选细胞

信息 ｕｔ， 并同样使用 ｓｉｇｍｏｉｄ 函数决定信息的更新

（公式（１）、公式（５）是新细胞信息的更新公式）；最
后，由输出门公式（３）判断输出细胞的状态特征，将
细胞状态经过 ｔａｎ ｈ 层后得到的向量与输出门得到

的向量相乘（公式（６））即为细胞单元最终的输出。
在句子中，识别一个实体需要考虑上下文信息，

所以本文使用双向 ＬＳＴＭ（Ｂｉｄｉｒｅｃｔｉｏｎａｌ ＬＳＴＭ）获取

句子的语境信息。 ＢｉＬＳＴＭ 的结构如图 ３ 所示，隐藏

状态表达公式为：

ｈｔ ＝ ［ｈｔ
→􀱇 ｈｔ

←］ ． （７）

　 　 其中， ｈｔ
→、ｈｔ

←
分别是前向、后向 ＬＳＴＭ 的隐藏状

态， 􀱇 为向量连接操作。
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图 ３　 ＢｉＬＳＴＭ 结构图

Ｆｉｇ． ３　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＢｉＬＳＴＭ

２．２　 ＢＥＲＴ 模型

ＢＥＲＴ 模型由谷歌提出［１７］，需要面向各类任务，
其输入处理与常见的语言训练模型不同，在词向量

的基础上添加了位置向量和段落向量，如图 ４。 在

处理输入的句子时，序列首位会加上［ＣＬＳ］标记，若
输入句子正确时，则添加［ＳＥＰ］标记。

位置嵌入

段嵌入

词嵌入

输入

图 ４　 ＢＥＲＴ 模型输入向量

Ｆｉｇ． ４　 ＢＥＲＴ ｉｎｐｕｔ ｖｅｃｔｏｒ

　 　 虽然通过神经网络训练模型可以得到词的向量

表示，但该向量为固定向量，无法体现字的多义性。
而 ＢＥＲＴ 预训练语言模型可以得到一个字上下文相

关表示，能够表示字的多义性及句子的语法特

点［１８］。 面对不同的学习任务，ＢＥＲＴ 模型内部结构

不需要做太多改变，主要对输出层做出调整。 ＢＥＲＴ
模型采用双向 Ｔｒａｎｓｆｏｒｍｅｒ［１９］做为编码器（结构如图

５ 所示），采用多头注意力机制，可以更好的捕捉词

与 词 之 间 的 关 系， 序 列 编 码 更 具 整 体 性。
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Ｔｒａｎｓｆｏｒｍｅｒ 编码单元如图 ６ 所示，编码单元最主要

的模块是自注意力部分计算公式：

Ａｔｔｅｎｔｉｏｎ（Ｑ，Ｋ，Ｖ） ＝ Ｓｏｆｔｍａｘ（ＱＫ
Ｔ

ｄｋ

］）Ｖ （８）

　 　 其中， Ｑ、Ｋ、Ｖ 为输入向量分别乘以 ＷＱ、ＷＫ、
ＷＶ 矩阵，经过线性变化得到 ｄｋ 为输入向量维度。
经过 ｄｋ 进行缩小之后通过 ｓｏｆｔｍａｘ 归一化得到权重

表示，最后得到句子中所有词向量的带权和，这样的

词向量相较于传统词向量更加具有全局性。

T1 T2 T2

Trm Trm Trm

Trm Trm Trm

E1 E2 E2

图 ５　 双向 Ｔｒａｎｓｆｏｒｍｅｒ 结构

Ｆｉｇ． ５　 Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｔｒａｎｓｆｏｒｍｅｒ ｓｔｒｕｃｔｕｒｅ

Add&Normal

FeedFoward FeedFoward

Add&Normal

Self-Attention

位置编码

X1 X2

图 ６　 Ｔｒａｎｓｆｏｒｍｅｒ 编码单元

Ｆｉｇ． ６　 Ｔｒａｎｓｆｏｒｍｅｒ ｅｎｃｏｄｅｒ ｕｎｉｔ

　 　 此外，ＢＥＲＴ 模型采用了多头注意力机制（Ｍｕｌｔｉ－
Ｈｅａｄ Ａｔｔｅｎｔｉｏｎ），多头自注意力计算过程分为 ４ 步：

（１）输入经过线性变换后生成 Ｑ、Ｋ、Ｖ ３ 个向

量；
（２）进行分头操作（假设原始向量维度为 ５１２，

分成 ８ 个 ｈｅａｄ 后，每个 ｈｅａｄ 维度为 ６４）；
（３）每个 ｈｅａｄ 进行自注意力计算；
（４）最后将计算结果拼接起来。 公式描述为：

ｈｅａｄｉ ＝ Ａｔｔｅｎｔｉｏｎ（ＱＷＱ
ｉ ，ＫＷＫ

ｉ ，ＶＷＶ
ｉ ） ． （９）

　 ＭｕｌｔｉＨｅａｄ（Ｑ，Ｋ，Ｖ） ＝ Ｃｏｎｃａｔ（ｈｅａｄ１，ｈｅａｄ２，…，
ｈｅａｄｈ）Ｗｏ ． （１０）

　 　 为解决深度学习中的退化问题，编码单元加入

了残差网络和层归一化，如式 １１ 所示：
Ｚ ＝ ＬａｙｅｒＮｏｒｍ（Ｃｏｎｃａｔ（ＭｕｌｔｉＨｅａｄ，Ｓｕｂｌａｙｅｒ（Ｘ））） ．

（１１）
　 　 之后将归一化结果使用 ＲｅＬＵ 做为激活函数，
运算如下：

ＦＦＮ（ｘ） ＝ ｍａｘ（０，ｘＷ１ ＋ ｂ１）Ｗ２ ＋ ｂ２ ． （１２）
　 　 该模型在预训练中主要包括 ２ 个任务：Ｍａｓｋｅｄ
语言模型和 Ｎｅｘｔ 句子预测。 在训练过程中，首先构

造句子对。 构造方法是在规模文本中，选择具有上

下文关系的句子对，对其中 ５０％ 的句子对进行随机

替换，使其不具有上下文关系，然后在“Ｍａｓｋｅｄ 语言

模型”和“Ｎｅｘｔ 句子预测”任务上进行训练，捕捉词

级别和句子级别的表示。
２．３　 ＣＲＦ 模型

ＣＲＦ 模型［２０］ 由 Ｃｏｌｌｏｂｅｒｔ 提出，相较于 ｓｏｆｔｍａｘ
分类器，能考虑标签序列的全局信息，获得更优的标

签序列。 ＣＲＦ 是在给定随机变量 Ｘ 的条件下，随机

变量 Ｙ 的马尔科夫随机场，在序列预测问题常用的

是线性链马尔科夫随机场。 对于观察序列 ｘ ＝ （ｘ１，
ｘ２，…，ｘｎ） 和状态序列 ｙ ＝ （ｙ１，ｙ２，…，ｙｎ）， 利用

Ｓｏｆｔｍａｘ 归一化后的概率如式（１３） 所示：

　 Ｐ（ｙ ｜ ｘ） ＝ １
Ｚ（ｘ）

ｅｘｐ｛ ∑
ｉ，ｋ

λ ｋ ｆｋ（ｙｉ －１，ｙｉ，ｘ，ｉ） ＋

∑
ｉ，ｊ

μ ｊｈ ｊ（ｙｉ，ｘ，ｉ）｝ ． （１３）

　 　 其中， ｆｋ 是转移特征函数； ｈ ｊ 是状态特征函数；
λ ｋ、 μ ｊ 是对应的权值； Ｚ（ｘ） 是归一化因子，计算公

式如下：

　 　 Ｚ（ｘ） ＝ ∑
ｙ

ｅｘｐ｛∑
ｉ，ｋ

λ ｋ ｆｋ（ｙｉ －１，ｙｉ，ｘ，ｉ） ＋

∑
ｉ，ｊ

μ ｊｈ ｊ（ｙｉ，ｘ，ｉ）｝ ． （１４）

　 　 模型在预测过程（解码）时，使用动态规划的

Ｖｉｔｅｒｂｉ 算法来求解最优路径，如式（１５）所示：
ｙ∗ ＝ ａｒｇｍａｘＰ（ｙ ｜ ｘ） ． （１５）

３　 实验过程

３．１　 实验数据

本文使用的是上海大学公开的中文突发事件语

料库，是一个一个小规模的事件语料库，合计 ３３２ 篇。
语料文本包括：地震、火灾、交通事故、恐怖袭击、食物

中毒等 ５ 类。 其中各类文本数据统计见表 １。
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表 １　 ＣＥＣ 语料文本数据统计

Ｔａｂ． １　 ＣＥＣ ｃｏｒｐｕｓ ｔｅｘｔ ｄａｔａ ｓｔａｔｉｓｔｉｃｓ

类型 文章篇数 句子数 无事件句子数 事件数 触发词 事件元素

地震 ６２ ４０１ ４１ １ ００２ １ ００２ ２ ４６１

火灾 ７５ ４３３ ３９ １ ２１６ １ ２１６ ２ ９３５

交通事故 ８５ ５１４ ９ １ ８０２ １ ８０２ ４ １８６

恐怖袭击 ４９ ３２４ ３８ ８２３ ８２３ ２ ０４２

食物中毒 ６１ ３９２ １７ １ １１１ １ １１１ ２ ７７７

ＳＵＭ ３３２ ２ ０６４ １１４ ５ ９５４ ５ ９５４ １４ ４０１

　 　 对于 ＣＥＣ 语料的处理方式可以参考实体识别

训练时使用的 ＢＩＯ 三段标记法：对于每个需要识别

的标签，将第一个字标记为“Ｂ－（实体类别）”，后续

标记为“Ｉ－（实体类别）”，对于无关字，一律标记为

Ｏ。 以下面一段 ｘｍｌ 格式文本为例做一说明：
＜Ｅｖｅｎｔ ｅｉｄ ＝ ＂ ｅ５＂ ＞
＜Ｐａｒｔｉｃｉｐａｎｔ ｓｉｄ ＝ ＂ ｓ５＂ ＞学校＜ ／ Ｐａｒｔｉｃｉｐａｎｔ＞等单

位也立即

＜Ｄｅｎｏｔｅｒ ｔｙｐｅ ＝＂ｍｏｖｅｍｅｎｔ＂ ｄｉｄ ＝ ＂ ｄ５＂ ＞疏散＜ ／
Ｄｅｎｏｔｅｒ＞

＜Ｐａｒｔｉｃｉｐａｎｔｏｉｄ ＝ ＂ ｏ５ ＂ ｓｉｄ ＝ ＂ ｓ６ ＂ ＞ 人 群 ＜ ／
Ｐａｒｔｉｃｉｐａｎｔ＞到

＜Ｌｏｃａｔｉｏｎ ｔｙｐｅ ＝＂ ｄｅｓｔｉｎａｔｉｏｎ＂ ｌｉｄ ＝ ＂ ｌ５＂ ＞安全场

所＜ ／ Ｌｏｃａｔｉｏｎ＞。
＜ ／ Ｅｖｅｎｔ＞
经过转换之后变为如下形式（文字斜杠后表示

标注序列）：
学 ／ Ｂ－ＰＰ 校 ／ Ｉ－ＰＰ 等 ／ Ｏ 单 ／ Ｏ 位 ／ Ｏ 也 ／ Ｏ 立 ／ Ｏ

即 ／ Ｏ 疏 ／ Ｂ－ＤＮＴ 散 ／ Ｉ－ＤＮＴ 到 ／ Ｏ 安 ／ Ｂ－ＬＯＣ 全 ／ Ｉ－
ＬＯＣ 场 ／ Ｉ－ＬＯＣ 所 ／ Ｉ－ＬＯＣ。 ／ Ｏ

ＢＩＯ 三段记法最大的优点是支持逐字标记，减
少了系统因分词而产生的误差。 标记好的数据有

Ｏ、Ｂ－ＰＰ、Ｉ－ＰＰ、Ｂ－ＬＯＣ、Ｉ－ＬＯＣ、Ｂ－ＴＭ、Ｉ－ＴＭ、Ｂ－
ＤＮＴ、Ｉ－ＤＮＴ、Ｂ－ＯＪ、Ｉ－ＯＪ、Ｂ－ＲＴ、Ｉ－ＲＴ、Ｘ、［ＣＬＳ］和
［ＳＥＰ］共 １６ 大类；［ＣＬＳ］为句子开始标志，［ＳＥＰ］
为句子结尾标志。 对于每一类实体的识别效果， 采

用精确率（Ｐ）、召回率（Ｒ） 和 Ｆ 值作为模型性能的

评价标准，具体计算公式如下：

Ｐ ＝ 正确识别出的命名实体个数

识别出的命名实体个数
× １００％， （１６）

Ｒ ＝ 正确识别出的命名实体个数

标准结果中命名实体个数
× １００％， （１７）

Ｆ１ ＝ ２ＰＲ
Ｐ ＋ Ｒ

× １００％． （１８）

３．２　 模型参数

本文采用由谷歌人工智能团队开发的 Ｔｅｎｓｏｒｆｌｏｗ
框架搭建模型，ＢＥＲＴ 预训练语言模型默认采用 １２
头注意力机制，每次读取序列长度为 １２８，预训练词

长度为 ７６８；训练批次为 １６，优化器采用 Ａｄａｍ，学习

率设置为 １０ －５。 ＬＳＴＭ 隐藏单元设为 １２８，为解决梯

度消失和爆炸问题，设置丢弃率为 ０．５，采用梯度裁

剪技术，ｃｌｉｐ 设置为 ５。 由双向 ＬＳＴＭ 网络输出得到

的 ２５６ 维字向量，经过压缩为 １６ 维向量作为 ＣＲＦ
层的输入。
３．３　 实验结果及分析

将训练数据从 ｘｍｌ 格式转换为适合的训练数据

后，得到标签统计见表 ２。
表 ２　 训练数据标签统计

Ｔａｂ． ２　 Ｔｒａｉｎ ｄａｔａ ｌａｂｅｌｓ ｓｔａｔｉｓｔｉｃｓ

标签 个数

Ｄｅｎｏｔｅｒ ５ ９５３

Ｔｉｍｅ １ ４０６

Ｌｏｃａｔｉｏｎ １ ６５８

Ｐａｒｔｉｃｉｐａｎｔ ３ ３０９

ＲｅｐｏｒｔＴｉｍｅ ３３２

Ｏｂｊｅｃｔ ２ ０１３

　 　 由于训练数据量较少，将训练数据按照 ８ ∶ ２ 分

割为训练集和测试集。 训练得到的网络模型在测试

集上各类实体的识别率与 ＢｉＬＳＴＭ＋ＣＲＦ 神经网络

识别率对比结果见表 ３。
表 ３　 实验识别结果

Ｔａｂ． ３　 Ｌａｂｅｌ ｅｌｅｍｅｎｔ ｒｅｃｏｇｎｉｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ

事件元素
本文方法

Ｐ Ｒ Ｆ１

ＢｉＬＳＴＭ＋ＣＲＦ

Ｐ Ｒ Ｆ１

Ｄｅｎｏｔｅｒ ０．７６ ０．８０ ０．７８ ０．６３ ０．６０ ０．６１
Ｌｏｃａｔｉｏｎ ０．５７ ０．６５ ０．６１ ０．５１ ０．５５ ０．５３
Ｏｂｊｅｃｔ ０．５１ ０．５６ ０．５３ ０．３３ ０．２３ ０．２７

Ｐａｒｔｉｃｉｐａｎｔ ０．５９ ０．７０ ０．６４ ０．６５ ０．５６ ０．６０
Ｔｉｍｅ ０．７９ ０．８５ ０．８２ ０．７９ ０．７３ ０．７６
合计 ０．６７ ０．７４ ０．７０ ０．６１ ０．５６ ０．５８
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　 　 由此可知，相较于使用训练好的维基百科字向

量＋ＢｉＬＳＴＭ＋ＣＲＦ 模型，使用 ＢＥＲＴ 模型得到的训练

结果在各个元素上皆优于该模型，尤其在对象元素

识别上得到了近 ２０％的提高。 再对比文献［２４］，采
用人工语法规则自动标注得到的实验结果见表 ４。

表 ４　 人工语法规则自动标注结果

Ｔａｂ． ４　 Ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ ｏｆ ｕｓｉｎｇ ｇｒａｍｍａｒ ｒｕｌｅ

命名实体 精确率 召回率 Ｆ１ 值

Ｄｅｎｏｔｅｒ ０．７４ ０．８９ ０．８１

Ｌｏｃａｔｉｏｎ ０．６４ ０．６７ ０．６６

Ｐａｒｔｉｃｉｐａｎｔ ０．５７ ０．５０ ０．５７

ＲｅｐｏｒｔＴｉｍｅ ０．９４ ０．９４ ０．９４

Ｔｉｍｅ ０．６８ ０．８０ ０．７４

　 　 可以看出，使用机器学习的方法在时间、报道时

间、参与对象 ３ 类实体的识别准确率、召回率和 Ｆ１
值上均有所提高，在发生地点、触发词的识别率上稍

有降低。 由此表明，在利用 ＢＥＲＴ－ＢｉＬＬＳＴＭ－ＣＲＦ
模型基础上，确实可以提高部分实体识别的精确率，
避免了对实验文本的语法规则和人工实现过滤规则

等耗费时力的操作，但在触发词等实体类的识别上

稍显劣势，这也是今后需要研究改进的地方。

４　 结束语

本文利用 ＢＥＲＴ－ＢｉｌＳＴＭ－ＣＲＦ 深度学习模型，
对 ＣＥＣ 语料库进行自动化标注，提高了标注效率。
与传统手工标注方法相比极大的提高标注速度，即
使在识别准确率不高的情况下也可人工调整，有利

于大规模语料标注工作。 对比 ＢｉＬＳＴＭ－ＣＲＦ 网络

模型，在事件各个要素识别上都取得较为明显的优

化。 本文实验模型还存在改进的地方，如在无明显

规则的事件触发词、事件参与对象等实体识别的效

果并不理想，这是由于事件对象短语在事件句中没

有较为明显的规律特征，需要结合中文语法特征进

一步发掘有效识别规则，有待进一步研究。
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