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摘　 要： 为了改善单帧图像检测复杂背景中车道线性能较差问题，例如车道线受到阴影影响、污渍污损或人车遮挡等情况时

性能较差的问题。 本文提出了一种基于连续帧的车道线检测网络，实现了卷积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＮＮ）
和长短期记忆网络 ＬＳＴＭ（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ）的融合。 首先，编码器 ＣＮＮ 对连续帧进行特征提取，生成多尺度

特征映射；其次，输入对应的双层 ＣｏｎｖＬＳＴＭ 网络，捕获连续帧的时空信息；最后，捕获的时空信息在解码器 ＣＮＮ 中进行多尺

度特征融合，产生车道线预测的分割图。 实验结果表明，所提网络的准确率、召回率和 Ｆ１ 值较高，分别达到了 ８５．８％、９６．１％和

９０．０％，总体上 Ｆ１ 相对于原始 ＣＮＮ 网络提高了约 ４％，在某些复杂路况下 Ｆ１ 的提升在 １０％以上。 与其它网络相比，本文提出

的网络具有较高的准确率、召回率和 Ｆ１ 值，同时运行时间并没有大幅增加，实时性得到保障。
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０　 引　 言

传统的车道线检测方法依赖于手工特征提取来

检测车道线。 手工特征一般是基于颜色、边缘等，这
些特征可与霍夫变换或卡尔曼滤波器结合在一起预

测车道线。 这些方法很简单，实时性好，对平台的要

求也比较低。 但是，其性能取决于测试环境，例如照

明条件和是否遮挡，面对复杂路况时检测鲁棒性很差，
甚至检测不出车道线，对于安全行驶决策是致命的。

近期车道线检测采用深度学习网络来提取特

征，在复杂的场景中具有出色的性能，其中卷积神经

网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＮＮ）方法在计

算机视觉领域的表现尤为突出。 车道线检测通常基

于语义检测任务，对图像每一个像素分配一个二进

制标签，以指示其是否属于车道线。 尽管这些方法

取得了出色的性能，但由于其采用多分类方法来区

分每个车道，因此只能应用于固定车道数量的场景。
ＳＣＮＮ 网络按照一定方向（上、下、左、右），按照顺序

进行卷积，适用于车道线这种持续延伸的目标［１］；
ＬａｎｅＮｅｔ 将问题归结为实例分割，使用用于特征提取

的共享编码器和 ２ 个解码器，其中一个解码器执行

二进制车道线分割，另一个解码器进行实例分割，使
得该 网 络 可 以 检 测 任 意 数 量 的 车 道 线［２］；
ＰｏｉｎｔＬａｎｅＮｅｔ 结合关键点检测与点云实例分割进行

车道线检测，也可适用于检测任意场景和任意数量

的车道线［３］。
由于驾驶场景是连续的，在相邻帧之间存在大

量重叠画面，因此相邻帧中车道线的位置具有高度



的相关性。 更准确地说，即使车道线可能会受到阴

影、污渍和遮挡带来的损坏或退化，当前帧中的车道

线仍可以通过前面多个帧进行预测。 使用多帧进行

车道线检测，涉及到时域信息的提取，ＲＮＮ 具有连

续信号处理、序列特征提取和综合等优点，但是单纯

使用 ＲＮＮ 进行图像处理会产生大量参数，造成沉重

的计算负担。 同时车道线大小长宽不固定，采用单

一尺度特征图进行检测，效果不是很好。
为了改善这些问题，提出了一种基于连续帧的

车道线检测网络。
（１）提出了一种新的融合策略，将 ＣＮＮ 与长短

期记忆网络 ＬＳＴＭ（Ｌｏｎｇ Ｓｈｏｒｔ－Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ）
融合；

（２） ＬＳＴＭ 被实现为双向 ＣｏｎｖＬＳＴＭ，捕获来自

正反方向的时空信息；
（３）编码器 ＣＮＮ 生成多尺度特征映射，输入相

应的双层 ＬＳＴＭ 网络捕获连续帧的时空信息，最后

在解码器 ＣＮＮ 中进行特征融合。

１　 网络结构设计

本文提出网络的总体架构如图 １ 所示，由 ３ 个

主要部分组成：编码器、双向 ＣｏｎｖＬＳＴＭ 和解码器。
编码器和解码器是 ２ 个对称的卷积网络，训练时选

取 ５ 幅连续图片和最后一帧的地面真实情况作为输

入训练所提出的网络，并在最后一帧识别车道；编码

器生成多尺度特征映射；输入双向 ＣｏｎｖＬＳＴＭ 捕获

连续帧的时空信息；多尺度特征映射的时空信息被

输入解码器进行特征融合。

特征融合

特征融合

特征融合

特征融合

图 １　 总体网络结构图

Ｆｉｇ． １　 Ｏｖｅｒａｌｌ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

１．１　 多尺度编码器网络

在编码器部分进行特征提取，并生成多尺度特

征映射。 受 ＳｅｇＮｅｔ 和 Ｕ－Ｎｅｔ 在语义分割方面的成

功启发，参考 ＳｅｇＮｅｔ 和 Ｕ－Ｎｅｔ 设计了编码器，并通

过改变卷积核数和 Ｃｏｎｖ 层对其进行了优化如图 ２
所示，可以在准确率和效率之间取得平衡。 在 Ｕ－
Ｎｅｔ 中，编码网络的一个块包括 ２ 个卷积层，卷积核

数是最后一个块的 ２ 倍，池化层用于特征映射的下

采样。 经过此操作后，特征映射的大小将缩小到一

半，而通道数量将加倍，表示高级语义特征。 在优化

的 Ｕ－Ｎｅｔ 编码器中，最后一个块没有使卷积层的核

数加倍，如图 ２（ａ）所示。 因为车道通常可以用颜色

和边缘等来表示，即使使用较少的通道，原始图像中

的信息也能得到很好的表达。 ＳｅｇＮｅｔ 采用 ＶＧＧＮｅｔ
的 １６ 层卷积结构作为编码器，如图 ２（ｂ）所示。
　 　 编码器生成多尺度特征映射，然后将不同大小

的特征块用作 ＣｏｎｖＬＳＴＭ 模块的输入。 假设 （ Ｓｔ，
Ｓｔ －１，Ｓｔ －２，Ｓｔ －３，Ｓｔ －４） 是在时间（ ｔ， ｔ － １， ｔ － ２， ｔ － ３，
ｔ － ４） 的输入，这里使用（ ｆｋｔ ，ｆｋｔ－１，ｆｋｔ－２，ｆｋｔ－３，ｆｋｔ－４）（其中

ｋ ＝ １，２，３，４，５） 来表示（Ｓｔ，Ｓｔ －１，Ｓｔ －２，Ｓｔ －３，Ｓｔ －４） 的第

ｋ 层的特征映射。 换句话说，当使用Ｓｔ 作为输入时，
ｆ１ｔ 将是编码器网络的第一个块的特征映射，如式

（１）。
　 　 （ ｆｋｔ ，ｆｋｔ－１，ｆｋｔ－２，ｆｋｔ－３，ｆｋｔ－４） ＝ Ｅｎｃｏｄｅｒｋ（Ｓｔ，Ｓｔ －１，Ｓｔ －２，
Ｓｔ －３，Ｓｔ －４），
　 　 　 　 　 　 　 ｗｈｅｒｅ ｋ ＝ １，…，５． （１）
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（ａ） Ｕ－Ｎｅｔ 编码器　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） ＳｅｇＮｅｔ 编码器

（ａ） Ｕ－Ｎｅｔ ｅｎｃｏｄｅｒ　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 　 （ｂ） ＳｅｇＮｅｔ ｅｎｃｏｄｅｒ
图 ２　 编码器架构

Ｆｉｇ． ２　 Ｅｎｃｏｄｅｒ ａｒｃｈｉｔｅｃｔｕｒｅ

１．２　 双向 ＬＳＴＭ
为了提取连续帧的时空信息，ＬＳＴＭ 块将编码

器提取的特征映射作为输入。 采用 ＬＳＴＭ 是因为其

遗忘不重要信息和保留重要特征的能力优于传统的

ＲＮＮ 网络，而全连接 ＬＳＴＭ 耗时且计算量大，本文

网络中使用卷积 ＬＳＴＭ（ＣｏｎｖＬＳＴＭ）。 ＣｏｎｖＬＳＴＭ 用

卷积运算代替 ＬＳＴＭ 中每个门的矩阵乘法运算，广
泛应用于时间序列数据的端到端训练和特征提

取［４］。
下面将详细描述这些组件，一般的 ＣｏｎｖＬＳＴＭ

在 ｔ 时刻的激活可以表述为式（２） ～式（６）：
Ｃｔ ＝ ｆｔ。 Ｃｔ－１ ＋ ｉｔ。 ｔａｎ ｈ Ｗｘｃ∗ Ｘｔ ＋ Ｗｈｃ∗Ｈｔ－１ ＋ ｂｃ( ) ，

（２）
ｆｔ ＝ σ Ｗｘｆ∗ Ｘｔ ＋ Ｗｈｆ∗Ｗｔ－１ ＋ Ｗｃｆ∗ Ｃｔ－１ ＋ ｂＪ ｆ( ) ， （３）
ｏｔ ＝ σ Ｗｘｏ∗ Ｘｔ ＋ Ｗｈｏ∗Ｗｔ－１ ＋ Ｗｃｏ∗ Ｃｔ－１ ＋ ｂｏ( ) ， （４）
ｉｔ ＝ σ Ｗｘｉ∗ Ｘｔ ＋ Ｗｈｉ∗Ｗｔ－１ ＋ Ｗｃｉ∗ Ｃｔ－１ ＋ ｂｉ( ) ， （５）
　 　 　 　 　 　 Ｈｔ ＝ ｏｔ。 ｔａｎ ｈ （Ｃ ｔ） ． （６）

其中， Ｘ ｔ 表示编码器在时间 ｔ 提取的输入特征

映射； Ｃ ｔ、Ｈｔ 和 Ｃ ｔ －１、Ｈｔ －１ 分别表示在时间 ｔ 和 ｔ － １
的存储器和输出激活； Ｃ ｔ、ｉｔ、ｆｔ 和 ｏｔ 分别表示单元、
输入门、遗忘门和输出门；Ｗｘｉ 是输入 Ｘ ｔ 对输入门的

权重矩阵； ｂｉ 是输入门的偏差；其它Ｗ和 ｂ的含义可

以从上述规则中推断出来； σ（ ．） 表示 ｓｉｇｍｏｉｄ 运

算； ｔａｎ ｈ（ ．） 表示双曲正切非线性； “∗”和“。”分别

表示卷积运算和阿达玛积。
网络中第 ｋ 个（ｋ ＝ １，２，３，４，５）ＣｏｎｖＬＳＴＭ 模块

将公式（１）中提到的特征映射 （ ｆｋｔ ， ｆｋｔ－１， ｆｋｔ－２， ｆｋｔ－３，
ｆｋｔ－４） 作为其输入， 这个 ＣｏｎｖＬＳＴＭ 模块产生一个输

出特征映射（表示为 ｇｋ）， 捕获这些个帧的时空信

息。 操作总结如式（７）：
ｇｋ ＝ ＣｏｎｖＬＳＴＭｋ ｆｋｔ ，ｆｋｔ－１，ｆｋｔ－２，ｆｋｔ－３，ｆｋｔ－４( ) ，

ｗｈｅｒｅ ｋ ＝ １，…，５． （７）
　 　 得益于语音识别方面的进步，在这里进一步将

ＣｏｎｖＬＳＴＭ 模块扩展到双向 ＣｏｎｖＬＳＴＭ，以使用前向

和后向 ２ 种方向对时空信息进行建模。
本文提出的双向 ＣｏｎｖＬＳＴＭ 模块如图 ３ 所示。 输

入特征映射 ｆｋｔ－４，…，ｆｋｔ 被馈送到 ２ 个 ＣｏｎｖＬＳＴＭ 模块：
ＣｏｎｖＬＳＴＭｆｏｒｗａｒｄ 和 ＣｏｎｖＬＳＴＭｂａｃｋｗａｒｄ。 ＣｏｎｖＬＳＴＭｆｏｒｗａｒｄ 计

算从时间步 ｔ － ４ 到 ｔ 的前向隐藏序列 Ｈ
→

ｔ＋１， 而

ＣｏｎｖＬＳＴＭｂａｃｋｗａｒｄ 通过在从时间步 ｔ 到 ｔ － ４的后向方向

上迭代输入来计算 Ｈ
←

ｔ＋１。 最后将 ＣｏｎｖＬＳＴＭｆｏｒｗａｒｄ 和

ＣｏｎｖＬＳＴＭｂａｃｋｗａｒｄ 的输出连接起来，得到特征映射 ｇｋ
ｓ，并

将其转发给解码器进行后续处理。 双向 ＣｏｎｖＬＳＴＭ 中
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的操作，如式（８）～（１０）所示：

Ｈ
→

ｓ，Ｃ
→

ｓ ＝ ＣｏｎｖＬＳＴＭｆｏｒｗａｒｄ（ ｆｋｓ－１，Ｈ
→

ｓ－１，Ｃ
→

ｓ－１）， （８）

Ｈ
←

ｓ，Ｃ
←
ｓ ＝ ＣｏｎｖＬＳＴＭｂａｃｋｗａｒｄ ｆｋｓ＋１，Ｈ

←
ｓ＋１，Ｃ

←
ｓ＋１( ) ，

ｗｈｅｒｅ ｓ ＝ ｔ － ４，ｔ － ２，ｔ － １，ｔ， （９）

ｇｋ
ｓ ＝ ｃｏｎｃａｔ Ｈ

→
ｔ，Ｈ

←
ｔ －４( ) ． （１０）

ht-4 ht-3 ht-2 ht-1 ht

ht-4 ht-3 ht-2 ht-1 ht

fti-4 fti-3 fti-2 fti-1 fti

gk
Backward

Forward

Inputs

图 ３　 双向 ＣｏｎｖＬＳＴＭ 模块体系结构

Ｆｉｇ． ３　 Ｂｉｄｉｒｅｃｔｉｏｎａｌ ＣｏｎｖＬＳＴＭ ｍｏｄｕｌｅ ａｒｃｈｉｔｅｃｔｕｒｅ

１．３　 解码器网络

在解码器中，接收的特征映射的大小和数量与

编码器特征映射相同，但方向相反，以便更好地恢

复。 在各个网络模型中，ＲｅｓＮｅｔ 等采用的 ｅｌｅｍｅｎｔ－
ｗｉｓｅ ａｄｄ（简称 ａｄｄ）来融合特征［５］，而 ＤｅｎｓｅＮｅｔ 等
则采用 ｃｏｎｃａｔ 来融合特征［６］。 ａｄｄ 是特征映射的相

加，ｃｏｎｃａｔ 是通道的合并，ａｄｄ 的计算量要比 ｃｏｎｃａｔ
的计算量小得多，因此选用 ａｄｄ 进行特征融合。

解码器每个子块中的上采样和卷积匹配编码器

的子块中的相应操作。 解码器获取 ５ 个双向

ＣｏｎｖＬＳＴＭ 模块的输出 （ｇ１，ｇ２，ｇ３，ｇ４，ｇ５），并为时间

ｔ ＋ １ 生成未来的语义分段掩码Ｓｔ ＋１ （假设提前一步

预测）。 解码器结构如图 ４ 所示。

g5

g3

g1

g4g2

add add

add add

图 ４　 解码器结构

Ｆｉｇ． ４　 Ｄｅｃｏｄｅｒ ｓｔｒｕｃｔｕｒｅ

　 　 采用 １×１ 卷积，在 ｇ１ 上进行上采样，以匹配 ｇ２

的尺寸；然后通过 ａｄｄ 与 ｇ２ 结合起来。 ｇ２，ｇ３，ｇ４ 和

ｇ５ 操作类似，最后 １×１ 卷积和上采样来获得 Ｓｔ ＋１ ，
式（１１） ～式（１３）。

ｚ１ ＝ ｇ１， （１１）
ｚｋ ＝ ＵＰ Ｃ１×１ ｚｋ－１( )( ) ＋ ｇｋ，ｗｈｅｒｅｋ ＝ ２，３，４，５，（１２）

Ｓｔ ＋１ ＝ ＵＰ（Ｃ１×１ ｚ５( ) ） ． （１３）
　 　 Ｃ１×１ ．( ) 和 ＵＰ ．( ) 分别表示 １×１ 卷积和上采

样操作。

２　 实验设置

２．１　 数据集设置

Ｒｏｂｕｓｔ Ｌａｎｅ Ｄｅｔｅｃｔｉｏｎ 中自行构建了一个连续

帧车道线数据集［７］，使用 ＴｕＳｉｍｐｌｅ 数据集和 Ｒｏｂｕｓｔ
Ｌａｎｅ Ｄｅｔｅｃｔｉｏｎ 的一个数据集组成的综合数据集。
ＴｕＳｉｍｐｌｅ 车道数据集包括３ ６２６个图像序列。 这些

图片是高速公路上的前额驾驶场景，每个序列包含

一秒钟内收集的 ２０ 个连续帧，最后一帧即第 ２０ 张

图像车道线被标记。 这里为了增加数据集，在每个

序列中额外标记了第 １３ 幅图像的车道线。 Ｒｏｂｕｓｔ
Ｌａｎｅ Ｄｅｔｅｃｔｉｏｎ 车道线数据集包括１ １４８个乡村道路

图像序列，使用这 ２ 个数据集结合，大大扩展了车道

线数据集的多样性，详细信息见表 １ 和图 ５。
表 １　 数据集的结构和内容

Ｔａｂ． １　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ａｎｄ ｃｏｎｔｅｎｔ ｏｆ ｔｈｅ ｄａｔａ ｓｅｔ

数据集 包含数据集名称 有标记的帧 图片总数

训练集 ＴｕＳｉｍｐｌｅ 第 １３，２０ 帧 ７ ２５２

Ｒｏｂｕｓｔ Ｌａｎｅ Ｄｅｔｅｃｔｉｏｎ 第 １３，２０ 帧 ２ ２９６

测试集 测试集 １ 第 １３，２０ 帧 ５４０

测试集 ２ 所有帧 ７２８

（ａ） 训练集中的图像

（ａ） Ｉｍａｇｅｓ ｉｎ ｔｈｅ ｔｒａｉｎ ｓｅｔ

（ｂ） 测试集 １ 中的图像

（ｂ） Ｉｍａｇｅｓ ｉｎ ｔｈｅ ｔｅｓｔ ｓｅｔ １

（ｃ） 测试集 ２ 中的图像

（ｃ） Ｉｍａｇｅｓ ｉｎ ｔｈｅ ｔｅｓｔ ｓｅｔ ２
图 ５　 数据集图像

Ｆｉｇ． ５　 Ｐｉｃｔｕｒｅｓ ｏｆ ｄａｔｅ ｓｅｔ

　 　 训练时，选取 ５ 幅连续图片和最后一帧的车道

线标注作为输入，训练所提出的网络，并在最后一帧

检测车道线。 为使所提出的网络能够在不同的行驶

速度下进行车道检测，对输入图像进行了 ３ 种不同

的采样，即 １ 帧、２ 帧和 ３ 帧的步长，见表 ２。
　 　 在数据扩充中，采用了旋转、翻转和裁剪等操

作，生成了３８ １９２个用于训练的标记图像组。 输入

将随机改变为不同的光照情况，这有助于训练的模

型更加健壮。
为了测试，抽取 ５ 幅连续图像来识别最后一帧
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的车道，将其与最后一帧的地面真实值进行比较。
构建了 ２ 个测试集，测试集 １ 是在正常的 ＴｕＳｉｍｐｌｅ
测试集上构建的，测试集 ２ 由在不同情况下路面图

片组成，针对模型稳健性进行评估。
表 ２　 连续输入图像的采样方法

Ｔａｂ． ２　 Ｓａｍｐｌｉｎｇ ｍｅｔｈｏｄ ｏｆ ｃｏｎｔｉｎｕｏｕｓ ｉｎｐｕｔ ｉｍａｇｅ

步长 输入帧 有标记的帧

１ 第 ９、１０、１１、１２、１３ 帧 第 １３ 帧

２ 第 ５、７、９、１１、１３ 帧 第 １３ 帧

３ 第 １、４、７、１０、１３ 帧 第 １３ 帧

１ 第 １６、１７、１８、１９、２０ 帧 第 ２０ 帧

２ 第 １２、１４、１６、１８、２０ 帧 第 ２０ 帧

３ 第 ８、１１、１４、１７、２０ 帧 第 ２０ 帧

　 　 Ｒｏｂｕｓｔ Ｌａｎｅ Ｄｅｔｅｃｔｉｏｎ 数据集中用细线来标注

车道，然而在语义分割任务中，网络必须学习像素级

标签。 所以对图像进行低分辨率采样，因为当图像

变小时，车道线宽度接近一个像素，如图 ６ 所示。

（ａ） 输入图像　 　 　 　 　 　 　 　 　 （ｂ） 车道线真值

　 （ａ） Ｉｎｐｕｔ ｉｍａｇｅ　 　 　 　 　 　 （ｂ） Ｔｒｕｔｈ ｖａｌｕｅ ｏｆ ｌａｎｅ ｌｉｎｅ
图 ６　 低分辨率图像

Ｆｉｇ． ６　 Ｌｏｗ ｒｅｓｏｌｕｔｉｏｎ ｉｍａｇｅ

２．２　 超参数设置和损失函数

（１）ＩｍａｇｅＮｅｔ 是一个用于分类的大型基准数据

集［８］，提出的网络在 ＩｍａｇｅＮｅｔ 上进行预先训练。 利

用预先训练好的权值进行初始化，不仅可以节省训

练时间，而且可以将适当权值传递给所提出网

络［９］；
（２）以 Ｎ 幅连续的驾驶场景图像为输入，进行

车道线识别。 因此在反向传播中，ＣｏｎｖＬＳＴＭ 的每

个权重更新系数应该除以 Ｎ。 在实验中，设置 Ｎ ＝
５，还研究了 Ｎ 对影响车道线检测性能的影响；

（３）基于加权交叉熵构造了一个损失函数来求

解区分性分割任务，式（１４）：

εｌｏｓｓ ＝ ∑
ｘ∈Ω

ｗ ｘ( ) ｌｏｇ （ｐι ｘ( ) （ｘ）） ． （１４）

　 　 其中， ι：Ω → ｛１， … ，Ｋ｝ 是每个像素的真实标

签，ｗ： Ω → ℝ 是每个类的权重，目的是平衡车道线

类。 其被设置为整个训练集中 ２ 个类的像素数的比

率。 ｐι ｘ( ) 定义为式（１５）：

ｐι ｘ( ) ＝ ｅｘｐ ａｋ ｘ( )( ) ／∑
Ｋ

ｋ＇
ｅｘｐ （ａ＇

ｋ（ｘ）） ． （１５）

其中， ａｋ ｘ( ) 表示特征通道 ｋ 在像素位置 ｘ ∈
Ω，Ω ∈ Z２ 处的激活，ｋ 是类的数目；

（４）为了有效地训练所提出的网路，在不同的

训练阶段使用不同的优化器。 一开始使用自适应矩

估计（Ａｄａｍ）优化器，其具有更高的梯度下降率，但
很容易陷入局部极小。 为了避免这种情况，当网络

被训练到一个相对较高的精度时，转而使用随机梯

度下降优化器（ＳＧＤ），其在寻找全局最优解方面具

有更高的性能。
在更换优化器时，需要进行学习速率匹配，否则

学习过程会受到干扰，导致收敛的混乱或停滞。 学

习率匹配公式（１６） ～ （１８）：
ｗｋｓｇｄ

＝ ｗｋＡｄａｍ， （１６）
ｗｋ－１ｓｇｄ

＝ ｗｋ－１Ａｄａｍ， （１７）

ｗｋｓｇｄ
＝ ｗｋ－１ｓｇｄ

－ αｋ－１ｓｇｄ Ñ^ｆ（ｗｋ－１ｓｇｄ） ． （１８）
　 　 其中， ｗｋ 表示第 ｋ 次迭代中的权重； αｋ 是学习

率； Ñ^ｆ（ ．） 是由损失函数 ｆ（ ．） 计算的随机梯度。 实

验中，初始学习率设为 ０．０１，当训练精度达到 ９０％
时，改变优化器。

３　 实验

在实验中，车道检测图像的采样分辨率为 ２５６×
１２８。 实验配置为 Ｅ５－２６３０＠ ２．３ＧＨｚ，６４ＧＢ 内存和

２ 个 ＧｅＦｏｒｃｅ ＧＴＸ ＴＩＴＡＮ－Ｘ ＧＰＵ。 批量处理大小为

１６，ｅｐｏｃｈｅｓ 为 １００。
３．１　 与原始网络以及修改版本比较

将本文提出的网络命名为 ＵＮｅｔ＿２ＣｏｎｖＬＳＴＭ 和

ＳｅｇＮｅｔ＿２ＣｏｎｖＬＳＴＭ，与其原始基线以及一些修改版

本进行了比较。 包括以下方法：
（１）ＳｅｇＮｅｔ：一种经典的用于语义分割的编解码

结构神经网络，编码器与 ＶＧＧＮｅｔ 相同；
（２）ＳｅｇＮｅｔ＿Ｃａｔ：在 ＳｅｇＮｅｔ 基础上，在编码器和

解码器之间添加多尺度编码特征融合；
（３）ＳｅｇＮｅｔ＿ＣｏｎｖＬＳＴＭ：在 ＳｅｇＮｅｔ＿Ｃａｔ 中添加单

向 ＬＳＴＭ；
（４）ＳｅｇＮｅｔ ３Ｄ：通过将连续图像叠放，利用三维

卷积核得到混合的空间和序列特征；
（５）ＵＮｅｔ 相关网络：将 ＳｅｇＮｅｔ 的编码器和解码

器替换为修改后的 ＵＮｅｔ，生成相应网络。
在对上述网络进行训练后，对测试集的结果进

行了比较。 首先从视觉上检查不同方法得到的结

果；然后对其进行定量比较；并证明所提出框架的先

进性。
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如图 ７ 所示，所提网络识别出了输入图像中的

每一条车道线，当车道线被遮挡或形状不规则时，也
能够完整地识别出，避免将一条连续的车道线检测

成多条断裂的车道，而其它方法很容易将其它边界

识别为车道线或者识别不连续。

（ａ） 真值

（ａ） Ｔｈｅ ｔｒｕｔｈ

（ｂ） Ｕ－Ｎｅｔ 检测结果

（ｂ） Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ Ｕ－Ｎｅｔ

（ｃ） Ｓｅｇｎｅｔ 检测结果

（ｃ） Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ Ｓｅｇｎｅｔ

（ｄ） ＵＮｅｔ＿２ＣｏｎＬＳＴＭ 检测结果

（ｄ） Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ＵＮｅｔ＿２ＣｏｎＬＳＴＭ

（ｅ） ＳｅｇＮｅｔ＿２ＣｏｎＬＳＴＭ 检测结果

（ｅ） Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ＳｅｇＮｅｔ＿２ＣｏｎＬＳＴＭ

（ｆ） 输入图像

（ｆ） Ｉｎｐｕｔ ｉｍａｇｅ

图 ７　 车道线检测结果

Ｆｉｇ． ７　 Ｌａｎｅ ｌｉｎｅ ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ

　 　 ＳｅｇＮｅｔ＿Ｃａｔ 表明了在编码器和解码器之间添加

多尺 度 特 征 融 合 的 有 效 性， 见 表 ３。 ＳｅｇＮｅｔ ＿
ＣｏｎｖＬＳＴＭ 表明了在 ＳｅｇＮｅｔ＿Ｃａｔ 中的编码器网络之

后使用传统的单向 ＣｏｎｖＬＳＴＭ 的有效性。 而本文所

提网络即使用多尺度编特征融合，又将传统的单向

ＣｏｎｖＬＳＴＭ 拓展为双向 ＣｏｎｖＬＳＴＭ，性能进一步提

升，同时也胜过 ＳｅｇＮｅｔ＿３Ｄ，相对于 ＳｅｇＮｅｔ 的准确率

分别提高了约 １．５％，ＦＮ 和 ＦＰ 也有一定降低。 ＵＮｅｔ
＿２ＣｏｎｖＬＳＴＭ 表现同理。 但是由于代表车道线的像

素远远小于代表背景的像素。 因此，准确度只能看

作是一个参考指标。
　 　 在车道线检测任务中，将车道线设置为正类，背
景设 置 为 负 类。 根 据 公 式 （ １９ ） （ ２０ ）， 其 中

ＴｒｕｅＰｏｓｉｔｉｖｅ 表示正确预测为车道线的像素数，
ＦａｌｓｅＰｏｓｉｔｉｖｅ 表示错误预测为车道线的像素数，
ＦａｌｓｅＮｅｇａｔｉｖｅ 表示错误预测为背景的像素数，ＵＮｅｔ＿
２ＣｏｎｖＬＳＴＭ 的 Ｐｒｅｃｉｓｉｏｎ 比 ＵＮｅｔ 提高了 ８％， Ｒｅｃａｌｌ

仅下降了 １．５％。 对于 ＳｅｇＮｅｔ，加入双向 ＣｏｎｖＬＳＴＭ
后， Ｐｒｅｃｉｓｉｏｎ 提高了 ６％， Ｒｅｃａｌｌ 也略有提高，见

表 ４。
表 ３　 各网络在测试集 １ 上准确度对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅａｃｈ ｎｅｔｗｏｒｋ ｏｎ ｔｅｓｔ ｓｅｔ １

Ｍｏｄｅｌ Ａｃｃ ／ ％ ＦＰ ＦＮ

ＳｅｇＮｅｔ ９６．４５ ０．０３５ ７ ０．０４０ １

ＵＮｅｔ ９６．３９ ０．０３４ ４ ０．０３２ ４

ＳｅｇＮｅｔ＿Ｃａｔ ９６．６４ ０．０３６ ８ ０．０３８ ７

ＵＮｅｔ＿Ｃａｔ ９６．７４ ０．０３８ ９ ０．０３３ ８

ＳｅｇＮｅｔ＿ＣｏｎｖＬＳＴＭ ９６．７６ ０．０３２ １ ０．０３３ ５

ＵＮｅｔ＿ＣｏｎｖＬＳＴＭ ９６．８９ ０．０３５ ８ ０．０３１ ８

ＳｅｇＮｅｔ＿３Ｄ ９６．４５ ０．０３４ １ ０．０３９ ４

ＵＮｅｔ＿３Ｄ ９６．３７ ０．０３６ ９ ０．０３０ １

ＳｅｇＮｅｔ＿２ＣｏｎｖＬＳＴＭ ９７．８８ ０．０２１ ０ ０．０２３ ６

ＵＮｅｔ＿２ＣｏｎｖＬＳＴＭ ９８．０３ ０．０２０ ３ ０．０２１ ７

表 ４　 各网络在测试集 １ 上的测试结果

Ｔａｂ． ４　 Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｎｅｔｗｏｒｋ ｏｎ ｔｅｓｔ ｓｅｔ １

Ｍｏｄｅｌ Ｐｒｅｃｉｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＳｅｇＮｅｔ ０．７６９ ０．９５９ ０．８５２

ＵＮｅｔ ０．７７１ ０．９７６ ０．８６１

ＳｅｇＮｅｔ＿Ｃａｔ ０．７８４ ０．９６０ ０．８６３

ＵＮｅｔ＿Ｃａｔ ０．７９７ ０．９６８ ０．８７４

ＳｅｇＮｅｔ＿ＣｏｎｖＬＳＴＭ ０．８１０ ０．９６１ ０．８７９

ＵＮｅｔ＿ＣｏｎｖＬＳＴＭ ０．８１５ ０．９６７ ０．８８４

ＳｅｇＮｅｔ＿３Ｄ ０．７９５ ０．９６１ ０．８７０

ＵＮｅｔ＿３Ｄ ０．７８５ ０．９８４ ０．８７３

ＳｅｇＮｅｔ＿２ＣｏｎｖＬＳＴＭ ０．８２８ ０．９６３ ０．８９０

ＵＮｅｔ＿２ＣｏｎｖＬＳＴＭ ０．８５８ ０．９６１ ０．９００

Ｐｒｅｃｉｓｉｏｎ ＝ ＴｒｕｅＰｏｓｉｔｉｖｅ
ＴｒｕｅＰｏｓｉｔｉｖｅ ＋ ＦａｌｓｅＰｏｓｉｔｉｖｅ

， （１９）

Ｒｅｃａｌｌ ＝ ＴｒｕｅＰｏｓｉｔｉｖｅ
ＴｒｕｅＰｏｓｉｔｉｖｅ ＋ ＦａｌｓｅＮｅｇａｔｉｖｅ

， （２０）

　 　 考虑到 Ｐｒｅｃｉｓｉｏｎ 或 Ｒｅｃａｌｌ 只反映车道检测性能

的一个方面，又引入 Ｆ１ 测度作为一个整体进行评价。
Ｆ１ 定义为式（２１）。 所提方法的 Ｆ１ 测量值比原始版

本提高了约 ４％，见表 ４。 这些显著的改进表明，多帧

比单帧预测车道线更加准确和双向 ＣｏｎｖＬＳＴＭ 在语

义分割框架中对序列数据的有效性。

Ｆ１ ＝ ２∗ Ｐｒｅｃｉｓｉｏｎ∗Ｒｅｃａｌｌ
Ｐｒｅｃｉｓｉｏｎ ＋ Ｒｅｃａｌｌ

． （２１）

　 　 从表 ４ 可以更明显的看出，ＳｅｇＮｅｔ 基础上添加

多尺度特征融合的有效性。 由于 ＣｏｎｖＬＳＴＭ 能够接

受高维张量作为输入，因此其可以在原始基线的基

０１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



础上提高精度，而双向 ＣｏｎｖＬＳＴＭ 性能提升更加明

显，相对于 ＳｅｇＮｅｔ 的 Ｆ１ 提高了约 ３． ８％。 ＵＮｅｔ ＿
２ＣｏｎｖＬＳＴＭ 表现同理，相比于 ＵＮｅｔ 网络的 Ｆ１ 提高

了约 ４．１％。
　 　 三维卷积核在立体视觉问题中非常普遍，其也

可以通过将图像堆积到三维体积来处理连续图像。
也测试了 ＳｅｇＮｅｔ＿３Ｄ 和 ＵＮｅｔ＿３Ｄ 的性能，见表 ４。
然而由于三维卷积核对时间序列特征的描述能力不

强，导致没有很好的性能表现。
本文提出网络以一系列图像为输入，可能会增

加运行时间。 如果处理全部 ５ 帧，则所提出的网络

比仅处理一个图像的网络要耗费更多时间。 因为之

前帧的特征已经被抽象出来，编码器可以重用前 ４
帧的特征，只需要处理当前帧，而且性能与全部处理

５ 帧相差无几，由于 ＣｏｎｖＬＳＴＭ 块可以在 ｇｐｕ 并行执

行，对于以单个图像作为输入的模型，其运行时间与

原网络几乎相同，具体表现见表 ５。
表 ５　 在测试集 １ 上测试结果和运行时间

Ｔａｂ． ５　 Ｔｅｓｔ ｒｅｓｕｌｔｓ ａｎｄ ｒｕｎｎｉｎｇ ｔｉｍｅ ｏｎ ｔｅｓｔ ｓｅｔ １

Ｍｏｄｅｌ（ ｆｒａｍｅｓ） Ｐｒｅ Ｒｅｃ Ｆ１ Ｔｉｍｅ ／ ｍｓ

ＳｅｇＮｅｔ（１） ０．７８９ ０．９５９ ０．８６６ ５．２

ＵＮｅｔ（１） ０．７９１ ０．９７６ ０．８７４ ４．８

ＳｅｇＮｅｔ＿２ＣｏｎｖＬＳＴＭ（５） ０．８２９ ０．９６５ ０．８９１ ２５．３

ＵＮｅｔ＿２ＣｏｎｖＬＳＴＭ（５） ０．８５７ ０．９６３ ０．９０２ ２４．３

ＳｅｇＮｅｔ＿２ＣｏｎｖＬＳＴＭ（１） ０．８２８ ０．９６３ ０．８９０ ６．８

ＵＮｅｔ＿２ＣｏｎｖＬＳＴＭ（１） ０．８５８ ０．９６１ ０．９００ ５．９

　 　 ＳｅｇＮｅｔ＿２ＣｏｎｖＬＳＴＭ 如果将所有 ５ 个帧作为新

的输入进行处理，则运行时间大约为 ２５ ｍｓ。 如果

存储并重用前 ４ 帧的特征，则运行时间为 ６．８ ｍｓ，比
原 ＳｅｇＮｅｔ 的 ５．２ ｍｓ 稍长。 同样，Ｕ－Ｎｅｔ＿２ＣｏｎｖＬＳＴＭ
运行的平均时间约为 ５．９ ｍｓ，比 Ｕ－Ｎｅｔ 的 ４．８ ｍｓ 稍

长。
３．２　 与 ＴｕＳｉｍｐｌｅ 车道线检测竞赛中方法比较

为了进一步验证所提出方法的性能，将所提出

的方法与 ＴｕＳｉｍｐｌｅ 车道线检测竞赛中的方法进行

了比较。 这里训练集是基于原始图像大小的

ＴｕＳｉｍｐｌｅ 数据集。 ＰｏｉｎｔＬａｎｅＮｅｔ 可以在单个网络中

同时执行位置预测和车道线分类；ＥＮｅｔ－ＳＡＤ 与现

有方法相比精度属于前列，且参数量更少［１０］；ＳＣＮＮ
由于网络结构较深，并且采用行列卷积的形式，也取

得了不错的精度；ＬａｎｅＮｅｔ 由于设计了一个带分支结

构的多任务网络，取得了较好的结果；ＥＲＦＮｅｔ 核心

元素是一个新层，利用跳跃连接和 １Ｄ 卷积核，也在

检测精度上得到了提升［１１］。 从表 ６ 可看出，所提网

络的 ＦＮ 和 ＦＰ 都接近最佳结果，在所有方法中具有

最高的精确度。
表 ６　 与 ＴｕＳｉｍｐｌｅ 车道线检测竞赛先进算法比较

Ｔａｂ． ６ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｄｖａｎｃｅｄ ａｌｇｏｒｉｔｈｍｓ ｗｉｔｈ ＴｕＳｉｍｐｌｅ ｌａｎｅ
ｌｉｎｅ ｄｅｔｅｃｔｉｏｎ ｃｏｍｐｅｔｉｔｉｏｎ

Ｍｏｄｅｌ Ａｃｃ ／ ％ ＦＰ ＦＮ

ＰｏｉｎｔＬａｎｅＮｅｔ ９６．３４ ０．０４６７ ０．０５１８

ＥＮｅｔ－ＳＡＤ ９６．３６ ０．０３４５ ０．０３２１

ＳＣＮＮ ９６．５０ ０．０２８９ ０．０２８７

ＬａｎｅＮｅｔ（＋Ｈ－ｎｅｔ） ９６．２４ ０．０３６３ ０．０３２６

ＥＲＦＮｅｔ ９６．２７ ０．０３７８ ０．０３０９

ＳｅｇＮｅｔ＿２ＣｏｎｖＬＳＴＭ ９７．０８ ０．０２２０ ０．０２４６

ＵＮｅｔ＿２ＣｏｎｖＬＳＴＭ ９７．１７ ０．０２１３ ０．０２２４

３．３　 鲁棒性测试

尽管在之前的测试集上取得了很高的性能，但
是仍需要测试所提网络的鲁棒性。 因为即使是细微

的错误识别也会增加交通事故的风险［１２］。 一个好

的车道检测模型应该能够处理各种不同的驾驶场

景，如城市道路和高速公路等日常驾驶场景，以及具

有挑战性的驾驶场景，如乡村道路、照明不良、人车

遮挡等。
在鲁棒性测试中，使用具有不同的驾驶场景的

测试集 ２ 进行测试。 测试集 ２ 包含 ７２８ 个图像，包
括农村、城市和高速公路场景中的车道线图片，是一

个综合性和挑战性的测试集，其中一些车道线人眼

也很难检测到。
ＵＮｅｔ＿２ＣｏｎｖＬＳＴＭ 在所有场景的 Ｐｒｅｃｉｓｉｏｎ 上都

优于其它方法，并且有很大的提高，见表 ７。 表 ８ 所

示在大多数场景中也都达到了最高的 Ｆ１ 值，这说

明了所提网络具有很好的鲁棒性。 大多数实验

ＵＮｅｔ＿２ＣｏｎｖＬＳＴＭ 的性能优于 ＳｅｇＮｅｔ＿２ＣｏｎｖＬＳＴＭ。
３．４　 超参数分析

网络中主要有 ２ 个参数可能会影响本文所提出

网络的性能，一个是输入的连续帧总帧数，另一个是

采样步长。 这 ２ 个参数共同决定第一帧和最后一帧

之间的范围。
当更多的帧作为网络输入时，网络可以生成包

含更多附加信息的特征映射，这可能有助于最终的

预测结果。 但是如果使用太多的前面的帧，结果也

可能不好，因为距离当前帧较远的前面帧中的车道

线情况可能与当前帧显著不同。 在这里首先分析了

输入帧数对检测结果的影响，将输入帧数设置为 １～
５，同时也分析了在输入帧数相同情况下，采样步长

对检测结果的影响。
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表 ７　 在 １２ 种挑战性场景中的表现（Ｐｒｅｃｉｓｉｏｎ）
Ｔａｂ． ７　 Ｐｅｒｆｏｒｍａｎｃｅ ｉｎ １２ ｃｈａｌｌｅｎｇｉｎｇ ｓｃｅｎａｒｉｏｓ （Ｐｒｅｃｉｓｉｏｎ）

Ｍｅｔｈｏｄ ｃｕｒｖｅ ｓｈａｄｏｗ ｂｒｉｇｈｔ ｏｃｃｌｕｄｅ ｄｉｒｔｙ ｂｌｕｒ ｔｕｎｎｅｌ

ＳｅｇＮｅｔ ０．７３３ ２ ０．７２８ ２ ０．６００ ３ ０．５９４ ３ ０．２１４ ４ ０．５０４ ７ ０．４２９ ５

ＵＮｅｔ ０．７１４ ６ ０．７６７ ８ ０．６６９ ５ ０．６０９ ８ ０．３３９ ９ ０．４２６ ０ ０．６１３ ６

ＳｅｇＮｅｔ＿Ｃａｔ ０．７４３ ０ ０．７０８ ９ ０．５９２ ４ ０．６０３ ５ ０．２１６ ７ ０．４８９ ４ ０．４３８ ９

ＵＮｅｔ＿Ｃａｔ ０．７１９ ６ ０．７７７ ２ ０．６８１ ０ ０．６４０ ７ ０．３９６ ５ ０．６３８ ９ ０．６２４ １

ＳｅｇＮｅｔ＿ＣｏｎｖＬＳＴＭ ０．７４９ ０ ０．７３３ ８ ０．５９４ ２ ０．６４０ １ ０．２７６ ９ ０．５７２ ０ ０．５５２ １

ＵＮｅｔ＿ＣｏｎｖＬＳＴＭ ０．７２７ ８ ０．８１６ ９ ０．７３８ １ ０．６７６ ３ ０．４５６ １ ０．６９３ ３ ０．６９９ ４

ＳｅｇＮｅｔ＿３Ｄ ０．６３０ ４ ０．４９４ ５ ０．３８４ ２ ０．３６９ ７ ０．１３５ ７ ０．４４０ ９ ０．３６７ ４

ＵＮｅｔ＿３Ｄ ０．５９２ ８ ０．５３１ ７ ０．４７１ ９ ０．４１３ ６ ０．２９８ １ ０．５３０ １ ０．４００ ９

ＳｅｇＮｅｔ＿２ＣｏｎｖＬＳＴＭ ０．７１６ ８ ０．７３０ ９ ０．５８３ ２ ０．６７４ １ ０．２６８ ３ ０．５６７ ８ ０．７１３ ４

ＵＮｅｔ＿２ＣｏｎｖＬＳＴＭ ０．７５９ ２ ０．８５９ ６ ０．７７４ ３ ０．７４５ ８ ０．５２６ ７ ０．７７２ ４ ０．７９６ ９

表 ８　 在 １２ 种挑战性场景中的表现（Ｆ１ 度量）
Ｔａｂ． ８　 Ｐｅｒｆｏｒｍａｎｃｅ ｉｎ １２ ｃｈａｌｌｅｎｇｉｎｇ ｓｃｅｎａｒｉｏｓ （Ｆ１ ｍｅａｓｕｒｅｍｅｎｔ）

Ｍｅｔｈｏｄ ｃｕｒｖｅ ｓｈａｄｏｗ ｂｒｉｇｈｔ ｏｃｃｌｕｄｅ ｄｉｒｔｙ ｂｌｕｒ ｔｕｎｎｅｌ

ＳｅｇＮｅｔ ０．７１３ ８ ０．７７５ ０ ０．６２０ ８ ０．６０２ ８ ０．２０９ １ ０．５６０ ２ ０．４０４ ８

ＵＮｅｔ ０．７０４ ８ ０．７５７ ５ ０．６９３ ５ ０．５０３ ４ ０．３１１ ０ ０．４１９ ８ ０．５８２ ９

ＳｅｇＮｅｔ＿Ｃａｔ ０．７２２ １ ０．７３６ ７ ０．６８９ ２ ０．６３２ ３ ０．１４２ ７ ０．５３６ １ ０．６４２ ３

ＵＮｅｔ＿Ｃａｔ ０．７１１ １ ０．７４６ ８ ０．７２３ ４ ０．５４７ ２ ０．２９７ ５ ０．６５３ ４ ０．４９９ ２

ＳｅｇＮｅｔ＿ＣｏｎｖＬＳＴＭ ０．７５５ ４ ０．７３９ ５ ０．６８８ ６ ０．６５８ ８ ０．２６９ ５ ０．６２５ ５ ０．６７４ ０

ＵＮｅｔ＿ＣｏｎｖＬＳＴＭ ０．７５６ ５ ０．７３８ ８ ０．７７０ ５ ０．５８２ ０ ０．３４０ ７ ０．６８２ ６ ０．５６８ ７

ＳｅｇＮｅｔ＿３Ｄ ０．６６９ ２ ０．５６３ ８ ０．５０１ ４ ０．４００ ４ ０．１６２ ３ ０．５３７ ０ ０．４３７ ５

ＵＮｅｔ＿３Ｄ ０．６７４ ３ ０．５５６ ６ ０．６０２ １ ０．３８５ １ ０．２９８ ０ ０．６０１ ８ ０．３１６ ７

ＳｅｇＮｅｔ＿２ＣｏｎｖＬＳＴＭ ０．８３１ １ ０．７９３ １ ０．７０５ ０ ０．７３４ ９ ０．３０６ １ ０．６２１ ７ ０．７６７ １

ＵＮｅｔ＿２ＣｏｎｖＬＳＴＭ ０．８０７ ２ ０．７４２ ８ ０．８３４ １ ０．５８０ ７ ０．３１４ ３ ０．７２６ ４ ０．６０７ ６

　 　 这里以 ＵＮｅｔ＿２ＣｏｎｖＬＳＴＭ 为例，在测试集 １ 上

进行了测试。 从表 ９ 可以看出，在相同的采样步长

下，当使用更多的连续图像作为输入时，精确度和

Ｆ１ 测量值都会增加，这说明了使用所提出的网络结

构使用连续帧作为输入的有用性，采用多帧的方法

比仅使用一幅图像作为输入的方法有显著的改进。
随着步幅的增加，性能的增长趋于稳定。 例如，从 ４

帧到 ５ 帧的性能改善要小于从 ２ 帧到 ３ 帧的性能改

善，因为从较远的前一帧得到的信息对车道预测和

检测的帮助要小。 分析了另一个参数：２ 幅连续输

入图像之间的采样步长的影响。 从表 ９ 可以看出，
当帧数固定时，所提出的模型在不同的采样步长下

获得了非常接近的性能，这表明抽样步幅的影响较

小。
表 ９　 ＵＮｅｔ＿２ＣｏｎｖＬＳＴＭ 在不同参数设置下在测试集 １ 的表现

Ｔａｂ． ９　 ＵＮｅｔ＿２ＣｏｎｖＬＳＴＭ ｐｅｒｆｏｒｍａｎｃｅ ｉｎ ｔｅｓｔ ｓｅｔ １ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

步长，总帧数 ３，５ ３，４ ３，３ ３，２ ２，５ ２，４ ２，３ ２，２ １，５ １，４ １，３ １，２ ０，１

跨度数 １２ ９ ６ ３ ８ ６ ４ ２ ４ ３ ２ １ ０

Ａｃｃ ／ ％ ９８．０ ９７．９ ９７．６ ９７．５ ９７．９ ９７．８ ９７．６ ９７．５ ９８．０ ９７．８ ９７．７ ９７．５ ９７．１

Ｐｒｅｃｉｓｉｏｎ ／ ％ ８５．６ ８５．０ ８３．４ ８１．７ ８５．６ ８４．９ ８３．４ ８１．６ ８５．６ ８４．９ ８３．４ ８１．６ ８０．１

Ｒｅｃａｌｌ ／ ％ ９５．８ ９５．８ ９６．０ ９６．１ ９５．８ ９５．８ ９５．９ ９６．２ ９５．８ ９５．８ ９６．０ ９６．２ ９８．５

Ｆ１ ／ ％ ９０．５ ８９．８ ８９．４ ８８．３ ９０．５ ８９．８ ８９．４ ８８．４ ９０．５ ８９．８ ８９．５ ８８．３ ８８．３

　 　 上述结果有助于理解双向 ＣｏｎｖＬＳＴＭ 的有效

性。 单帧输入时，编码器提取的特征地图不能包含

车道的全部信息，在某种程度上，解码器必须想象来

预测结果；当使用多帧作为输入时，双向 ＣｏｎｖＬＳＴＭ

２１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



将从连续图像中提取的特征映射集成在一起，得到

更全面、更丰富的车道线信息，有助于解码器做出更

准确的预测。

４　 结束语

本文提出了一种连续帧车道线检测网络。 首

先，在该网络中用编码器提取输入帧的多尺度特征

信息；其次，用双向 ＣｏｎｖＬＳＴＭ 对多尺度的序列特征

进行处理；最后，将双向 ＣｏｎｖＬＳＴＭ 的输出输入解码

器进行特征融合和车道线预测。 与其它网络相比，
提出的网络具有较高的精确率、召回率和 Ｆ１ 值。
此外，该网络在一个具有挑战性驾驶场景的数据集

上进行了测试，检验其鲁棒性。 结果表明，本文所提

出的网络能够在各种情况下稳定地检测出车道，并
能很好地避免错误。 在参数分析中，采用较长的输

入序列来提高检测性能，进一步证明了多帧比单一

图像更有利于车道检测的策略。
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４　 结束语

本文提出了一种相似案例推荐算法，该算法利

用法律要素作为标签训练神经网络，并利用网络结

构中学习到法律要素信息的输出层的前一层的输出

向量作为一个案例的向量表示，本文利用该向量计

算任意一对案件的相似度，找出相似度最高的案例

集合作为给定案例推荐的相似案例。 本文的算法取

得了良好的效果，但法律要素预测模型的 Ｆ１ 分数

不高，今后的研究方向是设计网络来提高法律要素

预测的准确性，进一步提高相似案例推荐的精度。
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