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基于时空多图卷积循环网络的网约车需求预测

黄官伟， 郭　 巍

（同济大学 经济与管理学院， 上海 ２０１８０４）

摘　 要： 随着智能交通系统的发展，网约车逐渐成为城市居民出行的主要方式之一。 精确的网约车需求预测，可以合理地指

导车辆调度、减少等待时间，已受到越来越多学者的广泛关注。 然而，现有研究考虑的交通拓扑图结构比较单一，难以全面捕

获空间依赖关系。 因此，本文提出了一种时空多图卷积循环网络（Ｓｐａｔｉａｌ－Ｔｅｍｐｏｒａｌ Ｍｕｌｔｉ－Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｒｅｃｕｒｒｅｎｔ Ｎｅｔ⁃
ｗｏｒｋ， ＳＴＭＧＣＲＮ），用以提高网约车需求预测精度。 该模型利用 ３个子模型分别提取需求的 ３种时间特征，每一个子模型由

多图卷积循环单元构成。 该单元在门控循环单元的基础上增加了多图卷积，先通过多图卷积学习不同视角下区域之间的相

关性，来捕获空间依赖关系，再通过门控循环单元学习需求数据的动态变化，来捕获时间依赖关系，最后将 ３ 个子模型的输出

进行加权融合。 经在真实网约车数据集上进行对比实验结果表明，该模型在需求预测方面优于其它主流模型。
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０　 引　 言

目前，许多国家正大力发展以数据为驱动的智

能交通系统［１］，预测区域内乘客打车需求是系统中

的一个重要组成部分［２］。 随着信息技术在交通领

域的广泛应用，网约车的出现解决了传统出租车市

场“打车难”的问题，成为城市居民出行的主要方式

之一。 精准的网约车需求预测，可以更合理地指导

车辆调度、减少乘客等待时间、提高车辆利用率，进
而缓解交通拥堵和节约能源。 该任务的主要挑战在

于同时捕获复杂的时空依赖关系，受到交通拓扑结

构和时间动态性的影响，使得网约车的需求量具有

复杂的时空关联。
随着机器学习和深度学习的发展，已有学者将

其应用在交通预测领域。 Ｋ 近邻算法（ＫＮＮ） ［３］、支
持向量回归（ＳＶＭ） ［４－６］等基于机器学习的算法比较

依赖于特征工程，同时难以计算高维交通数据的时

空相关性。 由于深度学习技术在语音识别、图像识

别、自然语言处理等领域表现出具有构建复杂模型

和捕获非线性关系的优势， 使得越来越多学者借助

深度学习技术捕捉交通数据的动态特征。 Ｚｈａｎｇ 等
人［７］根据邻近时间、周期时间和趋势时间的交通数

据， 使用堆叠的残差单元序列，构建基于卷积的残

差神经网络（ＳＴ－ＲｅｓＮｅｔ）。 文献［８－１０］融合卷积神



经网络（ＣＮＮ）和长短时记忆网络（ ＬＳＴＭ）构建模

型，提取交通流的时空特征。 在此基础上，Ｙａｏ 等

人［１１］引入基于门控机制的局部卷积神经网络，学习

空间不同位置上的动态相似性；Ｚｈｅｎｇ 等人［１２］加入

注意力机制，为不同时间的交通流数据分配不同的

权重；Ｌｉｕ等人［１３］建立了由局部空间、时间演化、全
局相关 ３个上下文组成的时空网络（ＣＳＴＮ），捕获环

境信息学习需求特征。 但是，传统的卷积神经网络

（ＣＮＮ）仅适用于标准的网格数据，不适用于具有图

结构特征的交通数据。 图卷积网络将欧几里得空间

中传统的的卷积运算，推广到非欧几里得空间中的

图网络特征运算。 Ｙｕ等人［１４］构建时空图卷积网络

（ＳＴＧＣＮ），处理拓扑结构复杂的交通网络；Ｚｈａｏ 等
人［１５］利用图卷积网络（ＧＣＮ）提取路网结构，利用门

控循环单元（ＧＲＵ）学习交通数据动态变化；Ｇｕｏ 等
人［１６］将时空注意力机制和时空卷积相结合，分别捕

获时间和空间的动态相关性。 然而，在空间维度，需
求量通常受邻近区域的影响，同时也会受遥远但相

关性高的区域的影响，并且这些研究考虑的交通拓

扑图结构比较单一，难以全面捕获空间依赖关系提

取需求的空间特征。
针对上述问题，本文提出了时空多图卷积循环

网络 （ＳＴＭＧＣＲＮ），对城市区域的网约车需求量进

行预测。 该模型建立了距离图、类别相似图和需求

相关图，从 ３个图中提取不同区域之间的相关关系

分别进行图卷积（ＧＣＮ）。 特征融合后，利用门控循

环单元（ＧＲＵ）学习时间依赖关系。 由于交通信息

具有较强的周期性，即在时间维度，需求量可能会受

到临近时间片段，一天前、甚至一周前相同时间片段

的影响，因此整合 ３ 个时间状态（临近、一天前、一
周前），捕获需求数据的周期依赖关系，最后加权融

合 ３个模型的输出，得到最终的预测结果。

１　 网约车需求预测算法框架

１．１　 基本定义和问题描述

定义 １　 城市区域网格 Ｖ
本文根据交通领域常用的城市区域划分方

法［７，１３］，依据经纬度，将研究区域划分成若干个大小

相等的不相交网格，每个网格代表城市的一个子区

域 ｖ∈ Ｖ，Ｖ 代表所有区域的集合，如图 １ 所示。 采

用这种划分方法，则可以用 Ｒ（ ｉ，ｊ） 表示第 ｉ 行第 ｊ
列的子区域，便于后续用矩阵或张量处理网约车需

求数据。

图 １　 城市区域网格

Ｆｉｇ． １　 Ｔｈｅ ｃｉｔｙ ｒｅｇｉｏｎ ｇｒｉｄｓ

　 　 定义 ２　 网络图 Ｇ
本文用无向图 Ｇ ＝ （Ｖ，Ｅ） 定义城市区域。 其中

Ｖ 是图的顶点集合，即城市中的所有网格区域。 Ｖ ＝
｛ｖ１，ｖ２，…，ｖＮ｝，Ｎ 是区域的数量， Ｅ 是边的集合，代
表区域间的关系，边的权重代表区域间的关系强度，
Ａ∈ ＲＮ×Ｎ 表示图的邻接矩阵。

定义 ３　 特征矩阵 Ｘ
首先将时间轴划分成间隔相等的时间段，网约

车需求量 ｘｏ
ｔ 定义为乘客在 ｔ 时刻 ｏ 区域请求出发的

数量。 Ｘ ｔ ＝ ｛ｘ１ｔ ，ｘ２ｔ ，…，ｘＮ
ｔ ｝ ∈ ＲＮ 代表所有区域在 ｔ

时刻请求出发的数量，则特征矩阵 Ｘ ＝ ｛Ｘ１，Ｘ２，…，
ＸＴ｝ ∈ ＲＮ×Ｔ 表示所有区域的 Ｔ 个时间片段的历史需

求量数据。 其中， Ｔ 是时间序列的长度。
因此，本研究是在已知拓扑图结构 Ｇ 的基础

上，利用历史需求量的特征矩阵 Ｘ， 预测未来 Ｆ 个

时间片段的所有区域的需求矩阵 Ｙ ＝ ｛ＹＴ＋１，ＹＴ＋２，
…，ＹＴ＋Ｆ｝ ∈ ＲＮ×Ｆ，是一个多步需求预测问题。
１．２　 模型框架

ＳＴＭＧＣＲＮ模型总体框架如图 ２ 所示，主要由

具有相同网络结构的 ３个子模型构成。

图 ２　 ＳＴＭＧＣＲＮ 模型

Ｆｉｇ． ２ 　 Ｔｈｅ Ｓｐａｔｉａｌ － Ｔｅｍｐｏｒａｌ Ｍｕｌｔｉ － Ｇｒａｐｈ Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｒｅｃｕｒｒｅｎｔ Ｎｅｔｗｏｒｋ

　 　 首先将历史数据沿时间轴划分成 ３个长度相等

的时间序列，分别表示临近时间的需求量、前一天相

同时间的需求量、上一周相同时间的需求量，提取时

７１第 １２期 黄官伟， 等： 基于时空多图卷积循环网络的网约车需求预测



间的临近特征和周期特征。
　 　 每一个子模型由多图卷积循环网络 ＭＧＣＲＮ构

成，如图 ３所示。 其基本单元是由多图卷积和门控

循环单元结合形成的多图卷积循环单元 ＭＧＣＲＵ。
通过学习需求的动态变化规律，来捕获复杂的时空

相关性，进而对时空依赖关系进行建模。 最后将 ３
个时空模型的输出结果利用参数矩阵进行加权融

合，得到最终的预测结果。

X1 X2 XT

图 ３　 ＭＧＣＲＮ 子模型

Ｆｉｇ． ３　 Ｍｕｌｔｉ－ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｒｅｃｕｒｒｅｎｔ ｎｅｔｗｏｒｋ

１．３　 空间相关性建模

１．３．１　 关系图定义

从不同角度构建关系网络，准确描述各区域之

间的不同类别的相关性是图卷积的重要工作。 通

常，区域之间的需求模式越相似，则相关性越强，反
之相关性越弱。 本文定义了距离图、需求相似图和

类别相关图，３种图结构描述区域之间的相关性。
１．３．１．１　 距离图

根据 Ｔｏｂｌｅｒ［１７］的地理学第一定律可知，距离近

的地图比距离远的相关性大。 基于这一思想，在本

文中体现为两个地理位置相近的网格，其需求量的

相关性大。 因此，本文用距离作为衡量区域相关性

的一个因素。 将网格中心点视为图的顶点，两个相

邻网格间的中心距离记为 Ｄ０，计算 ｉ 和 ｊ 两个区域

间实际距离 Ｄｉ， ｊ，任意两个网格中心的相对距离为

Ｄｉ， ｊ

Ｄ０
，则距离图的邻接矩阵可用相对距离的倒数表

示，如公式（１）：

ＡＤ，ｉｊ ＝

Ｄｉ，ｊ

Ｄ０
æ

è
ç

ö

ø
÷

－１

，
Ｄｉ，ｊ

Ｄ０
æ

è
ç

ö

ø
÷

－１

≥ δＤ

０，　 　 　
Ｄｉ，ｊ

Ｄ０
æ

è
ç

ö

ø
÷

－１

＜ δＤ

ì

î

í

ï
ïï

ï
ïï

（１）

　 　 考虑到区域之间的距离不同，对需求量的影响

大小不同。 当距离相关性较小时，对需求量几乎没

有影响。 因此，为减少模型复杂度，当两个区域的相

关性小于阈值 δＤ 时，则这两个区域视为不相关。
１．３．１．２　 需求相似图

一般情况下，在城市区域层面，人们的出行轨迹

具有规律性。 如果两个始发区域到其他目的地区域

的订单量分布比较相似，那么这两个区域之间的相

关性较强。 若用 Ｃｕ
ｉ 表示乘客从 ｉ区域出发到 ｕ 区域

的历史订单量，则 ｉ 区域的流出量定义为 Ｃ ｉ ＝ ｛Ｃ１ｉ ，
Ｃ２ｉ ，…，ＣＮ

ｉ ｝，即从 ｉ 区域出发到其他区域的订单量。
用 Ｐｅａｒｓｏｎ相关系数计算两个区域之间订单量的相

关性作为边的权重，计算方法如下：

ρＣｉ，Ｃ ｊ
＝
ｃｏｖ（Ｃ ｉ，Ｃ ｊ）
σＣｉ

σＣ ｊ

（２）

ＡＣ，ｉｊ ＝
ρＣｉ，Ｃ ｊ
，　 　 ρＣｉ，Ｃ ｊ

≥ δＣ
０，　 　 　 ρＣｉ，Ｃ ｊ

＜ δＣ{ （３）

　 　 其 中， ρＣｉ，Ｃ ｊ
是 需 求 的 Ｐｅａｒｓｏｎ 相 关 系 数；

ｃｏｖ（Ｃ ｉ，Ｃ ｊ） 是协方差运算； σＣｉ
σＣ ｊ

是标准差乘积； δＣ
是需求相关性阈值。
１．３．１．３　 类别相关图

区域的建筑设施类型和数量在一定程度上影响

网约车的分布，比如写字楼、火车站、住宅等集中的

地区，对网约车的需求较多。 本文用 ＰＯＩ（兴趣点）
来衡量区域的类别属性，如果两个区域的类别相似

度较高，那么其具有一定的关联性。 用 Ｐ ｉ ∈ ＲＭ 表

示 ｉ 区域的 ＰＯＩ， Ｍ 是 ＰＯＩ的种类数量，则两个区域

间的类别相关性可用 Ｐｅａｒｓｏｎ相关系数计算得到：

ρＰｉ，Ｐ ｊ
＝
ｃｏｖ（Ｐ ｉ，Ｐ ｊ）
σＰｉ

σＰ ｊ

（４）

ＡＰ，ｉｊ ＝
ρＰｉ，Ｐ ｊ
　 　 　 ρＰｉ，Ｐ ｊ

≥ δＰ
０ 　 　 　 ρＰｉ，Ｐ ｊ

＜ δＰ{ （５）

　 　 其公式参数参考需求相似图。
１．３．２　 图卷积

现有图卷积方法大致可以分为谱域图卷积和空

域图卷积。 谱域图卷积是根据图谱理论，利用图傅

里叶变换，将图信号从空域转换到谱域进行卷积操

作；而空域图卷积是直接在拓扑图上定义卷积操作，
计算复杂度较高。 因此，本文采用谱域图卷积方法，
图信号为每个网格的需求量数据。

图的拉普拉斯矩阵经过对称归一化后可表示为

Ｌ ＝ ＩＮ － Ｄ －１ ／ ２ＡＤ －１ ／ ２。 其中， ＩＮ 是单位矩阵； Ａ 是图

的邻接矩阵； Ｄ 是度矩阵； Ｄｉｉ ＝∑
ｊ

Ａｉｊ。 拉普拉斯

矩阵的特征分解可写为 Ｌ ＝ ＵΛ ＵＴ，其中 Ｕ 和 Λ 是

特征向量和特征值对角矩阵。 传统傅里叶变换的基

函数是拉普拉斯算子的特征函数，而图上的拉普拉

斯算子就是拉普拉斯矩阵。 因此，图傅里叶变换的

基函数对应拉普拉斯矩阵的特征向量，图的傅里叶

反变换公式为 ｘ ＝ Ｕｘ^，图的傅里叶变换为 ｘ^ ＝ ＵＴｘ，
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则图卷积公式如下：
ｘ∗Ｇｇ ＝ Ｆ－１ Ｆ ｘ( ) ☉Ｆ ｇ( )( ) ＝ Ｕ ＵＴｘ☉ＵＴｇ( ) （６）

　 　 令 ｇθ ＝ ｄｉａｇ ＵＴｇ( ) ，则
ｘ∗ Ｇ ｇθ ＝ Ｕｄｉａｇ ＵＴｇ( ) ＵＴｘ ＝ Ｕ ｇθ ＵＴｘ （７）

　 　 其中， ｘ 是图上信号（２．１ 中定义的需求量的特

征矩阵）； ｇ 是空域内的卷积核； ｇθ 是频域内的卷积

核； ∗Ｇ 表示图卷积运算； Ｆ是图的傅里叶变换； Ｆ －１

是图的傅里叶反变换； ☉是 ｈａｄａｍａｒｄ乘积。
然而，在处理大规模图数据时，拉普拉斯矩阵的

特征值分解消耗时间过多，参数复杂度较大，因此采

用 Ｃｈｅｂｙｓｈｅｖ多项式近似求解［１８］：

ｘ∗ Ｇ ｇθ ＝ Ｕ ｇθ ＵＴｘ ＝∑
Ｋ－１

ｋ ＝ ０
βｋ Ｔｋ（Ｌ ）ｘ （８）

　 　 其中， Ｋ 是卷积核的感知域大 小； β ｋ 是

Ｃｈｅｂｙｓｈｅｖ多项式系数， β ｋ∈ＲＫ；Ｌ ＝ ２
λｍａｘ

Ｌ － ＩＮ 是缩

放后的拉普拉斯矩阵； λｍａｘ 是最大的特征值； Ｔｋ（Ｌ ）
是 ｋ 阶 Ｃｈｅｂｙｓｈｅｖ多项式。 这种方法通过空间关系

提取每个节点到其 （Ｋ － １） 阶邻居的信息并进行特

征融合。
本文的多图卷积模型如图 ４ 所示，采用 ４ 阶

Ｃｈｅｂｙｓｈｅｖ多项式的图卷积建模，即通过每个节点的

三阶邻域来捕获空间特征进行自身的特征更新，公
式如下 ：
ｇ（ｘ（ ｌ），Ａｉ） ＝ ｘ（ ｌ ＋１） ＝ ＲｅＬＵ（（ｘ（ ｌ）∗Ｇ ｇθ） Ｗ（ ｌ） ＋ ｂ（ ｌ））

（９）
　 　 ｇ（ｘ（ ｌ），Ａｉ） 代表第 ｌ 层通过提取区域拓扑图的

空间关系，得到图卷积的输出特征。 其中， Ａｉ 是定

义的 ３种关系图的邻接矩阵 Ａｉ∈｛ＡＤ，ＡＣ，ＡＰ｝。 本

文使用 ＲｅＬＵ 作为激活函数，针对每个时间片段，
ｘ ｌ( ) ∈ ＲＮ 是第 ｌ 层的输入，Ｗ（ ｌ） 和 ｂ（ ｌ） 分别是第 ｌ
层训练过程中的权重矩阵和偏置向量。 因此，每个

节点都通过其 ０ ～ ３ 阶邻居的信息进行自身的特征

更新，得到下一层的输出 ｘ（ ｌ ＋１）。 在此基础上，通过

堆叠 ２层图卷积，最大程度地扩大卷积核的感受野

半径，从而捕获更多的空间依赖关系：
ｆ（ｘ（ ｌ），Ａｉ） ＝ ｘ（ ｌ ＋２） ＝ ｇ（ｇ（ｘ（ ｌ），Ａｉ），Ａｉ） （１０）

　 　 通过以上步骤，可以分别得到 ３ 个关系图的卷

积运算结果 ｆ（ｘ（ ｌ），Ａｉ）， 最后需要对这些结果进行

加权融合：
φ（ｘ（ ｌ），Ａ） ＝ ＷＤ☉ｆ（ｘ（ ｌ），ＡＤ） ＋ ＷＣ☉ｆ（ｘ（ ｌ），ＡＣ） ＋
ＷＰ☉ｆ（ｘ（ ｌ），ＡＰ） （１１）

其中， ☉代表 ｈａｄａｍａｒｄ 乘积； ＷＤ、ＷＣ、ＷＰ 是

特征融合的权重矩阵； φ（ｘ（ ｌ）， Ａ） 是融合后的输出

结果。

X1

XT

图 ４　 空间相关性模型 ＭＧＣＮ
Ｆｉｇ． ４　 Ｔｈｅ ｓｐａｔｉａｌ ｃｏｒｒｅｌａｔｉｏｎ ｍｏｄｅｌ ＭＧＣＮ

１．４　 时间相关性建模

长短 期 记 忆 （ ＬＳＴＭ） ［１９］ 和 门 控 循 环 单 元

（ＧＲＵ） ［２０］是常用的处理时间序列问题的循环神经

网络。 ＧＲＵ作为 ＬＳＴＭ 的一种变体，在相同数据集

上的表现和 ＬＳＴＭ相差不大，但由于 ＧＲＵ训练参数

少，收敛速度更快，可以加速迭代进程，甚至可以增

强模型的泛化能力，所以本文使用基于 ＧＲＵ的循环

神经网络来捕获时间依赖关系，如图 ５所示。

htht-1

xt

图 ５　 时间相关性模型 ＧＲＵ
Ｆｉｇ． ５　 Ｔｈｅ ｔｅｍｐｏｒａｌ ｃｏｒｒｅｌａｔｉｏｎ ｍｏｄｅｌ ＧＲＵ

　 　 在每个时间片段，将图卷积得到的每个节点的

空间邻域信息，输入到 ＧＲＵ门控循环单元中。 在门

控循环单元的传递中，通过重置门和更新门可以有

效地结合上一时刻的累积历史信息和当前时刻的信

息，同时将隐藏状态和历史数据经过多图卷积后的

结果作为输入，可以继续保持节点的空间依赖关系，
公式如下：

ｒｔ ＝ σ（Ｗｒ∗φ ｈｔ －１，ｘｔ[ ] ，Ａ( ) ＋ ｂｒ） （１２）
ｚｔ ＝ σ（Ｗｚ∗φ（［ｈｔ －１，ｘｔ］，Ａ） ＋ ｂｚ） （１３）

ｈｔ
 ＝ ｔａｎｈ （Ｗｈ∗φ（［ｒｔ☉ｈｔ－１，ｘｔ］，Ａ） ＋ ｂｈ） （１４）

ｈｔ ＝ １ － ｚｔ( ) ☉ ｈｔ －１ ＋ ｚｔ☉ ｈｔ
 （１５）

　 　 其中， ｈｔ －１是 ｔ － １时刻的隐藏层状态； ｘｔ 是 ｔ时
刻的输入； ｂｒ、ｂｚ 和 ｂｈ 是偏置向量；［ ］是张量拼接
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操作，即将上一时刻的隐藏层状态和当前时刻的输

入拼接起来作为图卷积的输入特征； ∗代表矩阵相

乘操作； ☉代表 ｈａｄａｍａｒｄ 乘积； σ 是 ｓｉｇｍｏｉｄ 激活

函数； ｒｔ 是重置门；决定上一时刻隐藏层状态 ｈｔ －１ 中

有多少保留在当前记忆内 ｈｔ
 ；ｚｔ 是更新门，决定记忆

细胞 ｈｔ
 内有多少信息保留到当前隐藏状态 ｈｔ，余下

部分用上一时刻的隐藏层状态 ｈｔ －１ 进行更新。
１．５　 模型融合

本文输入的时间序列主要包含临近时间序列、
前一天时间序列、上一周时间序列 ３部分，。 临近时

间序列是指与预测区间直接相邻的时间序列，前一

天、上一周时间序列分别是指在前一天或是上一周

和预测区间相同的时间序列：
Ｘｒｅｃｅｎｔ ＝ （Ｘ ｔｏ－Ｔ，Ｘ ｔｏ－Ｔ＋１，…，Ｘ ｔｏ－１） （１６）

Ｘｄａｙ ＝ （Ｘ ｔｏ－Ｐ，Ｘ ｔｏ－Ｐ＋１，…，Ｘ ｔｏ－Ｐ＋Ｔ－１） （１７）
Ｘｗｅｅｋ ＝ （Ｘ ｔｏ－７Ｐ，Ｘ ｔｏ－７Ｐ＋１，…，Ｘ ｔｏ－７Ｐ＋Ｔ－１） （１８）

　 　 假设将一天均等地划分为 Ｐ 个时间片段，每个

时间序列包含 Ｔ 个时间片段的历史数据， ｔｏ 代表当

前时间片段， Ｘ ｔｏ－１ 代表上一个时间片段的所有区域

的历史订单量数据， Ｘｒｅｃｅｎｔ、Ｘｄａｙ 和 Ｘｗｅｅｋ 分别表示临

近、前一天和上一周的时间序列。 例如，预测区间是

１１月 ８日 １２：００－１３：００，则临近时间序列为 １１ 月 ８
日 １１：００－１２：００的每个片段的订单量，前一天时间

序列和上一周时间序列分别是 １１ 月 ７ 日 １２：００－
１３：００、１１ 月 １ 日 １２：００－１３：００ 的每个片段的历史

订单量。 这 ３个序列体现了需求量数据的临近特征

和周期特征。
构建 ３个时空图卷积模型分别捕获需求量数据

的特征，得到的 ３ 个输出结果对最终需求量预测值

的影响程度不同，因此利用参数矩阵进行特征融合，
得到最终的预测值：

Ｙ^ ＝ Ｗｒｅｃｅｎｔ☉ Ｙ^ｒｅｃｅｎｔ ＋ Ｗｄａｙ☉ Ｙ^ｄａｙ ＋ Ｗｗｅｅｋ☉ Ｙ^ｗｅｅｋ （１９）

其中， ☉代表 ｈａｄａｍａｒｄ乘积； Ｙ^ 是最终的预测

值；Ｗｒｅｃｅｎｔ、Ｗｄａｙ、Ｗｗｅｅｋ 是可学习参数矩阵；赋予 ３ 个

时空模型的输出结果 Ｙ^ｒｅｃｅｎｔ 、 Ｙ^ｄａｙ 和 Ｙ^ｗｅｅｋ 不同的权

重。

２　 实验与结果分析

２．１　 数据集处理

本文的数据集是由滴滴出行“盖亚”数据开放

计划提供的西安市 ２０１６ 年 １０ 月 １ 日 ～ ２０１６ 年 １１
月 ３０ 日二环局部区域轨迹数据［２１］，轨迹点采集间

隔为 ２～４ ｓ，字段包括订车编号、司机编号、时间戳、
经纬度等。 将西安市区划分成边长为 １ ｋｍ 的正方

形网格，ＰＯＩ数据由高德地图 ＡＰＩ得到，主要以餐饮

服务、风景名胜、公司企业、交通设施服务、科教文化

服务和商务住宅为统计标准。 ３ 个子模型的超参数

完全相同，时间间隔是 １０ ｍｉｎ，关系图阈值 δＤ ＝
０．２５、 δＣ ＝ ０．１、δＰ ＝ ０．３，多项式阶数 Ｋ ＝ ４，历史时

间序列的长度 Ｔ ＝ ６，预测的时间序列长度 Ｆ ＝ ６。
沿着时间轴按照 ６：２：２ 的比例划分出训练集、验证

集和测试集。
２．２　 评价指标

本文选取交通预测领域常用的均方根误差

（ＲＭＳＥ） 与平均绝对误差（ＭＡＥ） 作为模型的评价

指标，来衡量预测的准确性。

ＲＭＳＥ ＝
　
１
Ｍ∑

Ｍ

ｉ ＝ １
（Ｙｉ － Ｙ^ｉ） ２ （２０）

ＭＡＥ ＝ １
Ｍ∑

Ｍ

ｉ ＝ １
｜ Ｙｉ － Ｙ^ｉ ｜ （２１）

　 　 其中， Ｍ 为数据个数， Ｙｉ 和 Ｙ^ｉ 分别表示真实值

和预测值。
２．３　 实验结果分析

实验选取 ４ 种模型与本文算法进行对比。 分别

是：图注意力（ＧＡＴ） ［２２］、长短期记忆（ＬＳＴＭ） ［１９］、图
卷积（ＧＣＮ） ［１８］、门控循环单元（ＧＲＵ） ［２０］。 实验结

果见表 １。 可以看出，本文提出的 ＳＴＭＧＣＲＮ模型的

算法性能均优于其它 ４种模型。
表 １　 需求预测模型的性能比较

Ｔａｂ． １　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｅｍａｎｄ ｆｏｒｅｃａｓｔｉｎｇ ｍｏｄｅｌｓ

模型 ＭＡＥ ＲＭＳＥ

ＧＡＴ ７．８２ １１．３４

ＬＳＴＭ ４．１７ ５．６０

ＧＣＮ ４．０１ ５．３４

ＧＲＵ ３．９５ ５．３９

ＳＴＭＧＣＲＮ ３．４５ ４．６０

　 　 ＧＡＴ 是一种将注意力机制引入图卷积模型中

的方法，利用注意力机制在卷积过程中对邻域节点

区别对待；ＬＳＴＭ 是一种克服了一般循环神经网络

的长期依赖问题的方法，将历史网约车需求量数据

输入 模 型， 进 行 多 步 预 测； ＧＣＮ 是 一 种 基 于

Ｃｈｅｂｙｓｈｅｖ多项式的图卷积方法，为保持公平性，该
方法和 ＧＲＵ方法均与本文中使用相同的参数设置。

３　 结束语

本文提出了一种时空多图卷积 循 环 网 络

０２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１卷　



（ＳＴＭＧＣＲＮ）来对网约车需求进行多步预测。 该模

型定义了城市区域网络图，构建距离图、需求相似图

和类别相关图，来描述各区域之间的空间相关性，学
习时间序列的动态变化来捕获需求量数据的时间相

关性，从而根据复杂的时空依赖关系，预测每个区域

内网约车的需求。 在滴滴出行提供的数据集上进行

了对比实验，结果表明， 在常用的交通领域评价指

标上，ＳＴＭＧＣＲＮ模型的算法性能均优于其它模型，
可以进行更为精准的预测。 但是，网约车的需求量

也会受到其它外部因素的影响，在未来的研究中需

要考虑人口数量、天气等更多元化的信息，探究其与

需求量之间的关系，进一步提高模型预测的准确率。
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