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摘　 要： 文本分类是自然语言处理（ＮＬＰ）领域中的基础任务，双向长短时记忆网络（ＢｉＬＳＴＭ）具有遗忘细胞状态中的信息和记

忆新的信息、在上下文中依赖能力较好的优势。 为进一步增强文本的特征表达，本文提出一种基于 ＬＤＡ 的最大概率填充模型。
首先，运用 Ｗｏｒｄ２Ｖｅｃ 词嵌入方式生成文本向量；其次，根据 ＬＤＡ 模型对文本向量矩阵进行填充，丰富语义信息，采用 ＢｉＬＳＴＭ＿
Ａｔｔｅｎｔｉｏｎ 模型训练填充后的向量矩阵；最后，采用 ｓｏｆｔｍａｘ 进行分类。 实验结果表明，本文提出的方法在 ＩＭＤＢ 电影评论分析数

据集中的分类准确率为 ９８．４３％，相较于单向的 ＲＮＮ 模型提高 １．６３％，比双向的 ＢｉＬＳＴＭ＿Ａｔｔｅｎｔｉｏｎ 模型提高０．８３％。
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０　 引　 言

随着大数据和“互联网＋”的高速智能化发展，
互联网已发展成为当今世界上最大的信息资源库，
而大多数信息是以文本方式呈现出来的［１］。 从这

些海量且杂乱无章的数据文本中筛选出所需的有用

信息是当前数据挖掘领域的研究热点。 文本分类是

自然语言处理（ＮＬＰ）领域中的基础任务，能将复杂

的文本信息有效的组织和管理，并已广泛用于信息

检索、自动聊天系统、垃圾邮件过滤等领域。
目前，常用的文本分类方法可分为两类，一类是

基于传统的机器学习，例如支持向量机（ＳＶＭ）、决
策树等；另一类是基于深度神经网络的文本分类方

法，该种方法通常采用卷积神经网络（ＣＮＮ）和循环

神经网络（ＲＮＮ），其一般流程为文本预处理、结构

化表示、特征选择和分类器构建，通过学习训练得到

分类模型，最后利用分类模型对测试样本进行预测，
从而达到对文本分类的目的［２］。 通过对当前文本

分类的研究不难发现，文本表示是文本分类中的难

点之一，尤其是在文本的语义表达方面最为困难。
文本在机器学习中表示大多采用向量空间模型，该
模型容易造成向量维数过大，数据稀疏的问题，从而

影响最终分类的结果。 因此，如何将文本表示为机

器可以理解的形式，又保留文本原有的潜在语义至

关重要［３－４］。 文献［５］提出一种基于 ＬＤＡ 主题模型

和 Ｗｏｒｄ２Ｖｅｃ 词向量模型，完成对文本词向量的构

建，结合神经网络对构建的词向量获取联合特征的

方法，实现文本分类；文献［６］采用三层 ＣＮＮ 模型，
提取文本的局部特征，整合出全文的语义，利用长短

时记忆网络（ＬＳＴＭ）存储历史信息的特征，以获取



文本的上下文关联语义；文献［７］采用词向量完成

原始文本的数字化，利用双向长短时记忆网络

（ＢｉＬＳＴＭ）进行语义的提取，同时采用改进的注意力

层（Ａｔｔｅｎｔｉｏｎ）融合正向和反向特征，获得具有深层

语义特征的短文本向量表示；文献［８］提出一种

ＢｉＬＳＴＭ 和 ＣＮＮ 混合神经网络文本分类方法，两种神

经网络的结合充分发挥了 ＣＮＮ 的特征提取能力和

ＢｉＬＳＴＭ 的上下文依赖能力，同时采用注意力机制提取

信息的注意力分值，增强模型的特征表达能力。
基于上述的研究，经过 ｗｏｒｄ２ｖｅｃ 形成的词向量

矩阵，由于文档集里的各个文本长度不一，造成词向

量矩阵的行数不一，在实验过程不能批量处理数据。
本文提出一种基于 ＬＤＡ 的最大概率填充模型，该模

型对词向量矩阵进行填充，使构建的词向量矩阵行数

等于最大文本长度，丰富了语义信息，采用 ＢｉＬＳＴＭ＿
Ａｔｔｅｎｔｉｏｎ 模型对通过填充后具有上下文丰富语义信

息的文本词向量矩阵进行训练，达到分类器可以根据

给定的标签信息对输入信息进行分类的目的。

１　 ＬＤＡ＿ＢｉＬＳＴＭ＿Ａｔｔｅｎｔｉｏｎ 文本分类模型

１．１　 词向量矩阵生成模块

分词过后的文本需要转化为计算机能识别的形

式，目前主要采用 Ｗｏｒｄ２Ｖｅｃ 模型。 Ｗｏｒｄ２Ｖｅｃ 包含

了 ＣＢＯＷ 和 Ｓｋｉｐ－ｇｒａｍ 两种模型，ＣＢＯＷ 模型利用

词的前后各 Ｃ 个词来预测当前词，如图 １（ａ）所示；
Ｓｋｉｐ－ｇｒａｍ 模型则是利用当前词预测其前后各 Ｃ 个

词，如图 １（ｂ）所示。 在 ＣＢＯＷ 模型中，输入层是词

Ｗ（ ｔ） 的前后各 Ｃ个词向量，投影层将这些词向量累

加求和，输出层是一棵以训练数据中所有词作为叶

子节点，以各词在数据中出现的次数作为权重的

树［９］。 最后应用随机梯度上升法预测投影层的结

果作为输出，Ｓｋｉｐ－ｇｒａｍ 模型与之类似。 当获得所

有词的词向量后，可发现这样的规律： “ ｋｉｎｇ” ＋
“ｗｏｍａｎ” ＝“ｑｕｅｅｎ”，可见词向量有效表达了词语的

语义信息［１０］。
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图 １　 ＬＤＡ 模型

Ｆｉｇ． １　 ＬＤＡ ｍｏｄｅｌ

１．２　 ＬＤＡ 主题填充模型

判断两个文本是否相似，传统的方法是找出两

个文本中共有的词个数，这种方法的缺点在于忽略

了文本的语义信息，使得两个原本相似的文档因为

没有共有的词而造成判断错误。 所以在进行文本分

类时，语义也是需要考虑的一个重要的因素［１１－１２］。
本文采用的 ＬＤＡ 模型就能够很好地解决文本的语

义问题，通过文本混合主题上的概率分布选择一种

主题，从被抽取到的主题上所对应的单词概率分布

中抽取一个词，然后重复上述过程，直至遍历文档中

的每一个单词。 图 ２ 为 ＬＤＡ 生成模型， Ｋ 为主题个

数，Ｍ 为文档总数，Ｎｍ 是第 ｍ 个文档的词数，β 是每

个主题下词的多项分布的 Ｄｉｒｉｃｈｌｅｔ 先验参数， α 是

每个文档下主题的多项分布的 Ｄｉｒｉｃｈｌｅｔ 先验参数，
ｚｍ，ｎ 是第ｍ个文档中第 ｎ个词的主题，ｗｍ，ｎ 是第ｍ个

文档中的第 ｎ个词，隐含变量 θｍ 和 ϕｋ 分别表示第ｍ
个文档下的主题分布和第 ｋ 个主题下词的分布，前
者是 ｋ 维向量，后者是 ｖ 维向量。 主题模型学习参

数主要是基于 Ｇｉｂｂｓ 采样和基于推断 ＥＭ 算法求

解，Ｇｉｂｂｓ 采样算法是一种特殊的马氏链的方法，是
经过对词的主题采样生成马氏链。 马氏链的生成过

程是根据所有词的其它时刻的主题分布估计当前词

分配于各个主题的分布概率，当算法重新选择了一

个与原先不同的主题词时，反过来会影响文本－主
题矩阵和主题－词矩阵，这样不断地进行循环迭代，
就会收敛到 ＬＤＡ 的误差范围内。 当完成主题采样

后，就可以学习模型的最终训练结果，生成两个矩阵

分别为文本－主题分布矩阵 θ 及主题 － 词分布矩阵

Φ，公式（１） 和公式（２） 如下：
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图 ２　 ＬＤＡ 生成模型

Ｆｉｇ． ２　 ＬＤＡ ｇｅｎｅｒａｔｉｖｅ ｍｏｄｅｌ

１．３　 最大概率的文本主题填充方式

运用词向量模型对输入文本进行词向量矩阵嵌
入生成之后，因为文档里的文本长度长短不一样，导
致文档集里的各个文本生成的词向量矩阵的大小各
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不相等，在目前的处理方法中，通常采用填零法、循
环法和随机法进行填充，导致构建的词向量矩阵存

在稀疏性以及语义混乱等问题［５］。 为了在实验中

能够进行批处理数据和丰富文本特征信息，本文提

出基于最大概率主题下的 ＬＤＡ 填充方式，以文档集

里的最大文本长度为基准，寻找文本对应文本－主
题矩阵最大的概率主题，找到此主题下的词概率分

布，依照概率大小将词映射为词向量，并依次对词向

量矩阵进行填充，直至构建的词向量矩阵行数等于

最大文本长度。 填充流程如图 ３ 所示。

结束

填充后的词向量输出

词向量矩阵行数
等于最大文本

长度

词向量按顺序填充

词向量矩阵最大文本长度

开始

根据最大概率主题填充

是

否

图 ３　 ＬＤＡ 填充流程图

Ｆｉｇ． ３　 ＬＤＡ ｆｉｌｌｉｎｇ ｆｌｏｗ ｃｈａｒｔ

１．４　 ＢｉＬＳＴＭ 和注意力机制

例如： “ Ｔｈｅ ｄｒｉｖｅｒ ｏｆ ｔｈｉｓ ｃａｒ ｗａｓ ｃｈａｒｇｅｄ ｂｙ
ｓｐｅｅｄｉｎｇ ａｎｄ ｈｉｔｔｉｎｇ ｐｅｄｅｓｔｒｉａｎ”，若不联系后文则很

难推断在此处 ｃｈａｒｇｅ 是收费还是指控的意思，
ＢｉＬＳＴＭ 双向捕捉能获得更细粒度的信息，提出了双

向神经网络，结构如图 ４ 所示。
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C2(W5)

C2(W3)

C2(W4)
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上文 词嵌入 下文 输出
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Vi

V

图 ４　 ＢｉＬＳＴＭ＿Ａｔｔｅｎｔｉｏｎ 结构图

Ｆｉｇ． ４　 ＢｉＬＳＴＭ＿Ａｔｔｅｎｔｉｏｎ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 首先，使用 ＢｉＬＳＴＭ 学习当前词的上文词向量

Ｃ１（Ｗｉ） 和下文词向量 Ｃ２（Ｗｉ），再与当前的自身词

向量 Ｃ（Ｗｉ） 进行计算，公式（３） ～ 公式（５） 如下：
Ｃ１（Ｗｉ） ＝ ｆ（Ｗ（１）Ｃ１（Ｗｉ －１） ＋ Ｗ（ ｓ１） ｅ（Ｗｉ －１）） （３）
Ｃ２（Ｗｉ） ＝ ｆ（Ｗ（２）Ｃ１（Ｗｉ －１） ＋ Ｗ（ ｓ２） ｅ（Ｗｉ ＋１）） （４）

Ｘ ｉ ＝ ［Ｃ１（Ｗｉ），ｅ（Ｗｉ），Ｃ２（Ｗｉ）］ （５）
　 　 将 Ｘ ｉ 作为 Ｗｉ 的语义特征，通过激活函数 ｔａｎ ｈ
得到的潜在语义信息 Ｙｉ，公式（６） 和公式（７） 如下：

Ｙｉ ＝ ｔａｎ ｈ（ＷＸ ｉ ＋ ｂｉ） （６）

ａｉ ＝
ｅｘｐ（Ｙｉ

ＴＶｉ）

∑
ｎ

１
ｅｘｐ（Ｙｉ

ＴＶｉ）
（７）

　 　 注意力机制是一种权重分配的机制，通过模仿

生物、观察行为，将内部经验和外部感觉对齐，进一

步增强观察行为的精度，在数学模型上表示为通过

计算注意力的概率分布来获得某个输入对输出的影

响，该方法后来被引入到自然语言处理领域。 图 ４
中的 Ｖｉ 作为不同时刻的输出权重，公式 （ ８） 对

ＢｉＬＳＴＭ 网络的输出进行加权求和。

Ｖ ＝ ∑
ｎ

１
ａｉＹｉ （８）

１．５　 输出层

经典的全连接网络的输出层表示为公式（９）：
ｙ（２） ＝ Ｗ２ｙ（１） ＋ ｂ１ （９）

　 　 其中， Ｗ２ 为权重系数，ｂ１ 为偏置项。
通过 ｓｏｆｔｍａｘ 函数分类，得到每个文本所在类

别的概率分布，找出最大值的类别就是预测类别，计
算公式（１０）如下：

Ｐ ｉ ＝
ｅｘｐ（ｙ（２）

ｉ ）

∑
ｎ

ｋ ＝ １
ｅｘｐ（ｙ（２）

ｋ ）
（１０）

２　 性能评测与实验分析

２．１　 实验数据

本次实验采用的数据集为 ＩＭＤＢ 电影评论分析

数据集，共有 ３ 个部分：分别为带标签的训练集

（ ｌａｂｅｌｅｄＴｒａｉｎＤａｔａ ）， 不 带 标 签 的 训 练 集

（ｕｎｌａｂｅｌｅｄＴｒａｉｎＤａｔａ）和测试集（ ｔｅｓｔＤａｔａ），实验参数

见表 １。
表 １　 ＢｉＬＳＴＭ 网络参数

Ｔａｂ． １　 ＢｉＬＳＴＭ ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒｓ

参数 值 参数 值

词向量维度 ２００ 损失函数 交叉熵

隐藏层大小 ２５６ 参数 Ｅｐｏｃｈ １０

学习率 ０．００１ Ｂａｔｃｈ＿ｓｉｚｅ １２８

２．２　 实验评判标准

为客观评价本文提出的模型，将 ＩＭＤＢ 电影评

论数据集按 ８：２ 的比例分为训练数据集和测试数据

集。 同 时 引 入 准 确 度 （ａｃｃｕｒａｃｙ）、 精 确 度

４３ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



（ｐｒｅｃｉｓｉｏｎ）、召回率（ ｒｅｃａｌｌ）、综合评价指标（Ｆ１） 对

实验结果定性分析，４ 种指标计算公式如公式（１１）
～ （１４），各参数意义见表 ２。

ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

× １００％ （１１）

ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

× １００％ （１２）

ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

× １００％ （１３）

Ｆ１ ＝ ２ × ｐｒｅｃｉｓｉｏｎ × ｒｅｃａｌｌ
ｐｒｅｃｉｓｉｏｎ ＋ ｒｅｃａｌｌ

× １００％ （１４）

表 ２　 评价指标函数意义

Ｔａｂ． ２　 Ｔｈｅ ｍｅａｎｉｎｇ ｏｆ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｆｕｎｃｔｉｏｎ

分为 Ａ 类 未分为 Ａ 类

实际为 Ａ 类 ＴＰ ＦＮ

实际非 Ａ 类 ＦＰ ＴＮ

２．３　 实验结果分析

本文实验涉及的开发工具与实验环境：
硬件环境：ＣＰＵ：Ｉｎｔｅｒ（Ｒ）ｃｏｒｅ（ＴＭ） ｉ５－４２１０ Ｍ，

内存：８ ＧＢ，硬盘：５００ ＧＢ。
软件环境：Ｗｉｎｄｏｗｓ１０（基于 Ｘ６４ 的处理器），

ｐｙｔｈｏｎ３．６．８。
为验证本文模型的有效性，选取 ＲＮＮ、ＢｉＬＳＴＭ

和 ＢｉＬＳＴＭ＿Ａｔｔｅｎｔｉｏｎ ３ 种常规模型与本文提出的

ＬＤＡ＿ＢｉＬＳＴＭ＿Ａｔｔｅｎｔｉｏｎ 模型进行对比实验，实验结

果见表 ３。
表 ３　 评价指标函数意义

Ｔａｂ． ３　 Ｔｈｅ ｍｅａｎｉｎｇ ｏｆ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｆｕｎｃｔｉｏｎ

模型 ａｃｃｕｒａｃｙ ｒｅｃａｌｌ Ｆ１

ＲＮＮ ９６．８ ９６．７ ９５．９

ＢｉＬＳＴＭ ９７．１ ９６．８ ９６．３

ＢｉＬＳＴＭ＿Ａｔｔｅｎｔｉｏｎ ９７．６ ９７．４ ９７．１

本文模型 ９８．４３ ９８．３ ９７．７

　 　 从表 ３ 中的数据可以看出，本文模型文本分类

准确度达到 ９８．４３％，比 ＢｉＬＳＴＭ＿Ａｔｔｅｎｔｉｏｎ 模型提高

了０．８３％，在召回率方面也表现很好，综合评价指标

最佳。 ＲＮＮ 网络因不能双向捕捉特征值导致分类

效果最差，加入了注意力机制的 ＢｉＬＳＴＭ 模型相对

于单独的 ＢｉＬＳＴＭ 模型综合评价指标也有所提升。
由此可知，在 ＢｉＬＳＴＭ＿Ａｔｔｅｎｔｉｏｎ 模型的基础上加入

ＬＤＡ 算法填充词向量矩阵，能丰富语义，进一步捕

获文本分类的信息，提高文本分类的准确率。
上述 ４ 种模型的损失值和准确率随迭代次数的

变化曲线，如图 ５ 和图 ６ 所示。 由图 ５ 和图 ６ 可以

看出，采用 ＬＤＡ 对词向量矩阵进行填充后训练的模

型损失值最小，并且准确度最高，达到了 ９８．４％。 采

用 ＬＤＡ 算法对词向量矩阵填充后进行分类的准确

度相对于没有填充后进行分类的结果要高出

０．８３％，因为本文提出的 ＬＤＡ 模型对词向量矩阵进

行填充，丰富了上下文的语义关系，使得分类的准确

率更高，可解释性也更好。
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图 ５　 Ｌｏｓｓ变化曲线

Ｆｉｇ． ５　 Ｌｏｓｓ ｃｕｒｖｅ
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图 ６　 Ａｃｃｕｒａｃｙ 变化曲线

Ｆｉｇ． ６　 Ａｃｃｕｒａｃｙ ｃｕｒｖｅ

　 　 上述 ４ 种模型的返回值和综合评价指标随迭代

次数的变化曲线如图 ７ 和图 ８ 所示。 可以看出本文

提出的 ＬＤＡ＿ＢｉＬＳＴＭ＿Ａｔｔｅｎｔｉｏｎ 混合模型性能表现

最佳，未加 ＬＤＡ 填充算法的 ＢｉＬＳＴＭ＿ Ａｔｔｅｎｔｉｏｎ 模型

性能表现次之，这说明 ＬＤＡ 算法对词向量矩阵填充

后使用混合 ＢｉＬＳＴＭ＿Ａｔｔｅｎｔｉｏｎ 结构作为模型主体的

效果显著，充分发挥 ＢｉＬＳＴＭ 算法在长文本序列中

获取历史信息的能力与 ＬＤＡ 算法填充主题词向量

矩阵的优势，从而提高了文本分类的综合指标。
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图 ７　 Ｒｅｃａｌｌ 变化曲线

Ｆｉｇ． ７　 Ｒｅｃａｌｌ ｃｕｒｖｅ
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图 ８　 Ｆ１ 变化曲线

Ｆｉｇ． ８　 Ｆ１ ｃｕｒｖｅ

３　 结束语

文本表示是文本分类的重要过程，针对文本复

杂语义表达的问题，本文提出一种 ＬＤＡ 最大概率主

题填充模型来丰富文本词向量矩阵。 首先，运用

ｗｏｒｄ２ｖｅｃ 词嵌入方式生成文本向量；其次，根据

ＬＤＡ 模型对文本向量进行填充，丰富语义信息，采
用 ＢｉＬＳＴＭ＿Ａｔｔｅｎｔｉｏｎ 模型训练填充后的词向量矩

阵；最后，采用 ｓｏｆｔｍａｘ 进行分类。 通过与其他几种

文本分类模型的对比可知，本文提出的 ＬＤＡ 最大概

率填充算法能有效提高文本分类的准确度。
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