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基于 Ｗｏｒｄ２Ｖｅｃ 的疫情虚假信息检测方法

齐浩翔， 马莉媛， 朱翌民
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摘　 要： 在面临突发大型公共事件时虚假信息的广泛传播将具有极大的破坏性。 虚假信息的传播将严重干扰疫情的救治工

作，针对以往传统分类模型存在特征稀疏，准确率不高等问题。 提出了一种基于 Ｗｏｒｄ２Ｖｅｃ 的疫情虚假信息检测方法。 该方

法使用 Ｗｏｒｄ２Ｖｅｃ 模型训练词向量，解决了传统向量空间模型的特征稀疏问题，再引入 ＴＦＩＤＦ 对词向量进行加权，最终将处理

过后的数据输入到 ＳＶＭ 模型。 通过在国内新闻平台爬取的数据集上的实验验证，该方法较之传统方法，对虚假信息的检测

在准确率上有 ４％以上的提升。
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０　 引　 言

互联网的发展催生了微博、推特、贴吧、微信公

众号等社交网络，新媒体时代人们获取信息更加便

捷，但是随之而来的信息造假、虚假信息传播等问题

也不容忽视。 在信息传播的过程中，如若虚假信息

传播过甚，并形成一定规模的网络舆情，就可能引发

群体性事件，甚至造成不可估量的后果。 在信息爆

炸的大数据时代，人工识别虚假信息已然不能够满

足当下需求，因此如何快速、精准地识别虚假信息是

当前研究的热点之一。
识别虚假信息可以转换为文本分类问题。 对于

文本分类问题的研究，大多基于传统的向量空间模

型。 Ｓａｌｔｏｎ 等人［１］提出的向量空间模型是现阶段使

用最广泛的一种文本表示模型（ＶＳＭ），传统的 ＶＳＭ
模型的主要问题是维度高或者文本表示向量稀疏。
降维一般从 ２ 个方面进行，一是特征选择，二是特征

提取，通过这两个方面的改进来提高文本分类的准

确率。 近年来，对于文本分类大多采用主题模型

（ＬＤＡ），该模型由 Ｂｌｅｉ 等人提出，主要优点就是能

够发现语料库中潜在的主题信息［２－３］；方东昊［４］ 利

用 ＬＤＡ 对微博进行分类，取得了不错的效果，但该

方法需要大量的外部语料，复杂度相对较高；Ｋｉｍ［５］

提出了一种利用卷积神经网络来处理句子分类问题

的模型，该方法证明了深度学习相关技术在文本分

类中具有很好的效果； Ｍｉｋｏｌｏｖ 等人［６－８］ 提出了

Ｗｏｒｄ２Ｖｅｃ 模型用于计算文本中特征的词的分布式

表示，该方法可以很好地表达句子中的语义信息，但
却无法区分文本中词汇的重要程度。
　 　 针对目前虚假信息检测中存在的问题，本文提

出了一种基于 Ｗｏｒｄ２Ｖｅｃ 的虚假信息检测方法。 该

方法使用 Ｗｏｒｄ２Ｖｅｃ 模型表示文本，针对文本间语

义相似度难以很好度量的问题，进一步引入 ＴＦＩＤＦ
模型计算 Ｗｏｒｄ２Ｖｅｃ 词向量的权重，得到加权的

Ｗｏｒｄ２Ｖｅｃ 模型，一个词在不同类别中分布得越不均

匀，就应该赋予较高的权值。 再将处理过后的数据



输入到 ＳＶＭ 模型，将数据分为 ２ 类，即：真实信息和

虚假信息。 最终通过与传统方法相比较可知，本文

提出的方法能够有效地提高检测精度。

１　 相关工作

检测虚假信息实际是一个映射的过程，将待检

测的数据集 Ｄ ＝ ｛ｄ１，ｄ２，．．．，ｄｎ｝ 映射到预定的分类

集 Ｃ ＝ ｛ｃ１，ｃ２，．．．，ｃｎ｝ 中，其中 ｎ 表示数据集的数量，
ｍ 表示类别的数量，由于虚假信息检测结果只存在

真或假，所以 ｍ ＝ ２。 本文的总体框架如图 １ 所示。
本文采用邻近匹配算法，利用首字母索引的词典，使
同一首字母下的特征词按升序排列，该方法避免了

每次增加新字就要重新在字典从头匹配的冗余操

作。 检测的步骤为：文本预处理、特征选择、文本表

示、分类器训练。 本文拟对此展开研究分述如下。

将文本表示及
对应的类别标
签输入 SVM分
类模型进行训
练

向量空间
模型TFIDF

文本
演示

采用相同
的文本
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Word2Vec
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的特征
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统一格式，
分词，去停用

文本
预处理
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的与
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文本
训练集

文本
测试集
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预测测试集的类别，
区分真假信息

图 １　 总体框架

Ｆｉｇ． １　 Ｏｖｅｒａｌｌ ｆｒａｍｅｗｏｒｋ

　 　 （１）文本预处理。 对文本的语料库进行处理，主
要包括去掉停用词、虚词、标点符号等，接着进行分词

处理得到后续可以直接使用的数据。 文本分类前去

停用词能够有效改善文本的分类效果，通常是指一些

使用频率极高、却没有实际意义的词，例如：“的”、
“了”、“我”、“吗”等，以及英文中的“ｔｈｅ”、“ａ”、“ｏｆ”
等，还有一些数字、数学字符、标点字符［９］。

（２）特征选择。 在对文本进行预处理后，得到

的数据会有很高的维度且特征相对稀疏，这就需要

选出最相关的特征，且降低数据的维度。
（３）文本表示。 这个过程多是与过程（２）相结

合，通过选取合适的文本表示模型将文本转化为数

字表示，常用的方法是向量空间模型（ＶＳＭ）。
（４）训练器分类。 选取适合当前数据的分类算

法，常用的分类器有 ＳＶＭ，ＫＮＮ 等。 首先，用训练数

据集进行训练；然后，再用测试集对样本数据进行测

试；最后，根据选用的评价指标来对分类效果进行衡

量。

２　 本文算法

２．１　 特征选取

数据经过预处理后进行特征提取。 特征提取词

袋模型是最早的以词为基本处理单元的文本向量化

算法。 该方法容易实现，但却存在很大的问题，当面

对词典中包含大量单词的时候，必然会由于维数过

多而导致数据稀疏，产生数目可观的无效位置，从而

影响计算速度。 由于解码后的数据也会面临词向量

过于稀疏的问题，会产生很多无效位置和无标注数

据。 针对这个问题，本文提出使用 Ｗｏｒｄ２Ｖｅｃ 模型

来进行解决。 研究中，利用神经网络从大量的无标

注数据中快速地提取有用的信息，将其表达成向量

的形式，还可以反映该词汇在上下文中的关系。
Ｗｏｒｄ２Ｖｅｃ 可以将离散的单独符号转化为低维度的

连续值，也就是稠密向量，并且其中意思相近的词将

被映射到向量空间中相近的位置。 而使用神经网络

可以灵活地对上下文进行建模。 具体来说，输入层

为 Ｏｎｅ－ｈｏｔ ｖｅｃｔｏｒ，隐藏层为线性单元，输出层使用

的是 Ｓｏｆｔｍａｘ 回归。 由于文本词语之间关联紧密，
使用具有上下文情境的 Ｗｏｒｄ２Ｖｅｃ 方法将词转化为

向量表示，准确度更高。 本文调用 ｇｅｎｓｉｍ 函数训练

Ｗｏｒｄ２Ｖｅｃ 模型，生成词向量矩阵［１０］。 Ｗｏｒｄ２Ｖｅｃ 主

要包括 ２ 种模型：Ｓｋｉｐ－ｇｒａｍ 和 ＣＢＯＷ。
　 　 Ｓｋｉｐ－Ｇｒａｍ 模型设计如图 ２ 所示。 图 ２ 中，Ｓｋｉｐ－
Ｇｒａｍ 模型主要通过使用目标词汇来预测当前语境下

的上下文词汇，简而言之就是输入为特定的词向量，
输出为该词向量对应的上下文，而 ＣＢＯＷ 模型则与

Ｓｋｉｐ－Ｇｒａｍ 模型相反，就是通过上下文信息，预测目

标词汇出现的概率。 Ｓｋｉｐ－Ｇｒａｍ 模型适用于数据集

较多的情况，而 ＣＢＯＷ 在小型数据库中有着更好的

表现。 本文采用 Ｓｋｉｐ－Ｇｒａｍ 模型用于特征提取。
　 　 将模型输出层和隐藏层的权值表示为一个 Ｖ ×
Ｎ的矩阵Ｗ，Ｗ中的每一行是一个Ｎ维的向量，词典

Ｖ 中第 ｉ 个特征词 ｗ ｉ 在 Ｗ 中相应的表示为 ｖｗｉ
，假设

输入层的输入 ｘ∈ Ｒｖ ［１１］，其中 ｘｋ ＝ １，ｘｋ＇ ＝ ０，ｘ≠ ｘ＇，
则隐含层可以表示为：

ｈ ＝ ＷＴ
ｋ＇ ＝ ｖＴ

ｗｔ
（１）

　 　 输出层共有 Ｃ个 Ｖ维向量，ｗｃ ， ｊ 表示第 ｃ个向量

的第 ｊ 个特征词，ｕｃ ， ｊ 表示隐含层到输出层第 ｃ 个向

量到第 ｊ个单元的线性和，ｙｃ ， ｊ 表示 ｓｏｆｔｍａｘ处理后的

概率值。 则目标函数定义为：

ｐ（ｗｃ，ｊ ｜ ｗｋ） ＝ ｙｃ，ｊ ＝
ｅｘｐ（ｕｃ，ｊ）

∑ Ｖ

ｊ ＝ １
ｅｘｐ（ｕｃ，ｊ）

（２）
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图 ２　 Ｓｋｉｐ－Ｇｒａｍ 模型

Ｆｉｇ． ２　 Ｓｋｉｐ－Ｇｒａｍ ｍｏｄｅｌ

　 　 由于隐含层到输出层共享相同的权值 Ｗ， 可以

推得：
ｕｃ， ｊ ＝ ｖ ．

ｗ ｊ
Ｔ·ｈ，ｃ ＝ １，２，…，Ｃ （３）

　 　 其中， ｖ＇ｗ ｊ
为特征词 ｗ ｊ 的输出向量。

　 　 此时，目标函数更新为：
　 　 Ｅ ＝－ ｌｏｇｐ（ｗ１，ｗ２，…，ｗｃ ｜ ｗｋ） ＝

　 　 　 　 － ｌｏｇ∏
Ｃ

ｃ ＝ １

ｅｘｐ（ｕｃ，ｊ）

∑ ｖ

ｊ． ＝ １
ｅｘｐ（ｕ ｊ·）

＝

　 　 　 　 － ∑
Ｃ

ｃ ＝ １
ｕｃ，ｊ ＋ Ｃ·ｌｏｇ∑

ｖ

ｊ·＝ １
ｅｘｐ（ｕ ｊ．） （４）

假设语料词典 ｖｏｃａｂ 和文档 ｄｉ ＝ ｛ｗ１ ｗ２，…，
ｗｉ｝ 文本经过 Ｗｏｒｄ２Ｖｅｃ 模型训练语料后， 得到单

词词向量，将文档 ｄｉ 的向量表示为：

Ｒ（ｄｉ） ＝ ∑ ｔ
Ｗｏｒｄ２Ｖｅｃ ｔ( ) ， ｔ ∈ ｄｉ （５）

　 　 其中， Ｗｏｒｄ２Ｖｅｃ（ ｔ） 表示词汇 ｔ 的 Ｗｏｒｄ２Ｖｅｃ 词
向量［１２］。

再引入 ＴＦＩＤＦ 模型来计算词向量的权重，由于

ＴＦＩＤＦ 模型本身不具备反映词向量分布情况的能

力，所以将其与 Ｗｏｒｄ２Ｖｅｃ 模型融合， 得到一种

ＴＦＩＤＦ 加权的 Ｗｏｒｄ２Ｖｅｃ 模型，将加权过后的词向量

累加得到新的文档向量表示：

ｗｅｉｇｈｔＲ（ｄｉ） ＝ ∑ ｔ
Ｗｏｒｄ２Ｖｅｃ（ ｔ） × ｗｔ

ｗｈｅｒｅ ｗｔ ＝ ｔｆｉｄｆｔ
{ （６）

２．２　 文本分类

经过数据的预处理、特征选择后，最终得到文本

的向量表示。 本文选择支持向量机（ＳＶＭ）模型进

行分类。 ＳＶＭ 是一种成熟的机器学习中的算法。
多用于解决复杂的非线性分类问题，在线性不可分

的情况下，ＳＶＭ 通过某种事先选择的非线性映射

（核函数）将输入变量映射到一个高维的特征空间，

将其变为高维空间线性可分，在这个高维空间中构

造最优分类超平面，因此 ＳＶＭ 也可称为大间距分类

器：把正负样本以最大的距离分开［１３］。 当训练数据

线性不可分时，对每个数据样本引入一个松弛变量

ζ ≥ ０ 和一个惩罚参数 ｃ ≥ ０ 后得到以下公式：

ｍｉｎ
ω，ｂ

１
２

‖ω‖２ ＋ ｃ∑
ｎ

ｉ ＝ ０
ζｉ （７）

ｓ． ｔ． ｙｉ（ω·ｘｉ ＋ ｂ） ≥ １ － ζｉ，ｉ ＝ １，２，３，…，ｎ
ζｉ ≥ ０， ｉ ＝ １，２，３，…，ｎ （８）

　 　 根据对偶性算法得到公式：

ｍｉｎ
ω， ｂ

１
２ ∑

ｎ

ｉ ＝ １
∑

ｎ

ｊ ＝ １
∂ｉ ∂ｊ ｙｉ ｙ ｊＫ（ｘｉ·ｘ ｊ） － ∑

ｎ

ｉ ＝ １
∂ｉ （９）

ｓ．ｔ． ∑
ｎ

ｉ ＝ １
∂ｉ ｙｉ ＝ ０

０ ≤ ∂ｉ ≤ ｃ，ｉ ＝ １，２，３，…，ｎ （１０）
　 　 再利用核函数通过数据样本和相似性函数来定

义新的特征变量，将原空间的数据映射到新的空间，
从而训练复杂的非线性边界，本质上是将其转化为

了线性问题。 其中 Ｋ（ｘｉ，ｘ ｊ） 为核函数，本文选择高

斯核函数［１０］。 参数 ｃ 权衡模型准确性和复杂性， ｃ
值越小，会有所下降。 参数 ζ 用于调整模型复杂度。
ζ 值越小，高斯分布越窄，模型复杂度越低； ζ 值越

高，高斯分布越宽，模型复杂度越大。 经过多次参数

调整，确定 ｃ ＝ ２，ζ ＝ ０．１ 时分类效果最优。

３　 实验

３．１　 准备工作

本文实验在 Ｗｉｎｄｏｗｓ１０ 操作系统下进行。 为了

验证本文所提出方法（Ｔｈｅ ｐｒｏｐｏｓｅｄ Ｍｏｄｅｌ）的有效

性，本文选择传统的 ＴＦＩＤＦ 模型、ＬＤＡ 主题模型和

基于深度学习的 Ｗｏｒｄ２Ｖｅｃ 模型进行对比试验。
在数据集的选取基础上，本文从国内腾讯新闻

平台针对此次疫情设立的辟谣板块上抓取了１０ ０７３
条疫情相关样本数据，以上疫情相关数据均已表明

该条数据是否属实。
在文本预处理上，本文在去掉文档的标点符号

后，提取与正文相关内容，采用 ＴＨＵＬＡＣ［１４］ 分词工

具，对正文进行分词，该分词工具具有识别能力强、准
确率高、分词速度快等优点。 分词后将得到的数据输

出到一个文件中供实验模型训练，通过预处理将语料

库数据转化成相关模型可以直接处理的数据。
词向量的维度方面，本文分别采用 Ｓ（Ｓｉｚｅ） ＝

［１００，２００，３００，４００，５００］种维度进行对比实验。 最

终数据将被分为 ２ 种主题，即：真或假。
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３．２　 评价指标

分类的结果一般从分类器的准确度和速度两个

方面来评判。 运算速度主要由算法的时间复杂度和

空间复杂度决定，准确度的衡量标准为准确率

（Ｐｒｅｃｉｓｉｏｎ）、召回率（Ｒｅｃａｌｌ） 和 Ｆ１ 值。 这里需用到

的数学公式可写为：

Ｐ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（１１）

Ｒ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１２）

２
Ｆ１

＝ １
Ｐ

＋ １
Ｒ

（１３）

　 　 其中， ＴＰ （Ｔｒｕｅ Ｐｏｓｉｔｉｖｅｓ）表示在标签中为正，
实际也被分为正类； ＴＮ （Ｔｒｕｅ Ｎｅｇａｔｉｖｅｓ）表示在标

签中为负，实际也被分为负类； ＦＰ （Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅｓ）
表示在标签中为负，实际被分为正类； ＦＮ （ Ｆａｌｓｅ
Ｐｏｓｉｔｉｖｅｓ）表示在标签中为正，实际被分为负类。
３．３　 实验结果

各方法的准确率、召回率和 Ｆ１ 值结果如图 ３ ～
图 ５ 所示。 各方法在维度为 ４００ 的情况下，基本都

取得了最优效果。 由图 ３、图 ４ 可以看出，ＬＤＡ 主题

模型相比传统的 ＴＦＩＤＦ 模型在各个维度的准确率

上均有 ５％以上的提升，而与 Ｗｏｒｄ２Ｖｅｃ 模型相比，
ＬＤＡ 主题模型在准确率、召回率和 Ｆ１ 上都有一定的

差距，这也说明了，深度学习在文本分类中的有效

性。 另外，本文提出的方法对比效果最好的基线方

法 Ｗｏｒｄ２Ｖｅｃ 在各维度均有一定的优势，在 Ｋ ＝ ４００
的情况下，本文提出的方法在准确率、召回率和 Ｆ１

上分别有着 ９．４６％、５．４７％和 ５．６２％的提升。 这也切

实说明了缺乏语义信息的 ＴＦＩＤＦ 模型与 Ｗｏｒｄ２Ｖｅｃ
模型结合后，２ 种模型相辅相成，能够很好地提升文

本表达的效果。 从而证明本文提出的方法在对疫情

虚假信息鉴别的准确度上有一定的优势。
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图 ３　 各方法的准确率

Ｆｉｇ． ３　 Ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ｅａｃｈ ｍｅｔｈｏｄ

　 　 除此之外，本文选取了传统的 Ｋ 邻近（ＫＮＮ）和
决策树（ＤＴＣ） ［１５］ 两种分类算法作为分类器的对比

试验。 由上文可知在维度为 ４００的情况下，各方法相

对取得最好的效果，因此选择 Ｓ ＝ ４００ 时，各方法在

不同分类器下的 Ｆ１ 进行对比。
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图 ４　 各方法的召回率

Ｆｉｇ． ４　 Ｔｈｅ ｒｅｃａｌｌ ｏｆ ｅａｃｈ ｍｅｔｈｏｄ
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图 ５　 各方法的 Ｆ１

Ｆｉｇ． ５　 Ｆ１ ｏｆ ｅａｃｈ ｍｅｔｈｏｄ

　 　 各分类方法在不同分类器上的表现见表 １。 由

表 １ 可知，传统的 ＴＦＩＤＦ 模型在 ３ 种分类器上表现

的差异并不明显，这与其缺乏语音信息相关；其次可

以看出，各模型在 ＳＶＭ 分类器上的总体表现要优于

其他 ２ 种分类器，这是由于本文的分类主题较少，对
于疫情的相关信息，只能区分其真假，因此分类主题

为二，而 ＳＶＭ 模型在面对主题少的数据时具有很好

的分类效果；研究同时还发现，本文提出的方法在

ＳＶＭ 随着训练数据集的增加 ＳＶＭ 分类器上得到的

准确率。 召回率和 Ｆ１ 比 ＫＮＮ 分类器下的效果有

５．１１％、６．８１％、４．１９％的改进。 与 ＤＴＣ 分类器相比，
分别有 １２．０７％、１６．９７％、１２．５０％的提升，这是因为

ＤＴＣ 模型更适用于分类主题多的数据，在面对分类

主题少的数据时，其表现较为普通。
表 １　 各分类方法在不同分类器上的表现

Ｔａｂ． １　 Ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｅａｃｈ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｅｔｈｏｄ ｏｎ ｄｉｆｆｅｒｅｎｔ

ｃｌａｓｓｉｆｉｅｒｓ

分类器 分类方法 Ｐｒｅｓｉｏｎ Ｒｅｃａｌｌ Ｆ１

ＤＴＣ ＴＦＩＤＦ ０．６５９ ０．６６４ ０．６６７
ＬＤＡ ０．６６４ ０．６３１ ０．７１６

Ｗｏｒｄ２Ｖｅｃ ０．７０２ ０．６９８ ０．７３６
ＯＭ ０．７５４ ０．７２５ ０．７５２

ＫＮＮ ＴＦＩＤＦ ０．６７１ ０．６３２ ０．６５３
ＬＤＡ ０．７４３ ０．６６７ ０．７５９

Ｗｏｒｄ２Ｖｅｃ ０．７６１ ０．７７３ ０．７９５
ＯＭ ０．８０４ ０．７９４ ０．８１２

ＳＶＭ ＴＦＩＤＦ ０．６８６ ０．６６４ ０．６７２
ＬＤＡ ０．７８８ ０．７４９ ０．７６８

Ｗｏｒｄ２Ｖｅｃ ０．７７２ ０．８０２ ０．８０１
ＯＭ ０．８４５ ０．８４８ ０．８４６
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　 　 通过大量的实验得出本文提出的方法相较于传

统的方法，对虚假信息具有较高的识别率，具体来说

在准确率、召回率和 Ｆ１ 上均有 ５％以上的提升，因而

具有一定的实用价值。

４　 结束语

针对当下虚假信息检测时常出现的识别度低的

问题，本文提出了一种基于 Ｗｏｒｄ２Ｖｅｃ 的虚假信息

检测方法。 该方法利用 Ｗｏｒｄ２Ｖｅｃ 模型引入传统向

量空间模型不具备的语义特征，同时解决以往向量

空间模型特征稀疏的问题。 再针对 Ｗｏｒｄ２Ｖｅｃ 模型

无法很好地度量文本间的语义相似度的问题，利用

ＴＦＩＤＦ 模型对 Ｗｏｒｄ２Ｖｅｃ 模型进行加权融合，最后再

利用 ＳＶＭ 模型优越的二分类能力，以此来区分真假

信息。 通过相关实验得出本文方法对虚假信息辨别

有着极高的准确率，具有良好的性能。
在接下来的工作中，因为 ＴＦＩＤＦ 模型具有很强

的表示文本能力，因而还需要做进一步的深入研究。
所以考虑利用基于词向量距离的文本分类方法，例
如用 ＥＭＤ 距离度量方式来平衡词与词之间的相似

度。 后续也将继续探索效果更精准的疫情虚假信息

的检测方法。
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［ １５ ］ ＣＡＳＴＩＬＬＯ Ｃ， ＭＥＮＤＯＺＡ Ｍ， ＰＯＢＬＥＴＥ Ｂ． Ｉｎｆｏｒｍａｔｉｏｎ
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