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基于改进 ＰｏｉｎｔＲＣＮＮ 的 ３Ｄ 点云目标检测

郑美琳， 高建瓴

（贵州大学 大数据与信息工程学院， 贵阳 ５５００２５）

摘　 要： 针对 ＰｏｉｎｔＲＣＮＮ（３Ｄ Ｏｂｊｅｃｔ Ｐｒｏｐｏｓａｌ Ｇｅｎｅｒａｔｉｏｎ ａｎｄ Ｄｅｔｅｃｔｉｏｎ ｆｒｏｍ Ｐｏｉｎｔ Ｃｌｏｕｄ）在面对不规则点云时很难提取出有区

别特征的问题，提出了一种 Ｐｏｉｎｔ－ＡＮＮ（３Ｄ Ｏｂｊｅｃｔ Ｐｒｏｐｏｓａｌ Ｇｅｎｅｒａｔｉｏｎ ａｎｄ Ａｇｇｒｅｇａｔｉｏｎ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ）的方法。 整个框架分

为 ２ 个阶段。 第一个阶段是自下而上生成 ３Ｄ 建议，第二阶段执行建议的 ＲｏＩ 的感知点云汇集操作，对每个 ３Ｄ 方案中的点云

信息进行分组，并在坐标中改进 ３Ｄ 建议。 引入 ＲｏＩ 感知点云汇集模块来消除点云上进行区域合并时的模糊性，从而更容易

地提取出有区别的特征。 通过在 ＫＩＴＴＩ 数据集上证明了改进的 Ｐｏｉｎｔ－ＡＮＮ 方法相比于其他网络在 ３Ｄ 点云目标检测时精度

更高。
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０　 引　 言

当前，３Ｄ 目标检测在自动驾驶和机器人等领域

获得了广泛应用，故而日益受到工业界和学术界的

高度关注。 激光雷达传感器被广泛地应用在自动驾

驶车辆和机器人中，用于捕捉 ３Ｄ 场景信息，为 ３Ｄ
场景感知和理解提供了重要的线索。 在本文中，提
出把 ＲｏＩ 感知点云模块［１］ 加入到 ＰｏｉｎｔＲＣＮＮ［２］ 中，
从而实现高性能的三维点云目标检测。 现有的大多

数三维检测方法可以根据点云表示分为 ２ 类：基于

网格的方法和基于点的方法。 基于网格的方法通常

将不规则的点云转换成规则的点云来表示，例如 ３Ｄ
体素［３］或 ２Ｄ［４］ 鸟瞰图，可以被 ３Ｄ 或 ２Ｄ 卷积神经

网络（ＣＮＮ）进行有效处理，以学习用于 ３Ｄ 检测的

点特征。 基于点的方法［５］由先锋作品 ＰｏｉｎｔＮｅｔ［６］ 及
其变体提供动力，直接从原始点云中提取有区别的

特征用于 ３Ｄ 检测。 一般来说，基于网格的方法计

算效率更高，但不可避免的信息丢失会降低细粒度

的定位精度，而基于点的方法计算成本更高，实行难

度加大。
本文提出了一种新的三维物体检测框架 Ｐｏｉｎｔ－

ＡＮＮ，研究中结合了基于点和基于体素的特征学习

方法的优点，提高了三维检测性能。 其原理在于首

先提出了一种基于自底向上点云的 ３Ｄ 包围框建议

生成算法，通过将点云分割成前景对象和背景，生成

少量高质量的 ３Ｄ 建议。 从分割中学习到的点表示

不仅有利于建议生成，而且有助于后期的盒子细化；
引入 ＲｏＩ 点云感知模块来消除汇集点的模糊性，对



每个 ３Ｄ 方案中的信息进行分组，然后利用部分聚

合网络根据部分特征和信息框进行评分，细化位置。
本文提出了基于 ＰｏｉｎｔＲＣＮＮ 改进的框架 Ｐｏｉｎｔ －
ＡＮＮ，把其用于 ３Ｄ 目标检测中与其他框架在 Ｃａｒ 类
和 Ｐｅｄｅｓｔｒｉａｎ 类目标中对比精度明显提高。

本文的贡献可以概括为 ４ 个方面：
（１）提出了 Ｐｏｉｎｔ－ＡＮＮ 框架，该框架有效地利

用了基于体素和基于点的方法进行三维点云特征学

习，从而在可管理的内存消耗下提高了三维对象检

测的性能。
（２）提出了自上而下场景编码方案，通这些关

键点特征不仅保持了准确的位置，还编码了丰富的

场景上下文，显著提高了三维检测性能。
（３）提出了一个多尺度的 ＲｏＩ 特征抽象层，可

从场景中聚合更丰富的上下文信息，用于精确的盒

子细化和置信度预测。
（４）提出的方法 Ｐｏｉｎｔ－ＡＮＮ 以显著的裕度优于

所有以前的方法，在竞争激烈的 ＫＩＴＴＩ ３Ｄ 检测基准

上也优于以前的方法。

１　 ＰｏｉｎｔＲＣＮＮ 网络结构

ＰｏｉｎｔＲＣＮＮ 为 ２ 阶段检测框架，可用来从不规

则点云中检测出 ３Ｄ 物体，２ 阶段网络首先生成 ３Ｄ
建议，再进一步细化位置和建议。 具体来说，先要学

习逐点特征来分割原始点云，并从分割的前景点同

时生成 ３Ｄ 建议。 基于这种自底向上的策略，避免

了在 ３Ｄ 空间中使用大量预定义的 ３Ｄ 框，并有效限

制了用于 ３Ｄ 建议生成的搜索空间。 通过学习分割

前景点，点云网络被迫捕获上下文信息以进行精确

的点方向预测，这也有利于 ３Ｄ 框的生成。 对于点

分割，地面真值分割遮罩自然由 ３Ｄ 地面真值框提

供。 对于大型室外场景，前景点的数量通常比背景

点的数量少得多。 因此，使用焦点损失［７］ 来处理类

不平衡问题，损失函数表达式如式（１），在训练点云

分割过程中，保留默认设置 αｔ ＝ ０．２５ 和 γ ＝ ２ 作为原

始值。 具体计算公式可写为：
Ｌｆｏｃａｌ ｐｔ( ) ＝ － αｔ １ － ｐｔ( ) γ ｌｏｇ ｐｔ( )

Ｗｈｅｒｅ ｐｔ ＝
ｐ 　 　 ｆｏｒ ｆｏｒｇｒｏｕｎｄ ｐｏｉｎｔ
１ － ｐ　 ｏｔｈｅｒｗｉｓｅ{ （１）

其中，ＰｏｉｎｔＲＣＮＮ 以 ＰｏｉｎｔＮｅｔ＋＋［８］ 为主干网络，
利用 ＰｏｉｎｔＮｅｔ＋＋网络对每个前景与背景点实现分

割，并且赋予一个类别信息，ＰｏｉｎｔＮｅｔ＋＋框架如图 １
所示。

(N,d+C)
(N1,k,d+C) (N1,d+C1) (N2,k,d+C1) (N2,d+C2)

PointNetSampling@groupingPointNetSampling@grouping

图 １　 ＰｏｉｎｔＮｅｔ＋＋框架图

Ｆｉｇ． １　 ＰｏｉｎｔＮｅｔ ＋ ＋ ｆｒａｍｅｗｏｒｋ

　 　 每一组提取层的输入是 （Ｎ，（ｄ ＋ Ｃ）），其中 Ｎ
是输入点的数量，ｄ 是坐标维度，Ｃ 是特征维度。 输

出是（Ｎ′，（ｄ ＋ Ｃ′）），其中Ｎ′ 是输出点的数量， ｄ 是

坐标维度不变， Ｃ′ 是新的特征维度。

２　 ＲＯＩ 点云感知模块

Ｓｈｉ 等人［２］ 提出了点云区域合并操作，以合并

３Ｄ 方案中的点状特征，从而在第二阶段细化特征。
但该操作容易丢失 ３Ｄ 建议信息，因为点在建议中

没有规则地分布，并且存在从汇集点恢复 ３Ｄ 框的

模糊性。 ＲｏＩ 感知点云特征池示意见图 ２。 由图 ２
可知，不同的提议将导致相同的汇集点，这给细化网

络带来负面影响。 因此，提出了 ＲｏＩ 感知的点云汇

集模块，以将 ３Ｄ 建议均匀地划分为具有固定空间

形状 （Ｈ × Ｗ × Ｌ） 的规则空间，其中 Ｈ、Ｗ、Ｌ 是每个

维度中汇集分辨率的高度、宽度和长度超参数（例
如，在本文的框架中采用 １４×１４×１４），并且独立于

３Ｄ 建议大小。 通过聚集（例如，最大池化或平均池

化）该空间内的点特征来计算每个空间特征，这里空

白空间的特征被设置为零并被标记为空。 提议的

ＲｏＩ 感知池模块是可区分的，这使得整个框架是端到

端可训练的。 本文提出的 ＲｏＩ 感知点云汇集模块将

不同的 ３Ｄ 方案标准化为相同的局部空间坐标，其中

每个空间编码 ３Ｄ 方案中对应的是固定网格的特征。
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图 ２　 ＲｏＩ感知点云特征池示意图

Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ＲｏＩ－ａｗａｒｅ ｐｏｉｎｔ ｃｌｏｕｄ ｆｅａｔｕｒｅ ｐｏｏｌ

３　 改进的 Ｐｏｉｎｔ－ＡＮＮ 网络

３．１　 通过点云分割自底向上生成 ３Ｄ 建议

现有的 ２Ｄ 物体检测方法可分为一阶段和两阶

段方法。 通常情况下，一阶段方法［７］ 更快，但是直

接估计对象边界框而不进行细化，而两阶段方法［９］

首先生成建议，并在第二阶段进一步细化建议和置

信度。 然而，两阶段方法的直接扩展是基于三维空

间和点云的不规则格式。 ＡＶＯＤ ［１０］在 ３Ｄ 空间中放

置 ８０～ １００ 千个锚框，并在多个视图中为每个锚集

中要素，以生成建议。 ＦＰｏｉｎｔＮｅｔ［１１］ 从 ２Ｄ 图像生成

２Ｄ 建议，再基于从 ２Ｄ 区域裁剪的 ３Ｄ 点来估计 ３Ｄ
框，如此就可能会错过只能从 ３Ｄ 空间清晰观察到

的困难对象。 提出了一种精确、鲁棒的三维方案生

成算法，作为基于全场景点云分割的第一阶段子网

络。 观察到三维场景中的物体是自然分离的，相互

之间没有重叠。 所有三维对象的分割模板都可以通

过其三维包围盒标注直接获得，即三维包围盒内的

三维点被视为前景点。 因此，建议以自下而上的方

式生成 ３Ｄ 提案。 具体来说，学习逐点特征来分割

原始点云，并从分割的前景点同时生成 ３Ｄ 建议。
基于这种自底向上的策略方法避免了在 ３Ｄ 空间中

使用大量预定义的 ３Ｄ 框，这样一来就有效限制了

用于 ３Ｄ 建议生成的搜索空间。
３．２　 用于 ３Ｄ 盒细化的零件位置聚合

通过考虑建议中所有 ３Ｄ 点的预测对象内零件

位置的空间分布，用聚集预测零件位置来评估该建

议的质量是合理的。 实际上，可以将其公式转化为

一个优化问题，同时通过拟合相应方案中所有点的

预测零件位置来直接求解 ３Ｄ 包围盒的参数。 然

而，研究发现这种基于优化的方法对异常值和预测

零件位置的质量很敏感。 为了解决这一问题，提出

了一种基于学习的方法来鲁棒地聚合零件位置信

息，用于盒评分和位置细化。 对于每个 ３Ｄ 建议，将
建议的 ＲｏＩ 感知点云汇集操作分别应用于来自第一

阶段的预测的点状零件位置（平均汇集）和点状特

征（最大汇集），这导致大小为（１４×１４×１４×４）和（１４
×１４×１４× Ｃ） 的 ２ 个特征图，其中预测的零件位置图

是 ４ 维的：３ 个用于零件位置 （ｘ，ｙ，ｚ 维度）， １ 个用

于前景分割分数，而 Ｃ 是由第一阶段转换的点状特

征的特征维度在汇集操作之后，以分层方式实现零

件聚集网络，以从预测的对象内部零件位置的空间

分布中学习。 具体来说，首先使用核大小为 ３×３×３
的稀疏卷积层将 ２ 个合并的特征映射转换为相同的

特征维数。 在连接这 ２ 个特征映射后，堆叠了 ４ 个

核大小为 ３×３×３ 的稀疏卷积层，以随着接收域的增

加逐渐聚集部分信息。 这里，还在第二个卷积层之

后利用一个具有 ２×２×２ 的内核大小和 ２×２×２ 步长

的稀疏最大池来将特征映射下采样到 ７×７×７，以节

省计算和参数。 此后将其矢量化为一个特征向量，
并添加 ２ 个分支，用于最终的盒子评分和位置细化。
与将合并后的三维特征图直接矢量化为特征向量的

简单方法相比，提出的零件聚集策略可以通过将特

征从局部尺度聚集到全局尺度来有效地学习预测零

件位置的空间分布。
３．３　 改进的 Ｐｏｉｎｔ－ＡＮＮ 网络框架

Ｐｏｉｎｔ－ＡＮＮ 以自下而上的方式从原始点云生成

３Ｄ 建议，然后用第二个零件聚合阶段执行建议的

ＲｏＩ 感知点云汇集操作，对每个 ３Ｄ 方案中的零件信

息进行分组，使用零件聚合网络对盒子进行评分，再
根据零件特征和信息进行位置优化。 引入 ＲｏＩ 点云

感知模块可以通过编码盒形，并用稀疏卷积加以有

效处理。 研究得到的改进的 Ｐｏｉｎｔ－ＡＮＮ 框架如图 ３
所示。
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图 ３　 改进的 Ｐｏｉｎｔ－ＡＮＮ 框架

Ｆｉｇ． ３　 Ｉｍｐｒｏｖｅｄ Ｐｏｉｎｔ－ＡＮＮ ｆｒａｍｅｗｏｒｋ

２３１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



３．４　 损失函数

将 ２ 个分支附加到从预测零件信息聚合的矢量

化特征向量。 对于盒子评分分支，使用 ３Ｄ 建议书

与其对应的地面真值盒之间的 ３Ｄ ＩｏＵ 作为建议书

质量评估的软标签，这也是通过二元交叉熵损失作

为 Ｅｑ 来学习的。 对于三维建议的生成和细化，采用

平滑 Ｌ１ 损失来回归归一化盒参数，如下所示：

Δｘ ＝ ｘｇ － ｘａ

ｄａ ， Δｙ ＝ ｙｇ － ｙａ

ｈａ ， Δｚ ＝ ｚｇ － ｚａ

ｄａ ，

Δｌ ＝ ｌｏｇ
ｌｇ

ｌａ
æ

è
ç

ö

ø
÷ ，Δｈ ＝ ｌｏｇ

ｈｇ

ｈａ
æ

è
ç

ö

ø
÷ ，Δｗ ＝ ｌｏｇ

ｗｇ

ｗａ
æ

è
ç

ö

ø
÷ （２）

Δθ ＝ θｇ － θａ，ｄａ ＝ 　
ｌａ( ) ２ ＋ ｗａ( ) ２

其中， ｄａ ＝ 　
ｌ( ａ ) ２ ＋ ｗ( ａ ) ２ 归一化鸟瞰图中的

中心偏移； （ｘａ，ｙａ ， ｚａ，ｈａ，ｗａ，ｌａ，θａ） 是 ３Ｄ 锚 ／方案

的参数；（ ｘｇ，ｙｇ ， ｚｇ，ｈｇ，ｗｇ，ｌｇ，θｇ） 表示其对应的地

面真值框。
在这里，为了细化建议，基于 ３Ｄ 建议的参数把

直接回归相对偏移或大小比，因为建议的 ＲｏＩ 感知

点云池模块已经编码了 ３Ｄ 建议的完整几何信息，
并将不同的 ３Ｄ 建议传输到相同的归一化空间坐标

系。 因此，具有相等权重的部分感知阶段有 ３ 个损

失，包括前景点分割的焦点损失、对象内部分位置回

归的二元交叉熵损失和 ３Ｄ 建议生成的平滑损失。
对于部分聚集阶段，有 ２ 个损失也具有相同的损失

权重，包括 ＩｏＵ 回归的二元交叉熵损失和位置细化

的平滑损失。

４　 实验及结果分析

４．１　 实验细节网络架构

对于训练集中的每个 ３Ｄ 点云场景，从每个场

景中抽取 １６ ３８４ 个点作为输入。 对于点数少于

１６ ３８４的场景，随机重复点数，得到 １６ ３８４ 点。 对于

阶段一子网络，使用具有多尺度分组的 ４ 个集合抽

象层将点二次抽样成大小为 ４ ０９６、１ ０２４、２５６、６４ 的

组。 然后使用 ４ 个特征传播层来获得用于分割和建

议生成的每点特征向量。 对于盒子提议细化子网

络，从每个提议的汇集区域随机抽样 ５１２ 个点作为

细化子网络的输入。 使用具有单尺度分组（具有组

大小 １２８、３２、１）的 ３ 个集合抽象层来生成用于对象

置信度分类和建议位置细化的单个特征向量。 在这

里，报告了汽车类别的训练细节，则因其在 ＫＩＴＴＩ 数
据集中有大多数样本，行人的超参数可以从发布的

代码中找到。 对于阶段—子网络，３Ｄ 地面真值框内

的所有点都被视为前景点，其他点被视为背景点。
在训练过程中，忽略物体边界附近的背景点，通过在

物体的每一侧将 ３Ｄ 地面真值框放大 ０．２ ｍ 来进行

鲁棒分割，因为 ３Ｄ 地面真值框可能有小的变化。
对于基于箱的建议生成，超参数被设置为搜索范围

Ｓ ＝ ３ ｍ，箱大小 δ ＝ ０．５ ｍ，定向箱数量 ｎ ＝ １２。 对于

部分聚集阶段，ＲｏＩ 感知点云汇集模块的汇集分辨

率为 １４×１４×１４，经稀疏卷积和特征维数为 １２８ 的最

大汇集处理后下采样为 ７×７×７。 将下采样的特征映

射矢量化为单个特征向量，用于最终的盒子评分和

位置细化。 使用自动数据管理优化器对整个网络进

行端到端培训，批量为 ６５０ 个时期。 使用余弦退火

学习速率策略，初始学习速率为 ０．００１。 从每个场景

中随机选择 １２８ 个建议用于第二阶段的训练，其中

５０％的建议具有 ３Ｄ ＩｏＵ，其对应的地面真值框至少

为 ０．５５。 在训练期间进行常见的数据增强，包括随

机翻转、从［０．９５，１．０５］采样的比例因子的全局缩

放、从 － π
４
，π
４

é

ë
êê

ù

û
úú 采样的围绕垂直轴的角度的全局

旋转。 从推论来看，只有 １００ 个建议来自部分知

晓阶段， ＮＭＳ 阈值为 ０．７，然后由下一个部分汇总阶

段对其进行评分和细化。 最终应用阈值为 ０． ０１
的旋转 ＮＭＳ 去除冗余盒，并生成最终的 ３Ｄ 检测结

果。
４．２　 ＫＩＴＴＩ 上的 ３Ｄ 对象检测

ＫＩＴＴＩ 的 ３Ｄ 对象检测基准包含 ７ ４８１ 个训练样

本和 ７ ５１８ 个测试样本（测试分割）。 遵循常用的

ｔｒａｉｎ ／ ｖａｌ 分割，将训练样本分为 ｔｒａｉｎ 分割（３ ７１２ 个

样本）和 ｖａｌ 分割（３ ７６９ 个样本）。 在 ＫＩＴＴＩ 数据集

的值分割和测试分割上，将点神经网络与最先进的

３Ｄ 对象检测方法进行了比较。 所有模型都在列车

分割上进行训练，并在测试分割和价值分割上进行

评估。 对于 ３Ｄ 对象检测的评估，在 ＫＩＴＴＩ 数据集的

具有挑战性的 ３Ｄ 对象检测基准上对 Ｐｏｉｎｔ－ＡＮＮ 进

行评估，与 ＶｏｘｅｌＮｅｔ［１２］、ＳＥＣＯＮＤ［１３］、ＰｏｉｎｔＲＣＮＮ［２］

等方法在 Ｃａｒ 类和 Ｐｅｄｅｓｔｒｉａｎ 类目标中进行对比实

验，结果见表 １，通过以下度量来评估预测的对象内

零件位置：

ＡｂｓＥｒｒｏｒｕ ＝ １
‖Ｇ‖∑

ｉ ＝ Ｇ
Ｐ ｉ

ｕ － Ｑｉ
ｕ ，ｕ ∈ ｘ，ｙ，ｚ{ }

（３）
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表 １　 在 ＫＩＴＴＩ ３Ｄ 物体检测测试服务器上的性能评估（测试分割）
Ｔａｂ． １　 Ｐｅｒｆｏｒｍａｎｃｅ ｅｖａｌｕａｔｉｏｎ （ ｔｅｓｔ ｓｅｇｍｅｎｔａｔｉｏｎ） ｏｎ ＫＩＴＴＩ ３Ｄ ｏｂｊｅｃｔ ｄｅｔｅｃｔｉｏｎ ｔｅｓｔ ｓｅｒｖｅｒ

Ｍｅｔｈｏｄ Ｍｏｄａｌｉｔｙ
Ｃａｒ （ ＩｏＵ ＝ ０．７）

Ｅａｓｙ Ｍｏｄｅｒａｔｅ Ｈａｒｄ

Ｐｅｄｅｓｔｒｉａｎ （ ＩｏＵ ＝ ０．５）

Ｅａｓｙ Ｍｏｄｅｒａｔｅ Ｈａｒｄ

ＭＶ３Ｄ ＲＧＢ＋ＬｉＤＡＲ ７２．０８ ６３．４０ ５６．２１ — — —

ＵｂｅｒＡＴＧ－ＣｏｎｔＦｕｓｅ ＲＧＢ＋ＬｉＤＡＲ ８３．６５ ６７．３２ ６５．１４ — — —

ＡＶＯＤ－ＦＰＮ ＲＧＢ＋ＬｉＤＡＲ ８２．６５ ７２．１５ ６７．０５ ５０．４５ ４３．０５ ４１．９２

Ｆ－ＰｏｉｎｔＮｅｔ ＲＧＢ＋ＬｉＤＡＲ ８２．２１ ７１．０６ ６３．０１ ５１．３６ ４４．９２ ４２．０２

ＶｏｘｅｌＮｅｔ ＬｉＤＡＲ ７８．１８ ６６．０６ ５８．０９ ３９．６８ ３４．６８ ３５．６５

ＳＥＣＯＮＤ ＬｉＤＡＲ ８４．０２ ７４．１５ ６７．０９ ５２．０２ ４３．２１ ３８．１１

ＰｏｉｎｔＲＣＮＮ ＬｉＤＡＲ ８７．０６ ７７．４２ ７６．３４ ５０．１９ ４４．３２ ３９．２５

Ｐａｒｔ－Ａ＾２ ＬｉＤＡＲ ８６．４２ ７７．６５ ７７．５１ ５０．０２ ４３．６６ ３９．１１

Ｔｈｅ ｐｒｏｐｏｓｅｄ ＬｉＤＡＲ ８８．０６ ７８．０１ ７６．５２ ５４．１７ ４６．８８ ４０．０２

　 　 在 ＫＩＴＴＩ 测试服务器的 ３Ｄ 检测基准上评估的

方法结果显示在表 １ 中，表 ２、表 ３ 显示了融入的

ＲｏＩ 模块与其他聚合部分相比的结果以及影响。 对

于汽车和行人的 ３Ｄ 检测，本文的方法优于以前最

先进的方法，在 Ｅａｓｙ、Ｍｏｄｅｒａｔｅ、Ｈａｒｄ 三个困难等级

方面都有显著的优势。 虽然以前的大多数方法都使

用 ＲＧＢ 图像和点云作为输入，但是本文的方法通过

仅使用点云作为输入来获得更好的性能。 在行人检

测方面，与以往的仅使用激光雷达的方法相比，改进

的方法取得了更好或相当的结果。 然而，本文方法

的性能比具有多个传感器的方法稍差。 认为这是由

于本文的方法仅使用稀疏点云作为输入，但是行人

具有较小的尺寸，并且图像可以捕捉比点云更多的

行人细节，有助于 ３Ｄ 检测。 对于最重要的汽车类

别，改进的方法优于以前的先进方法，在价值分割上

有很大的利润。 特别是在难度较大的情况下，改进

的方法比以前最好的方法有所提高，证明了所提出

的点神经网络的有效性。
表 ２　 ＲｏＩ感知点云区域池的影响

Ｔａｂ． ２　 Ｅｆｆｅｃｔｓ ｏｆ ＲｏＩ－ａｗａｒｅ ｐｏｉｎｔ ｃｌｏｕｄ ｒｅｇｉｏｎ ｐｏｏｌ

Ｍｅｔｈｏｄ ＡＰＥａｓｙ ＡＰＭｏｄ． ＡＰＨａｒｄ

ＲｏＩ ｆｉｆｉｘｅｄ－ｓｉｚｅｄ ｐｏｏｌ（１４×１４×１４）＆ ｓｐａｒｓｅ ｃｏｎｖ ８８．２３ ７８．３６ ７８．０３

ＲｏＩ－ａｗａｒｅ ｐｏｏｌ （１４×１４×１４）＆ＦＣｓ ８９．２１ ７８．４５ ７８．１６

ＲｏＩ－ａｗａｒｅ ｐｏｏｌ（１４×１４×１４）＆ｓｐａｒｓｅ ｃｏｎｖ ８９．２６ ７８．５１ ７８．２０

表 ３　 不同部分聚合网络结构的比较

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐａｒｔ－ａｇｇｒｅｇａｔｉｏｎ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅｓ

Ｍｅｔｈｏｄ ＡＰＥａｓｙ ＡＰＭｏｄ． ＡＰＨａｒｄ

ＲｏＩ－ａｗａｒｅ ｐｏｏｌ ７ × ７ × ７ ＆ ＦＣｓ ８９．２１ ８０．０２ ７８．６５

ＲｏＩ－ａｗａｒｅ ｐｏｏｌ ７ × ７ × ７ ＆ ｓｐａｒｓｅ ｃｏｎｖ ８９．３５ ８０．３２ ７８．７２

Ｔｈｅ ｐｒｏｐｏｓｅｄ ８９．６２ ８０．４５ ７８．９８

５　 结束语

（１）本文考虑到 ＰｏｉｎｔＲＣＮＮ 在面对大量不规则

点云时不能精确地提取出特征这一问题，利用改进

的 Ｐｏｉｎｔ－ＡＮＮ 网络框架从点云中检测三维物体来

弥补这一不足。
（２） 融入 ＲｏＩ 点云感知模块，让每个对象的预

测内部对象部分位置被池化。 因此，随后的部件聚

集阶段可以考虑预测的对象内部件位置的空间关

系，以及对盒子进行评分并细化相应的位置。
（３） 实验表明，本文的方法在具有挑战性的

ＫＩＴＴＩ ３Ｄ 检测基准上取得了最先进的性能，证明了

改进方法有效性。
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