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基于分层网络与局部约束的高光谱图像分类

张　 景， 闫德勤， 于佳宁， 刘德山

（辽宁师范大学 计算机与信息技术学院， 辽宁 大连 １１６０２９）

摘　 要： 高光谱图像存在高维度、带间相关性较高的特点，分类过程中也存在同谱异类的问题。 为此，提出一种基于分层网络

与局部约束的高光谱图像分类方法。 该方法通过空谱信息训练分层深度网络，并与局部约束信息结合实现对高维数据的特

征提取。 同时，融合训练样本与测试样本的类内相似性，以提高分类的准确性。 在 ２ 个高光谱数据集 Ｉｎｄｉａｎ Ｐｉｎｅｓ 和 Ｐａｖｉａ Ｕ⁃
ｎｉｖｅｒｓｉｔｙ 上的实验结果表明，该算法分类性能比其他分类算法精度上有了较大提高。
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０　 引　 言

高光谱图像（Ｈｙｐｅｒｓｐｅｃｔｒａｌ Ｉｍａｇｅ， ＨＳＩ）是一个

三维的数据空间立方体，包括 ２ 个空间维和一个光

谱维，其中包含了丰富的地理信息量，能够清晰地反

映出真实的地表情况［１－２］。 近年来，高光谱图像分

类在很多领域都获得了广泛的应用，如精密农

业［３－６］、地质勘探［７］、环境监测［８］、国防科技［９］ 等方

面。 目前，人们对高光谱图像分类的研究方法主要

分为 ２ 种：传统分类方法和深度学习方法。 稀疏表

示分类算法 （ Ｓｐａｒｓｅ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ，
ＳＲＣ） ［１０］是一种传统的分类方法［１１－１３］，ＳＲＣ 假设测

试样本可以由来自同一类的少量训练样本线性重

构，这一特点使得 ＳＲＣ 与经典的分类方法，如 Ｋ 近

邻（ Ｋ － Ｎｅａｒｅｓｔ Ｎｅｉｇｈｂｏｒ， ＫＮＮ） ［１４］、 支持向量机

（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ，ＳＶＭ） ［１５］ 相比更加简洁。
稀疏表示分类算法只利用了高光谱图像的光谱信

息，忽略了高光谱图像的空间特征。
Ｃｈｅｎ 等人［１６－１７］提出了联合稀疏表示方法（Ｊｏｉｎｔ

Ｓｐａｒｓｅ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ， ＪＳＲＣ），该方法

假设局部窗口中的像素可以通过由训练样本构造的

字典进行联合稀疏表示。 根据表示残差确定每个像

素的类别标签，较好地利用了高光谱图像的空谱信

息。 ＪＳＲＣ 存在的问题是当像素周围窗口中包含异

类像素时，会对样本的线性表示产生类间影响， Ｔｕ
等人［１８－１９］提出了结合相似度量和联合稀疏表示的

分类算法 （ Ｃｏｒｒｅｌａｔｉｏｎ Ｃｏｅｆｆｉｃｉｅｎｔ ａｎｄ Ｊｏｉｎｔ Ｓｐａｒｓｅ
Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ ，ＣＣＪＳＲ），通过计算训练样本和测试

样本的类内相似度，同时减少类间干扰，优化分类的

结果。 Ｌｉ 等人［２０］证明了局部性比稀疏性更加关键，



在分类中，局部性具有重要作用［２１－２４］。 传统的稀疏

分类方法使用 ｌ１ 范数，与字典原子距离远的样本会

丢失欧氏距离信息，造成分类不稳定［２４］。 因此，Ｃｕｉ
等人［２５］提出了类依赖稀疏表示分类方法 （Ｃｌａｓｓ－
ｄｅｐｅｎｄｅｎｔ Ｓｐａｒｓｅ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ Ｃｌａｓｓｉｆｉｅｒ ， ｃｄＳＲＣ）
用于高光谱图像的分类，有效地结合了 ＫＮＮ 分类

器，将欧氏距离和重构误差引入到同一个函数中。
然而，当有多个类别与测试样本的类别相似时，利用

残差和距离之和来确定标签的方法就不适用了。 为

了解决这一问题，Ｚｈａｎｇ 等人［２４］ 提出了一种局部约

束稀疏表示分类方法 （ Ｌｏｃａｌｉｔｙ － ｃｏｎｓｔｒａｉｎｅｄ Ｓｐａｒｓｅ
Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ， ＬＳＲＣ）， ＬＳＲＣ 没有使

用所有的训练集作为字典，而是选择靠近测试样本

的样本构成局部字典，消除了远离测试样本的训练

样本。
传统分类方法依赖于专业知识和经验来获取光

谱空间特征，而深度学习方法通过聚合低级信息自

动获取高级抽象表示，避免了复杂的特征提取工程。
深度学习主要基于深度神经网络 （ Ｄｅｅｐ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ， ＤＮＮ） ［２６－２９］实现多个神经网络层（每层由

多个节点组成），通过网络能够学习输入输出之间

的复杂关系［３０－３１］。 传统的深度学习方法大多只涉

及空谱的噪声滤波，而忽略了光谱的噪声滤波。 因

此，Ｚｈｏｕ 等人［３２］ 提出了结合高光谱图像特点的光

谱空间网络（Ｓｐｅｃｔｒａｌ－Ｓｐａｔｉａｌ Ｎｅｔｗｏｒｋ， ＳＳＮ）。
以上研究结果表明，在高光谱图像的分类中，基

于局部约束的稀疏表示模型尤为重要，充分利用空

间信息和光谱信息也必不可少。 为取得更优的分类

性能，针对 ＬＳＲＣ 对空谱特征结合运用不充分的问

题，本文提出了基于分层网络与局部约束的高光谱图

像分类方法（Ｓｐｅｃｔｒａｌ －ｓｐａｔｉａｌ Ｎｅｔｗｏｒｋ ａｎｄ Ｌｏｃａｌｉｔｙ －
ｃｏｎｓｔｒａｉｎｅｄ Ｓｐａｒｓｅ Ｒｅｐｒｅｓｅｎｔａｔｉｏｎ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ，
ＳＬＳＲＣ）。 本算法能够充分利用高光谱图像的光谱

信息和空间信息，根据训练样本和测试样本之间的

欧氏距离信息，构造了一个新的稀疏表示字典。 为

了证明本算法在高光谱图像分类应用中的性能，选
取常见的 ２ 个高光谱图像数据集， Ｉｎｄｉａｎ Ｐｉｎｅｓ、
Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数 据 集， 与 ＫＮＮ［１４］、 ＳＲＣ［１０］、
ｃｄＳＲＣ［２５］、ＬＳＲＣ［２４］算法进行综合比较，结果表明本

文提出算法在图像分类中表现出较高的分类性能。
本文的其余部分安排如下：第 １ 节介绍本文所提出

的算法：基于分层网络的局部约束字典分类算法；第
２ 节对实验结果进行展示和分析；第 ３ 节对本文进

行总结。

１　 基于分层网络的局部约束字典分类算法

ＳＬＳＲＣ 算法由 ２ 部分构成，分别为：构建局部约

束字典和基于局部约束字典的稀疏表示。 第一部分

利用分层深度网络完成局部约束字典的构建，第二

部分将得到的字典用于稀疏表示，并与相关系数结

合进行分类。
１．１　 融合深度网络的局部字典构建

本文构建空谱特征学习模型（ ｓｐｅｃｔｒａｌ － ｓｐａｔｉａｌ
ｆｅａｔｕｒｅ ｌｅａｒｎｉｎｇ ｕｎｉｔｓ，ＳＳＦＬ） ［３２］来获取数据特征。 每

一个 ＳＳＦＬ 通过分层形式依次学习光谱特征和空间

特征，最终获取高光谱图像的空谱特征。 将 ＳＳＦＬ
叠加在一起，上一个 ＳＳＦＬＵ 的输出作为下一个

ＳＳＦＬＵ 的输入，形成一个多层的深度网络结构、
即 ＳＳＮ，该网络能够获得高光谱图像更优的空谱特

征。
ＳＳＦＬＵ 使用线性判别分析（Ｌｉｎｅａｒ Ｄｉｓｃｒｉｍｉｎａｎｔ

Ａｎａｌｙｓｉｓ， ＬＤＡ）处理光谱特征学习的过程，空间特

征学习是进行空间滤波，使用多个自适应空间滤波

器对 ＬＤＡ 的处理结果，获得同一区域图像的不同尺

度表示。 ＬＤＡ 确保同一类像素具有相似的特性，而
不管其在空间中的距离有多远，自适应空间滤波则

是保证同一类内的相邻像素具有相似的特征。
ＬＤＡ 通过最大化类间分散的同时最小化类内

的分散来获得不同类别数据之间的最大区分度。 对

于 Ｎ 个训练样本 Ｘ ＝ ［ｘ１，ｘ２，…，ｘＮ］ ∈ Ｒｄ×Ｎ， 将 Ｋｓｐｅ

设为此阶段的滤波器数量，Ｗｓｐｅ ∈ＲＫｓｐｅ∗ｄ′ 为滤波器，
整体数据的均值 ｍ 可以表示为：

ｍ ＝ １
Ｎ∑

Ｎ

ｎ ＝ １
ＷＴ

ｓｐｅＸｃ
ｎ （１）

　 　 对于第 ｃ 类数据，平均值 ｍｃ 为：

ｍｃ ＝
１
Ｎｃ
∑
Ｎｃ

ｎ ＝ １
ＷＴ

ｓｐｅＸｃ
ｎ （２）

　 　 其中， Ｎｃ 是 ｃ类样本总数， Ｘｃ
ｎ 为 ｃ类样本的第 ｎ

个像素，类内离散度矩阵 Ｓｗ 表示为：

　 Ｓｗ ＝ ∑
Ｃ

ｃ ＝ １
ｐｃ

１
Ｎｃ
∑
Ｎｃ

ｉ ＝ １
ＷＴ

ｓｐｅＸｃ
ｉ － ｍｃ( ) ＷＴ

ｓｐｅＸｃ
ｉ － ｍｃ( ) Ｔ

（３）

其中， ｐｃ ＝
Ｎｃ

Ｎ
，类间离散度矩阵 Ｓｂ 可以表示为：

Ｓｂ ＝ ∑
Ｃ

ｃ ＝ １
ｐｃ ｍｃ － ｍ( ) ｍｃ － ｍ( ) Ｔ （４）

　 　 使用一系列滤波器，最大限度地提高类间散射

和类内散射［３３］的比率：
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ｍａｘ
Ｗｓｐｅ∈ＲＫｓｐｅ∗ｄ′

＝
ＷＴ

ｓｐｅＳｂＷｓｐｅ

ＷＴ
ｓｐｅＳｗＷｓｐｅ

（５）

　 　 特征向量对应的若干最大特征值 λ，求解：

ＳｂＷｓｐｅ ＝ λＳＷＷｓｐｅ （６）

　 　 得出所对应的前 Ｋｓｐｅ 个光谱特征向量 Ｗｓｐｅ，光
谱滤波器Ｗｓｐｅ 可以利用滤波器对ＨＳＩ数据归一化后

的每一个像素进行处理形成新的数据集。
对于光谱特征学习的输出数据，ＳＳＦＬＵ 使用自

适应加权滤波器（Ａｄｅｐｔｉｖｅ Ｗｅｉｇｈｔｅｄ Ｆｉｌｔｅｒ， ＡＷＦ）来
提取空间特征信息。 ＡＷＦ 是一个块区域内的空间

滤波器，中心像素（向量）根据分配给其邻居的权

值被生成的特征替换。 自适应权重 Ｗｉ， ｊ
ｓｐｅ 可以表示

为：

Ｗｉ， ｊ
ｓｐｅ ＝

Ｓｉ， ｊ

∑ｍ∗ｍ

１
Ｓｉ， ｊ

（７）

　 　 其中， ｍ∗ｍ 为滤波器的大小；相似量度 Ｓｉ， ｊ ＝

ｅｘｐ －
‖ｐ０ － ｐｉ， ｊ‖２

σ
æ

è
ç

ö

ø
÷ ；ｐ０ 为中心像素； ｐｉ， ｊ 为第 ｉ行

ｊ 列像素；σ 可以自适应地确定为 σ ＝ １
ｓｔｄ ｄ( )

， 这里

ｄ ｉ －１( ) ∗ｍ＋ｊ ＝ ‖ｐ０ － ｐｉ， ｊ‖２。 一旦获得了权重，通过

加权累加相邻像素来生成一个新的中心像素表示，
通过多次堆叠形成新的数据集。 在 ＡＷＦ 中，定义

的滤波器是平滑滤波器，权重由相似度来定义。 这

种情况下，中心像素和其在同一类内的相邻像素之

间的权值更大。 另一方面，在一个局部区域内的像

素通常代表在 ＨＳＩ 中相同的材料。 因此，在同一类

中获得的像素会变得更相似。 由此，ＡＷＦ 确保了同

一个类中的像素具有相似的特性。
对于得到的新数据集，本文利用 ＫＮＮ 算法来构

建局部约束字典。 Ｋ－近邻（ＫＮＮ）分类器［３４］ 是预测

测试样本所属类别的最简单方法，目的是在给定的

空间中寻找与测试样本最接近的 Ｋ 个训练样本，并
将训练样本的类信息分配给测试样本。 在本文中，
对于未知类别的待测样本 ｙ ＝ ［ｙ１，ｙ２，…，ｙｄ］ ∈ Ｒｄ×１

和训练样本 Ｘ ＝ ［ｘ１，ｘ２，…，ｘＮ］ ∈Ｒｄ×Ｎ，使用欧氏距

离来估计测试样本 ｙ 与训练样本 ｘｎ 之间的距离 ｄｎ，
如式（８） 所示：

ｄｎ ＝ ‖ｙ － ｘｎ‖２
２ （８）

　 　 由此对 ｄｎ 排序，选取最小的 Ｋ个 ｄｎ 所对应的训

练样本作为测试样本 ｙ 对应的局部约束字典。 局部

约束字典构建过程如图 １ 所示。
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数据
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数据
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分层深度网络处理数据

图 １　 局部约束字典构建过程

Ｆｉｇ． １　 Ｃｏｎｓｔｒｕｃｔｉｏｎ ｐｒｏｃｅｓｓ ｏｆ ｌｏｃａｌｉｔｙ－ｃｏｎｓｔｒａｉｎｅｄ ｄｉｃｔｉｏｎａｒｙ

１．２　 融合分层网络与局部约束字典的稀疏表示

稀疏表示分类方法（ＳＲＣ）在高光谱图像分类中

显现出来强大的能力。 对于获得的基于分层局部约

束的字典 Ｄ ＝ Ｄ１，Ｄ２，…，ＤＣ{ } ∈ Ｒｂ×Ｎ， 其中， ｂ 为光

谱带的数量， Ｃ 为类别数， Ｎ ＝∑ Ｃ

ｉ ＝ １
Ｎｉ 是字典样本

的总数， Ｄｉ ＝ ［ｄｉ１，ｄｉ２，…，ｄｉＮｉ
］ ∈Ｒｄ×Ｎｉ 为第 ｉ类子字

典， ｄｉｊ ∈ ＲＢ 为第 ｉ 类子字典中的第 ｉ 个元素。 对于

任意给定的第 ｉ类测试样本 ｙ，可由第 ｉ类子字典 Ｄｉ

中样本的线性组合来表示，即：
ｙ ＝ ｄｉ１αｉ１ ＋ ｄｉ２αｉ２ ＋ … ＋ ｄｉＮｉ

αｉＮｉ ＝ Ｄｉαｉ （９）
　 　 其中， αｉ 为稀疏系数，在实际应用中，由于测试

样本的未知性，需要用整个字典 Ｄ 来表示测试样本

ｙ，即：
ｙ ＝ Ｄα （１０）

　 　 其中， α ＝ ［α１，α２，…，α ｃ］ 为子字典对应的稀

疏系数， α 是一个稀疏矩阵，即只有第 ｉ 类训练样样

本所对应的系数为非零值，通过计算约束问题得到

α：

α^ ＝ ａｒｇ ｍｉｎ
α

‖α‖０， ｓ．ｔ． ｙ ＝ Ｄα （１１）

　 　 其中， ‖·‖０ 表示 ｌ０ 范数，用来计算 α 中的非

零值，上式求解是 ＮＰ（Ｎｏｎｄｅｔｅｒｍｉｎｉｓｔｉｃ Ｐｏｌｙｎｏｍｉａｌ－
ｔｉｍｅ） 难问题［３５］， ＳＲＣ 使用正交匹配追踪算法

（Ｏｒｔｈｏｇｏｎａｌ Ｍａｔｃｈｉｎｇ Ｐｕｒｓｕｉｔ， ＯＭＰ） ［３６］ 求解， ＯＭＰ
算法选取所有训练集区域迭代选择最优样本、使用

所有类中的原子作为字典，由于 ＨＳＩ 样本之间具有

较强的相关性，在分类过程中会导致选择多个类中

的原子用于线性表示，而 ＳＲＣ 的观点是测试样本应

该由来自同一类的样本线性表示。 因此，本文使用

类依赖的正交匹配追踪算法 （ Ｃｌａｓｓ － ｄｅｐｅｎｄｅｎｔ
Ｏｒｔｈｏｇｏｎａｌ Ｍａｔｃｈｉｎｇ Ｐｕｒｓｕｉｔ， ｃｄＯＭＰ） ［２５］ 分类，即分

别将 ＯＭＰ 算法应用于第 ｉ 个子字典。 在 ｃｄＯＭＰ
中，第 ｉ类的残差 ｒｉ 是通过计算测试样本 ｙ与重构样

本 ｙ^ｉ 之间的误差得到的。 最后，将测试样本分布到

残差最小的第 ｉ 类：
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ｒｉ（ｙ） ＝ ａｒｇ ｍｉｎ
ｉ ＝ １，２，…，ｃ

‖ｙ － ｙ^ｉ‖２ ＝ ａｒｇ ｍｉｎ
ｉ ＝ １，２，…，ｃ

‖ｙ － Ｄα^ｉ‖２

（１２）
在真实的高光谱数据中，局部区域像素存在同

谱异类或同类异谱的形式，这些因素将严重影响联

合稀疏表示模型的分类性能。 相关参数（Ｃｏｒｒｅｌａｔｉｏｎ
Ｃｏｅｆｆｉｃｉｅｎｔ， Ｃｏｒ）是一种用于确定 ２ 个变量相关性的

有效度量标准，文献［１８］指出不同像素之间的 Ｃｏｒ
用于确定像素之间是否属于同一类，同一类中的像

素通常彼此具有高相关性，反之亦然。 本文为客观

地增加分层深度网络特征字典与测试样本之间的关

联性，将融合联合稀疏表示与相关参数以平衡同谱

异类或同类异谱所带来的分类不稳定性。 给定测试

样本 ｙ 和第 ｉ 类分层深度网络特征字典 Ｄｉ ＝ ［ｄｉ１，
ｄｉ２，…，ｄｉＮｉ

］ ∈Ｒｄ×Ｎｉ，其中 ｄｉｊ 表示第 ｉ类第 ｊ个原子，
那么一个字典原子 ｄｉｊ 与一个测试样本 ｙ 之间的相

关系数 ρ ｉ， ｊ 为：

ρ ｉ， ｊ ＝
ｃｏｖ（ｄｉｊ，ｙ）

ｖａｒ（ｄｉｊ） · ｖａｒ（ｙ）
＝

　
∑ ｄ

ｚ ＝ １
（（ｄｉｊ） ｚ － μ ｄｉｊ））（ｙｚ － μ ｙ）

∑ ｄ

ｚ ＝ １
（（ｄｉｊ） ｚ － μｄｉｊ） ２ · ∑ ｄ

ｚ ＝ １
（ｙｚ － μ ｙ） ２

（１３）
其中， ｖａｒ（ｄｉｊ）、ｖａｒ（ｙ） 表示第 ｉ类第 ｊ个字典原

子与测试样本 ｙ 之间的方差； μ ｄｉｊ 和 μ ｙ 分别表示字

典原子和测试样本的平均值。 对所得的所有 ρ ｉ 进

行排序，根据文献［１８］选取前 ｋ 个相关系数并取得

相应的平均值作为当前字典原子和测试样本之间的

相关系数 Ｃｏｒｉ。 公式如下：

Ｃｏｒｉ ＝
１
ｋ
（ρｉ１ ＋ ρｉ２ ＋．．． ＋ ρｉｋ） （１４）

　 　 最后，将基于分层深度网络局部字典的稀疏表

示与相关系数结合，利用如下公式进行分类：
ｃｌａｓｓ（ｙ） ＝ ａｒｇ ｍｉｎ

ｉ ＝ １，２，…，Ｃ
（ ｒｉ（ｙ） ＋ β（１ － Ｃｏｒｉ（ｙ））） （１５）

１．３　 算法具体流程

给定高光谱数据，高光谱真实地物矩阵，测试样

本，测试样本数据标签矩阵，测试样本索引矩阵，空
谱网络层数，光谱滤波器，空间滤波次数，自适应加

权滤波器 ＡＷＦ 窗口矩阵Ｗｉｎｄｓ，分层深度网络特征

字典 Ｄ，类别数 Ｃ，联合稀疏表示窗口大小 Ｐａｔｃｈ，相
关参数近邻点个数 ｑ，正则化参数 β。 基于分层网络

与局部约束的高光谱图像分类方法流程具体如下。
算法：基于分层网络与局部约束的高光谱图像

分类

输入：高光谱数据，高光谱真实地物矩阵，测试

样本，测试样本数据标签矩阵，测试样本索引矩阵，
空谱网络层数，光谱滤波器，空间滤波次数，自适应

加权滤波器 ＡＷＦ 窗口矩阵 Ｗｉｎｄｓ，分层深度网络特

征字典 Ｄ，类别数 Ｃ，联合稀疏表示窗口大小 Ｐａｔｃｈ，
相关参数近邻点个数 ｑ，正则化参数 β。

输出： ＯＡ、ＡＡ、Ｋａｐｐａ 系数

　 　 步骤 １　 利用 ＳＳＮ 学习空谱特征

１．１　 利用 ＬＤＡ 提取光谱特征；
１．２　 计算出光谱滤波器 Ｗｓｐｅ；
１．３　 利用光谱滤波器 Ｗｓｐｅ 对高光谱数据进行

归一化处理，形成新的数据集 ＤａｔａＮｅｗ；
１．４　 利用 ＡＷＦ 学习空间特征；
１．５　 计算空间特征自适应权重 Ｗｓｐａ；
１．６　 利用空间特征自适应权重 Ｗｓｐａ 对邻近像

素进行加权求和；
１．７　 多次堆叠形成新的空谱特征数据集。
步骤 ２　 利用 ＫＮＮ 构建分层位置约束字典

２．１　 在 ＬＤＡ 投影空间中计算测试样本 ｙ 和 ｘ
之间的欧氏距离；

２．２　 选取 ｋ 个最近的原子并找到相应的索引；
２．３ 　 根据索引集形成基于局部约束的字典

Ｄ。
步骤 ３　 利用 ｃｄＯＭＰ 和相关系数进行分类

３．１　 对每一个子字典 Ｄｃ 分别运用 ＯＭＰ 算法；
３．２　 利用公式 α ｃ ＝ ａｒｇ ｍｉｎ ‖ｙ － Ｄｃα‖２

２ 计算

每一类的稀疏系数；
３．３　 利用公式 ｒｃ ＝ ａｒｇ ｍｉｎ ‖ｙ － Ｄｃαｃ‖２

２ 求解

每一类的残差；
３．４　 利用式（１３）、式（１４）计算每一类的字典

原子和测试样本之间的相关系数；
３．５　 利用式（１５）进行分类。

２　 实验结果与分析

为了验证本文算法的有效性，在 ２ 个高光谱图

像数据集上进行实验，分别为 Ｉｎｄｉａｎ Ｐｉｎｅｓ 数据集和

Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据集［３２］，并选择经典传统算法

ＫＮＮ、ＳＲＣ、ｃｄＳＲＣ 和 ＬＳＲＣ 进行比较。 本文使用总

体准确率（ＯＡ）、 平均准确率（ＡＡ） 和 Ｋａｐｐａ 系数

（Ｋａｐｐａ） ［３７］ 三个评价标准来评价算法的分类性

能。 这里，ＯＡ 表示正确分类的样本数与测试样本总

数的比值，ＡＡ是衡量每一类ＯＡｓ的平均值，Ｋａｐｐａ是

分类测试样本的百分比，就是由纯偶然的预期的协

议数修正的，所有精度均通过 ５ 次重复实验获得。
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在 ２个数据集上随机选择每个类别的 １０％的标记样

本进行训练，剩余样本用于测试。
２．１　 在 Ｉｎｄｉａｎ Ｐｉｎｅｓ 数据集上的实验结果

Ｉｎｄｉａｎ Ｐｉｎｅｓ 数据集是印第安纳州西北部一个

区域的高光谱图像。 图像大小为 １４５×１４５ 像素，每
个像素的空间分辨率为２０ ｍ。ＡＶＩＲＩＳ 传感器在０．４～
２．５ μｍ 的光谱范围内产生 ２２０ 个波段，为降低实验

误差通常去除 ２０ 个吸水带将光谱带的数量降至

２００［３８］。 图 ２ 中给出了波段 １７、２７ 和 ５０ 组成的三波

段伪彩色图和真实地面图。 由图 ２ 可知，该数据集包

含 １６ 个真实类别，其中大多数为农作物，如玉米、大
豆、小麦、燕麦等。 在这个实验中，剔除训练样本较少

的类选择了 １２ 种作物，具体样本划分见表 １。

图 ２　 Ｉｎｄｉａｎ Ｐｉｎｅｓ数据集三波段伪彩色图和真实地面图

Ｆｉｇ． ２ 　 Ｔｈｒｅｅ ｂａｎｄ ｐｓｅｕｄｏ ｃｏｌｏｒ ｍａｐ ａｎｄ ｒｅａｌ ｇｒｏｕｎｄ ｍａｐ ｏｆ

Ｉｎｄｉａｎ Ｐｉｎｅｓ ｄａｔａｓｅｔ

表 １　 Ｉｎｄｉａｎ Ｐｉｎｅｓ数据集样本信息

Ｔａｂ． １　 Ｉｎｄｉａｎ Ｐｉｎｅｓ ｄａｔａｓｅｔ ｓａｍｐｌｅ ｉｎｆｏｒｍａｔｉｏｎ

名称 训练样本 测试样本 样本总数

Ｃｏｒｎ－ｎｏｔｉｌｌ １４４ １ ２９０ １ ４３４

Ｃｏｒｎ－ｍｉｎｔｉｌ ８４ ７５０ ８３４

Ｃｏｒｎ ２４ ２１０ ２３４

Ｇｒａｓｓ－ｐａｓｔｕｒｅ ５０ ４４７ ４９７

Ｇｒａｓｓ－ｔｒｅｅｓ ７５ ６７２ ７４７

Ｈａｙ－ｗｉｎｄｒｏｗｅｄ ４９ ４４０ ４８９

Ｓｏｙｂｅａｎ－ｎｏｔｉｌｌ ９７ ８７１ ９６８

Ｓｏｙｂｅａｎ－ｍｉｎｔｉｌｌ ２４７ ２ ２２１ ２ ４６８

Ｓｏｙｂｅａｎ－ｃｌｅａｎ ６２ ５５２ ６１４

Ｗｈｅａｔ ２２ １９０ ２１２

Ｗｏｏｄｓ １３０ １ １６４ １ ２９４

Ｂｕｉｌｄｉｎｇｓ－Ｇ－Ｔ－Ｒ ３８ ３４２ ３８０

总计 １ ０２２ ９ １４９ １０ １７１

　 　 表 ２ 展示了 Ｉｎｄｉａｎ Ｐｉｎｅｓ 数据集上不同算法的

分类准确率，通过比较 ＫＮＮ、ＳＲＣ、ｃｄＳＲＣ、ＬＳＲＣ 与

本文提出算法的 ＯＡ、ＡＡ 和 Ｋａｐｐａ 系数可以很清楚

地看到，本文算法具有最优的分类效果； 相较于传

统的 ＫＮＮ 算法，总体准确率 ＯＡ 提高了约 ２９％；相
较于相对传统的 ｃｄＳＲＣ 算法，总体准确率 ＯＡ 提高

了大约 １５％；相较于较新的 ＬＳＲＣ 算法，总体准确率

ＯＡ 提高了大约 ９％。 Ｉｎｄｉａｎ Ｐｉｎｅｓ 数据集不同方法

分类对照结果如图 ３ 所示。 由图 ３ 可以清晰地看

出，与对照算法相比，ＳＬＳＲＣ 算法的分类结果中噪

音较少，类间结构清晰。
表 ２　 Ｉｎｄｉａｎ Ｐｉｎｅｓ数据集相关算法分类准确率

Ｔａｂ． ２　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ Ｉｎｄｉａｎ Ｐｉｎｅｓ ｄａｔａｓｅｔ ｃｏｒｒｅｌａｔｉｏｎ
ａｌｇｏｒｉｔｈｍ

名称 ＫＮＮ ＳＲＣ ｃｄＳＲＣ ＬＳＲＣ ＳＬＳＲＣ

Ｃｏｒｎ－ｎｏｔｉｌｌ ５５．２７ ６５．１０ ７６．０６ ８２．４９ ９７．４２

Ｃｏｒｎ－ｍｉｎｔｉｌ ５５．８６ ５８．２０ ６５．５１ ８０．０２ ９１．１１

Ｃｏｒｎ ００．４６ ４８．１０ ７１．５６ ７１．５６ ９７．６２

Ｇｒａｓｓ－ｐａｓｔｕｒｅ ６４．８９ ９４．３７ ９３．０６ ９０．８２ ９７．２７

Ｇｒａｓｓ－ｔｒｅｅｓ １００ ５３．９１ ９７．６１ ９６．４２ ９７．２６

Ｈａｙ－ｗｉｎｄｒｏｗｅｄ ９８．１３ ９７．４５ １００ １００ ９９．３１

Ｓｏｙｂｅａｎ－ｎｏｔｉｌｌ ８２．６８ ６３．９４ ７９．６７ ８０．７１ ９６．６７

Ｓｏｙｂｅａｎ－ｍｉｎｔｉｌｌ ７４．２７ ７５．７６ ８１．１７ ９０．００ ９７．５８

Ｓｏｙｂｅａｎ－ｃｌｅａｎ ４６．９０ ６８．８８ ７６．４９ ９０．５９ ９６．１０

Ｗｈｅａｔ ９２．４３ ９５．３３ ９９．３７ ９９．４７ ９５．６５

Ｗｏｏｄｓ ９７．６２ ９２．４６ ９５．９６ ９７．５９ ９８．２２

Ｂｕｉｌｄｉｎｇｓ－Ｇ－Ｔ－Ｒ ７０．２２ ７２．２８ ７３．０９ ７２．８０ ８７．９２

ＯＡ ６８．４２ ７２．２９ ８２．５８ ８８．４６ ９７．１５

ＡＡ ５９．４３ ７３．５３ ８３．５８ ７９．６１ ９６．０７

Ｋａｐｐａ ６３．３４ ６９．３９ ８０．１２ ８６．７８ ９６．７５

２．２　 在 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据集上的实验结果

Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据集是由帕维亚大学通过反

射光学系统成像光谱仪 ＲＯＳＩＳ 采集的帕维亚大学

的城市图像，各图像大小为 ６１０×３４０ 像素，每个像

素的空间分辨率为 １．３ ｍ。 ＲＯＳＩＳ 传感器在 ０．４３ 至

０．８６ μｍ 的光谱范围内产生 １１５ 个波段，为降低实

验误差通常去除 １２ 个最嘈杂的频段将光谱带的数

量降至 １０３［３８］。 图 ４ 中给出了 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据

集三波段伪彩色图和真实地面图。 由图 ４ 可知，该
数据集包含 ９ 个真实类别，其中大多数基建材料，
如沥青、砾石、裸土、彩绘金属板等。 在实验中，根据

论文通常对 ９ 类真实数据选取 １０％作为训练样本、
总计 ３ ９２１ 个，其余 ３８ ８５５个数据作为测试样本，具
体样本划分见表 ３。
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（ａ） ＫＮＮ　 　 　 　 　 　 　 　 　 （ｂ） ＳＲＣ　 　 　 　 　 　 　 （ｃ） ｃｄＳＲＣ　 　 　 　 　 　 　 　 （ｄ） ＬＳＲＣ　 　 　 　 　 　 （ｅ） ＳＬＳＲＣ
图 ３　 Ｉｎｄｉａｎ Ｐｉｎｅｓ数据集不同方法分类对照图

Ｆｉｇ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｅｔｈｏｄｓ ｏｆ Ｉｎｄｉａｎ Ｐｉｎｅｓ ｄａｔａｓｅｔ

图 ４　 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据集三波段伪彩色图和真实地面图

Ｆｉｇ． ４　 Ｔｈｒｅｅ ｂａｎｄ ｐｓｅｕｄｏ ｃｏｌｏｒ ｍａｐ ａｎｄ ｒｅａｌ ｇｒｏｕｎｄ ｍａｐ ｏｆ Ｐａｖｉａ
Ｕｎｉｖｅｒｓｉｔｙ ｄａｔａｓｅｔ

表 ３　 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据集样本信息

Ｔａｂ． ３　 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ ｄａｔａｓｅｔ ｓａｍｐｌｅ ｉｎｆｏｒｍａｔｉｏｎ

名称 训练样本 测试样本 样本总数

Ａｓｐｈａｌｔ ５４８ ６ ０８３ ６ ６３１

Ｍｅａｄｏｗｓ ５４０ １８ １０９ １８ ６４９

Ｇｒａｖｅｌ ３９２ １ ７０７ ２ ０９９

Ｔｒｅｅｓ ５２４ ２ ５４０ ３ ０６４

Ｐａｉｎｔｅｄ ｍｅｔａｌ Ｓｈｅｅｔｓ ２６５ １ ０８０ １ ３４５

Ｂａｒｅ Ｓｏｉｌ ５３２ ４ ４９７ ５ ０２９

Ｂｉｔｕｍｅｎ ３７５ ９５５ １ ３３０

Ｓｅｌｆ－Ｂｌｏｃｋｉｎｇ Ｂｒｉｃｋｓ ５１４ ３ １６８ ３ ６８２

Ｓｈａｄｏｗｓ ２３１ ７１６ ９４７

总计 ３ ９２１ ３８ ８５５ ４２ ７７６

　 　 表 ４ 展示了 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据集上不同算法

的分类准确率，通过比较 ＫＮＮ、ＳＲＣ、ｃｄＳＲＣ、ＬＳＲＣ
与本文提出算法 ＯＡ、 ＡＡ 和 Ｋａｐｐａ 系数可以很清楚

地看到，本文算法具有最优的分类效果，相较于传统

的 ＫＮＮ 算法，总体准确率 ＯＡ 提高了约 １５％；相较

于相对传统的 ｃｄＳＲＣ 算法，总体准确率 ＯＡ 提高了

大约 １３％；相较于较新的 ＬＳＲＣ 算法，总体准确率

ＯＡ 提高了大约 ９％。 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据集不同方

法分类对照结果如图 ５ 所示。 由图 ５ 可以清晰地看

出，与对照算法相比，ＳＬＳＲＣ 算法的分类结果中噪

音较少，类间结构清晰。
表 ４　 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据集相关算法分类准确率

Ｔａｂ． ４ 　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ ｄａｔａｓｅｔ
ｃｏｒｒｅｌａｔｉｏｎ ａｌｇｏｒｉｔｈｍ

名称 ＫＮＮ ＳＲＣ ｃｄＳＲＣ ＬＳＲＣ ＳＬＳＲＣ

Ａｓｐｈａｌｔ ７８．９７ ７８．１８ ９０．５８ ９０．６３ ９９．３１

Ｍｅａｄｏｗｓ ９９．０５ ９５．４０ ９５．５９ ９６．７１ ９９．８８

Ｇｒａｖｅｌ ６０．４５ ６２．４６ ６８．６０ ７２．３１ ９９．５７

Ｔｒｅｅｓ ７９．１５ ８５．４６ ８６．１１ ８９．５５ ９９．７４

Ｐａｉｎｔｅｄ ｍｅｔａｌ Ｓｈｅｅｔｓ ９９．１７ ９９．６６ ９９．８３ ９９．８３ １００

Ｂａｒｅ Ｓｏｉｌ ４３．８７ ５５．０１ ７８．３２ ８０．３３ ９９．９３

Ｂｉｔｕｍｅｎ ８０．２８ ７５．５２ ８０．７０ ８３．６２ １００

Ｓｅｌｆ－Ｂｌｏｃｋｉｎｇ Ｂｒｉｃｋｓ ８６．０８ ７５．５５ ８０．２６ ８０．２９ ９８．４９

Ｓｈａｄｏｗｓ ９３．７７ ８８．１４ ９９．５３ ９９．７６ ９９．８８

ＯＡ ８４．３２ ８３．３２ ８６．２２ ９０．４８ ９９．６６

ＡＡ ８０．０９ ７９．５０ ８９．６２ ８８．１２ ９９．６５

Ｋａｐｐａ ７８．５５ ７７．５２ ８５．６３ ８７．３１ ９９．５６

２．３　 参数分析

在本节中，将分析参数如何影响 ＳＬＳＲＣ 的性

能。 利用本文提出的 ＳＬＳＲＣ 算法分类时，存在 ３ 个

参数：稀疏度 Ｓ、近邻点个数 Ｋ 和正则化参数 λ 影响

实验结果。 本文依据文献［１８］，固定 Ｓ和Ｋ，采取控

制变量法调整第三个参数 λ， 通过比较 ＯＡ 的值选

取最优的参数。 在 Ｉｎｄｉａｎ Ｐｉｎｅｓ 数据集上，固定 Ｓ ＝
２０，Ｋ ＝ ６，在 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据集上，固定 Ｓ ＝ ２０，
Ｋ ＝ ６，分别在 ２ 个数据集上选取 λ， 如图 ６ 所示，给
出 ２ 个实验的实验结果。

６６ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １２ 卷　



　 　 （ａ） ＫＮＮ　 　 　 　 　 　 （ｂ） ＳＲＣ　 　 　 　 　 （ｃ） ｃｄＳＲＣ　 　 　 　 　 　 （ｄ） ＬＳＲＣ　 　 　 　 　 （ｅ） ＳＬＳＲＣ　
图 ５　 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据集不同方法分类对照图

Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｅｔｈｏｄｓ ｉｎ Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ ｄａｔａｓｅｔ
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（ｂ） Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据集

图 ６　 不同参数取值在 ２ 个数据集对分类准确率的影响

Ｆｉｇ． ６ 　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐａｒａｍｅｔｅｒ ｖａｌｕｅｓ ｏｎ ｃｌａｓｓｉｆｉｃａｔｉｏｎ

ａｃｃｕｒａｃｙ ｉｎ ｔｗｏ ｄａｔａ ｓｅｔｓ

　 　 从图 ６ 可以看出，在 Ｉｎｄｉａｎ Ｐｉｎｅｓ 数据集上当

λ ＝０．４ 时，ＯＡ取得最大值，即 λ ＝ ０．４ 时分类结果精

度最高； 在 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据集上当 λ ＝ ０．６ 时，
ＯＡ 取得最大值，即 λ ＝ ０．６ 时本算法的分类精度最

高。 本算法的性能可以通过改变参数进行调整。
２．４　 训练样本选取的影响

为了验证 ＫＮＮ、ＳＲＣ、ｃｄＳＲＣ、ＬＳＲＣ 以及本文算

法在不同训练样本个数下的分类性能，分别在

Ｉｎｄｉａｎａ Ｐｉｎｅｓ 和 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 两个数据集上进行

实验。 在 Ｉｎｄｉａｎ Ｐｉｎｅｓ 和 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ 数据集上

都分别随机选取该类样本数的 １％、２％、３％、４％、
５％、６％、７％、８％、９％、１０％作为训练样本，每类剩下

的样本用作测试样本。 将实验的总体分类准确度作

为评价指标。 实验结果如图 ７ 所示。
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图 ７　 相同训练样本个数下各种算法的分类准确率

Ｆｉｇ． ７　 Ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｖａｒｉｏｕｓ ａｌｇｏｒｉｔｈｍｓ ｕｎｄｅｒ ｔｈｅ ｓａｍｅ
ｎｕｍｂｅｒ ｏｆ ｔｒａｉｎｉｎｇ ｓａｍｐｌｅｓ

　 　 根据图 ７ 得出，在 Ｉｎｄｉａｎａ Ｐｉｎｅｓ 和 Ｐａｖｉａ Ｕｎｉｖｅｒｓｉｔｙ
两个数据集上选取总样本的 １％ ～ １０％作为训练样

本时，分类的准确率逐渐上升，其中，当训练样本占
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总样本的 １０％时准确率最高，故本文选取每类样本

的 １０％作为训练样本，其余样本作为测试样本。 由

图 ７ 可以清晰地看出，从样本的 １％ ～１０％本文提出

算法的准确率都明显高于经典的 ＳＲＣ 算法、ＫＮＮ 算

法和较为新颖的 ＬＳＲＣ 算法，再一次证明了本文算

法的有效性。

３　 结束语

本文提出了基于分层网络与局部约束的高光谱

图像分类方法，首先利用分层深度网络提取高光谱

图像的空谱特征信息，得到新数据集，然后计算原子

间的欧氏距离，并根据 Ｋ 近邻算法选取前 Ｋ 个距离

最近的原子得出基于局部约束的字典，最后计算训

练样本和测试样本间的相关系数，结合基于局部约

束的字典与稀疏表示进行分类。 选取 ２ 个高光谱数

据集实验，由本文提出算法与 ＫＮＮ、ＳＲＣ、ｃｄＳＲＣ、
ＬＳＲＣ 算法的对比实验表明，本算法具有更优的分

类性能。 同时，在不同训练样本的选择下进行了分

析对比，由此进一步验证了新算法具有更稳定、更好

的分类性能。 本算法主要论证了空谱信息结合在高

光谱图像分类中的重要作用。 在进一步的研究中，
将针对局部约束字典的构建进行更深入的研究，更
好地利用表示学习算法对高光谱图像进行分类。
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