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基于 ＢｉＧＲＵ－Ｃａｐｓｕｌｅ 的多标签文本分类
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摘　 要： 传统的文本分类一般采用单标签形式，但现实生活中多标签文本比单标签文本具有更广泛的应用场景。 本文提出一

种 ＢｉＧＲＵ－Ｃａｐｓｕｌｅ 模型的多标签文本分类方法，该方法首先通过嵌入层将输入的文本序列转化为向量表示；然后通过 ＢｉＧＲＵ
和 Ｃａｐｓｕｌｅ 提取文本特征；最后使用 ｓｉｇｍｏｉｄ 分类器进行分类。 为确保数据量足够，利用今日头条 ２０１８ 新闻标题多标签语料

数据集进行实验，将胶囊网络模型作为对比模型进行多标签文本分类实验与分析。 实验结果表明：本文模型的多标签文本分

类效果得到有效提升。
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０　 引　 言

在大数据时代，每天都在产生各种类型的数据，
数据量大且具有多样性。 多标签文本在日常生活中

十分常见，例如：一条微博可能同时标注“明星”、
“综艺”、“搞笑”、“娱乐”等多个标签；一则体育新

闻可能同时标注“体操”、“奥运会”、“体育”等标

签。 多标签文本分类在现实生活中有许多实际应

用，如视频注释、主题识别［１］、情感分析［２］、信息检

索［３］等。 因此，多标签文本分类任务是自然语言处

理领域一个十分重要却又富有挑战性的任务。

１　 相关研究

目前，多标签文本分类的研究方法可分为 ３ 种

类型，分别是算法适应方法、问题转换方法和神经网

络方法。 算法适应方法是根据已存在的传统单标签

文本分类算法，进行相对应的改进后，得到适应处理

多标签分类的算法。 Ｅｌｉｓｓｅｅ 等人提出 Ｒａｎｋ －ＳＶＭ

（Ｒａｎｋｉｎｇ Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ）方法［４］，是将经典

的支持向量机运用到多标签分类中；陆凯等人提出

的 ＭＬ－ＫＮＮ 方法［５］，是先利用 Ｋ 近邻算法得到近

邻样本的标签，然后未知示例的标记集合是通过最

大化后验概率推理得到。 问题转换方法是将多标签

分类任务转化为传统的单标签分类任务，目前单标

签分类任务已经有许多成熟的算法可以选择。 如，
二元分类算法 ＢＲ（Ｂｉｎａｒｙ Ｒｅｌｅｖａｎｃｅ） ［６］，是将多标

签学习问题分解为多个独立的二元分类问题，但存

在缺乏发现标签间相互依赖的能力，这将会导致预

测标 签 的 性 能 降 低； 标 签 统 一 算 法 ＬＰ （ Ｌａｂｅｌ
Ｐｏｗｅｒｓｅｔ） ［７］，是将每个有可能的标签重新整合成一

组新的标签集合，再将问题转化为单标签分类任务；
分类器链算法 ＣＣ（Ｃｌａｓｓｉｆｉｅｒ Ｃｈａｉｎｓ） ［８］，是将多标签

学习任务转换为二元分类问题链，链上每个节点对

应于一个标记，通过模拟标签之间的相关性进行分

类；文献［９］设计了基于流式多目标回归器 ｉＳＯＵＰ－
Ｔｒｅｅ 的多标签分类方法；文献［１０］设计了一种基于



去噪自编码器和矩阵分解联合嵌入多标签分类算法

Ｄｅｅｐ ＡＥ－ＭＦ；如此等等。 上述两个类型的方法都

是依赖于大量特征工程的传统机器学习方法。
近年来，随着深度学习的发展，和机器学习方法

相比，深度学习可以自动学习文本特征，具有泛化性

更强的优点。 因此，研究者提出了许多基于神经网

络的方法，深度神经网络被广泛应用于多标签文本

分类任务。 Ｂｅｒｇｅｒ 等人［１１］ 在词嵌入层，利用预训练

模型 ｗｏｒｄ２ｖｅｃ 来捕获单词顺序，将向量输入到 ＣＮＮ
和 ＧＲＵ 上，相比传统的词袋模型分类性能得到提

升；Ｂａｋｅｒ［１２］设计了一种基于 ＣＮＮ 架构的标签共现

的多标签文本分类方法；Ｌｉｕ 等［１３］ 针对极端多标签

文本分类中巨大标签空间引发的数据稀疏性和可扩

展性，考虑到标签共现问题，提出了 ＸＭＬ－ＣＮＮ，用
卷积神经网络设计了动态池处理文本分类；Ｃｈｅｎ 等

人［１４］提出 ＣＮＮ 与 ＲＮＮ 的融合机制模型，将 ＣＮＮ 的

输出作为 ＲＮＮ 的输入，来捕获文本的局部和全局语

义信息，再进行多标签的分类任务；Ｙａｎｇ 等［１５］ 首次

提出将序列生成思想应用于多标签文本分类；Ｑｉｎ
等［１６］延续序列生成思想，构建新的训练目标，以便

ＲＮＮ 能发现最佳标签顺序；Ｈｉｎｔｏｎ 等［１７－１８］提出的胶

囊网络模型，采用向量神经单元和动态路由更新机

制，改进了卷积神经网络模型，克服了 ＣＮＮ 的弊端，
在图像处理领域已取得较好成果；Ｚｈａｏ 等人［１９］ 首

次将胶囊网络模型应用在文本分类任务上，其分类

效果比 ＣＮＮ 有一定的提升。

２　 ＢｉＧＲＵ－Ｃａｐｓｕｌｅ 模型

多标签文本分类问题的目标，是为每个未分类

文本样本标注合适的类别标签。 可定义为： Ｘ ＝ Ｒｍ

表示输入样本有 ｍ 维特征空间， Ｙ ＝ ｛ｙ１，ｙ２，…，ｙｎ｝
表示所有类别标签集合，共有 ｎ 个类别标签。 通过

训练样本集 Ｄ ＝ ｛（ｘｉ，Ｙｉ） １ ≤ ｉ ≤ ｋ｝， 学习得到了

一个分类器 ｆ：Ｘ → ２Ｙ。 其中， ｘｉ ∈ Ｘ 是输入空间 Ｘ
的训练样本， ｙｉ ∈ Ｙ 是 ｘｉ 的类别标签集合。 每个样

本都有一个标签集合与之关联，最后通过分类器得

到测试样本的所属标签集合［２０］。 基于 ＢｉＧＲＵ －
Ｃａｐｓｕｌｅ 的多标签文本分类模型整体结构如图 １ 所

示。
　 　 传统的卷积神经网络在池化层中进行标量计算

的操作，在该过程中可能会导致文本特征的丢失。
针对上述问题，“神经网络之父”Ｈｉｎｔｏｎ 提出了胶囊

模型，该模型将池化层的标量计算改为向量计算，用
神经元向量代替传统卷积神经网络的单个神经元节

点，从而确保更多信息不丢失，该神经元向量就是

“胶囊”（Ｃａｐｓｕｌｅ）。 本文模型是在胶囊模型的基础

上构建的，该模型经过 ＢｉＧＲＵ 和胶囊模型分别提取

到文本的全局和局部特征，最后使用 ｓｉｇｍｏｉｄ 分类器

输出标签。
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图 １　 ＢｉＧＲＵ－Ｃａｐｓｕｌｅ 模型整体结构

Ｆｉｇ． １　 Ｏｖｅｒａｌｌ ｓｔｒｕｃｔｕｒｅ ｏｆ ＢｉＧＲＵ－Ｃａｐｓｕｌｅ ｍｏｄｅｌ

２．１　 ＬＳＴＭ 模块

循环神经网络（ＲＮＮ）是一种用于处理序列数

据的神经网络。 标准的 ＲＮＮ 结构中有重复的神经

网络模块，以链式的形式存在。 这个重复模块只有

单一神经网络层，因此 ＲＮＮ 在处理长时间依赖会出

现梯度消失和梯度爆炸的问题。 为此，Ｇｒａｖｅｓ 等

人［２１］ 提出了长短时记忆网络 （ Ｌｏｎｇ Ｓｈｏｒｔ － Ｔｅｒｍ
Ｍｅｍｏｒｙ，ＬＳＴＭ）。 ＬＳＴＭ 模型在 ＲＮＮ 的基础上加入

了记忆单元和门控机制，使其可以选择性的记住或

遗忘信息，从而使时间序列上的记忆信息可控，具备

长期记忆功能，在更长的序列中有更好的表现。
ＬＳＴＭ 的重复模块有 ４ 个神经网络层，以一种非常

特殊的方式进行信息的交互，每个 ＬＳＴＭ 模块都具

有记忆能力。 一个 ＬＳＴＭ 重复模块如图 ２ 所示。

图 ２　 ＬＳＴＭ 模块

Ｆｉｇ． ２　 ＬＳＴＭ ｍｏｄｕｌｅ
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　 　 ＬＳＴＭ 重复模块的神经网络计算公式如下：
ｉｔ ＝ δ Ｗｉ· ｈｔ －１，ｘｔ ＋ ｂｉ( ) ， （１）
ｆｔ ＝ δ Ｗｆ· ｈｔ －１，ｘｔ ＋ ｂｆ( ) ， （２）
ｏｔ ＝ δ Ｗｏ· ｈｔ －１，ｘｔ ＋ ｂｏ( ) ， （３）

Ｃ ｔ ＝ ｔａｎｈ Ｗｃ· ｈｔ －１，ｘｔ ＋ ｂｃ( ) ， （４）
Ｃ ｔ ＝ ｆｔ∗Ｃ ｔ －１ ＋ ｉｔ∗Ｃ ｔ －１， （５）

ｈｔ ＝ ｏｔ∗ｔａｎｈ Ｃ ｔ( ) ． （６）
　 　 其中， ｉｔ、ｆｔ、ｏｔ 分别表示输入门、遗忘门、输出

门； ｘ、ｈ、ｃ 表示输入层、隐藏层、记忆单元；Ｗ是权重

矩阵； ｂ 是偏置向量。
单向 ＬＳＴＭ 只能提取输入文本上文特征，而不

能采集到下文的文本特征，为了能够得到文本全局

的语义信息，Ｓｃｈｕｓｔｅｒ 等人［２２］ 提出了双向循环神经

网络。 将单向网络结构变为双向网络结构，在一定

程度上解决了梯度爆炸或梯度消失问题，并且利用

当前词的上下文信息提取出输入文本的全局特征表

示。 将前后 ２ 个输出向量，得到最终提取的文本特

征向量 ｈｔ， 如式（７）：

ｈｔ ＝ ［ｈｔ
→􀱇 ｈｔ

←］ ． （７）
２．２　 ＢｉＧＲＵ 模块

ＧＲＵ 可以看做 ＬＳＴＭ 的一种变体，２０１４ 年由

Ｃｈｏ 等人［２３］ 提出。 将 ＬＳＴＭ 中隐藏状态和细胞状

态合并成一种状态，相比 ＬＳＴＭ 的模型要简单，参数

更少、更容易收敛，缩短了训练时间，常用来构建大

训练量的模型。 ＧＲＵ 首先读取词嵌入向量 ｘｔ 以及

隐藏层状态向量 ｈｔ－１ 后，经过门控，计算产生输出向

量 ｈ
～

ｔ 和隐藏层状态向量 ｈｔ。 计算公式如下：
ｚｔ ＝ σ（Ｗｉ∗［ｈｔ －１，ｘｔ］）， （８）
ｒｔ ＝ σ（Ｗｒ∗［ｈｔ －１，ｘｔ］）， （９）

ｈ
～

ｔ ＝ ｔａｎｈ（Ｗｃ∗［ ｒｔ·ｈｔ －１，ｘｔ］）， （１０）

ｈｔ ＝ （１ － ｚｔ）·ｃｔ －１ ＋ ｚｔ·ｈ
～

ｔ ． （１１）
　 　 其中， σ 是 ｓｉｇｍｏｉｄ函数；ｚｔ 是一个更新门，控制

信息流入下一个时刻； ｒｔ 是一个重置门，控制信息丢

失，二者共同决定隐藏状态的输出。 本文所使用的

ＢｉＧＲＵ 结构如图 ３ 所示。

图 ３　 ＢｉＧＲＵ 结构

Ｆｉｇ． ３　 ＢｉＧＲＵ ｓｔｒｕｃｔｕｒｅ

２．３　 Ｃａｐｓｕｌｅ 模块

胶囊网络（ＣａｐｓＮｅｔ）的创新，在于提出了输入是

向量，输出也是向量的方法。 传统的卷积神经网络

通过池化层来获取文本的局部特征，但在池化层的

操作过程中会造成信息的损失，降低了模型的效率，
难以有效地进行编码，且缺乏文本表达能力。 胶囊

网络中使用神经元向量代替传统神经网络的单个神

经元节 点， 该 神 经 元 向 量 就 是 所 谓 的 “ 胶 囊 ”
（Ｃａｐｓｕｌｅ）。 通过动态路由（Ｄｙｎａｍｉｃ Ｒｏｕｔｉｎｇ）训练

神经网络，自动的学习单词之间存在的联系，实现向

量的信息传递，不仅获取单词在文本中的位置信息，
还可以捕获文本的局部空间特征。 Ｃａｐｓｕｌｅ 中的激

活向量是某个类别特定实体的特征表示，对每个不

同的类别，输出不同的向量。 向量的模长表示属于

该类别的概率，用激活向量的方向表征对应实例的

参数。 在传统的神经网络中， 一般选择 Ｓｉｇｍｏｉｄ、
Ｒｅｌｕ 等作为激活函数， 但在胶囊网络中提出了新的

激活函数 Ｓｑｕａｓｈｉｎｇ。 一个 Ｃａｐｓｕｌｅ 结构如图 ４ 所

示。 计算方法如式（１２）－式（１６）所示。

?W2

?c1
?W1

?c2

图 ４　 Ｃａｐｓｕｌｅ 结构

Ｆｉｇ． ４　 Ｃａｐｓｕｌｅ ｓｔｒｕｃｔｕｒｅ

ｕ
∧

ｊ ｉ ＝ Ｗｉｊ·ｕｉ， （１２）

ｃｉｊ ＝
ｅｘｐ（ｂｉｊ）

∑ ｋ
ｅｘｐ（ｂｉｊ）

， （１３）

ｓ ｊ ＝ ∑
ｉ
ｃｉｊ·ｕ

∧

ｊ ｉ， （１４）

ｖｊ ＝
‖ｓ ｊ‖２

０．５ ＋ ‖ｓ ｊ‖２·
ｓ ｊ

‖ｓ ｊ‖
， （１５）

ｂｉｊ ← ｂｉｊ ＋ 〈ｕ
∧

ｊ ｉ，ｖｊ〉 ． （１６）
　 　 其中， ｕ 为上一层的胶囊输出； ｃｉｊ 为耦合系数，
用来预测上一层胶囊和下一层胶囊之间的相似性；
ｓ ｊ 为 ｓｑｕａｓｈｉｎｇ函数的输入；Ｗ为变换矩阵参数；ｖｊ 为
输出向量； ｂｉｊ 的初始值设置为 ０ 。

３　 实验结果及分析

３．１　 实验数据集

为了验证模型的有效性，实验采用今日头条

２０１８ 新闻标题多标签语料数据集，该数据集共包含

５９１第 ５ 期 肖萍婉， 等： 基于 ＢｉＧＲＵ－Ｃａｐｓｕｌｅ 的多标签文本分类



２ ９１４ ０００条新闻标题 １ ０７０ 个标签。 取其中 ２３ ６７７ 条

新闻标题作为训练集，５ ２６１ 条新闻标题作为测试集。
３．２　 实验环境及参数设置

本文的实验环境为 ｌｉｎｕｘ 操作系统ｏｐｅｎＳＵＳＥＬｅａｐ４２．３，
ｉｎｔｅｌ（Ｒ） Ｃｏｒｅ （ ＴＭ） ｉ５ － ７５００ 的 ＣＰＵ，ＧｅＦｏｒｃｅ ＲＴＸ
２０８０Ｔｉ 的 ＧＰＵ；编程语言为 ｐｙｔｈｏｎ３． ６，基于 Ｋｅｒａｓ
框架，ＴｅｎｓｏｒＦｌｏｗ 后端实现。 为了提高训练的效率，
实验模型参数设置为：句子最大长度为 ５０， ｐａｔｉｅｎｃｅ
为 ５，ｂａｔｃｈ＿ｓｉｚｅ 为 ３２，ｄｒｏｐｏｕｔ 率为 ０．５，ＢｉＧＲＵ 隐藏

层维数为 ２５６，胶囊数量为 ３２，实验最大迭代次数为

２０。
３．３　 实验评价指标

在多标签文本分类中， 一般采用 ｓｉｇｍｏｉｄ 函数

作为输出层的激活函数，使用二分类交叉熵函数

（ｂｉｎａｒｙ＿ｃｒｏｓｓｅｎｔｒｏｐｙ，ＢＣＥ）作为损失函数。 即将最

后分类层的每个输出节点使用 ｓｉｇｍｏｉｄ 激活函数激

活，然后对每个输出节点和对应的标签计算交叉熵

损失函数。 公式如下：
ＢＣＥ （ｘ） ｉ ＝ － ［ｙｉ ｌｏｇｆｉ（ｘ） ＋ （１ － ｙｉ）ｌｏｇ（１ － ｆｉ（ｘ））］，

（１７）
　 　 其中， ｘ 为输入； Ｃ 为分类类别数； ｉ 属于［１，
Ｃ］； ｙｉ 为第 ｉ 个类别对于的真实标签。

本文采用的准确率 （ａｃｃｕｒａｃｙ） 是 ｋｅｒａｓ 中的

ｔｏｐ＿ｋ＿ｃａｔｅｇｏｒｉｃａｌ ＿ａｃｃｕｒａｃｙ。 准确率的计算公式如

下：

ａｃｃ ＝ Ｔ
Ｔ ＋ Ｆ ＋ Ｎ

， （１８）

　 　 其中， Ｔ代表正确分类的文本数量； Ｆ代表错误

分类的文本数量； Ｎ 代表属于该类但未被分到该类

别的文本数量。 ａｃｃｕｒａｃｙ 的计算公式，是得到预测

对的 样 本 数 与 总 样 本 数 的 比 值。 ｃａｔｅｇｏｒｉｃａｌ ＿
ａｃｃｕｒａｃｙ 要求：样本在真值类别上的预测分数，是所

有类别预测分数的最大值才算预测正确。 不同的

是， ａｃｃｕｒａｃｙ 针对的是真实标签（ ｙ＿ｔｒｕｅ）和预测标

签（ ｙ＿ｐｒｅｄ），都为具体标签的情况，而 ｃａｔｅｇｏｒｉｃａｌ＿
ａｃｃｕｒａｃｙ 针对的是 ｙ＿ｔｒｕｅ 为 ｏｎｅ －ｈｏｔ 标签， ｙ＿ｐｒｅｄ
为向量的情况。 对于 ｔｏｐ＿ｋ＿ｃａｔｅｇｏｒｉｃａｌ＿ａｃｃｒａｃｙ 来说

就是计算 ｔｏｐ － ｋ 正确率，当预测值的前 ｋ 个值中存

在目标类别即认为预测正确。
假设有 ４ 个样本，其 ｙ＿ｔｒｕｅ 为［［０， ０， １］， ［０，

１， ０］， ［０， １， ０］， ［１， ０， ０］］， ｙ＿ｐｒｅｄ 为［［０．１， ０．
６， ０．３］， ［０．２， ０．７， ０．１］， ［０．３， ０．６， ０．１］， ［０．９，
０， ０．１］］。 则 ｃａｔｅｇｏｒｉｃａｌ＿ａｃｃｕｒａｃｙ 计算方法为：

（１ ） 将 ｙ＿ｔｒｕｅ 转 为 非 ｏｎｅｈｏｔ 的 形 式， 即

ｙ＿ｔｒｕｅ＿ｎｅｗ ＝ ［２， １， １， ０］。
（２）将 ｙ＿ｐｒｅｄ 转为标量标签。 其原理是：选取

预测向量中最大值所在索引位置作为预测标签，即
得到 ｙ＿ｐｒｅｄ＿ｎｅｗ ＝ ［１， １， １， ０］。

（３）将 ｙ＿ｔｒｕｅ＿ｎｅｗ 和 ｙ＿ｐｒｅｄ＿ｎｅｗ 代入公式（１８）
中计算，得到最终的 ｃａｔｅｇｏｒｉｃａｌ＿ａｃｃｕｒａｃｙ 为 ７５％。

ｔｏｐ＿ｋ＿ｃａｔｅｇｏｒｉｃａｌ＿ａｃｃｕｒａｃｙ 的计算方法与 ｋ息息

相关。 将 ｙ＿ｐｒｅｄ 转为标量标签的原理是：选取预测

向量中最大 ｋ 个值所在索引位置作为预测标签，ｔｏｐ
＿ｋ＿ｃａｔｅｇｏｒｉｃａｌ＿ａｃｃｕｒａｃｙ 具体计算方法为：

（１ ） 将 ｙ＿ｔｒｕｅ 转 为 非 ｏｎｅｈｏｔ 的 形 式， 即

ｙ＿ｔｒｕｅ＿ｎｅｗ ＝ ［２， １， １， ０］。
（２）计算 ｙ＿ｐｒｅｄ 的 ｔｏｐ＿ｋ 的 ｌａｂｅｌ。 如 ｋ ＝ ２ 时，

ｙ＿ｐｒｅｄ＿ｎｅｗ ＝ ［［０， １］， ［０， １］， ［０， １］， ［０，
２］］。

（３）根据每个样本的真实标签是否在预测标签

的 ｔｏｐ＿ｋ内，来统计准确率。 以上述 ４ 个样本为例，２
不在［０， １］内，１ 在［０， １］内，１ 在［０， １］内，０ 在

［０， ２］内，４ 个样本总共预测对了 ３ 个。 因此， ｋ ＝ ２
时 ｔｏｐ＿ｋ＿ｃａｔｅｇｏｒｉｃａｌ＿ａｃｃｕｒａｃｙ ＝ ７５％。

本文使用的数据集的标签数有 １ ０７０ 类，每个

样本的标签数多且不定，因此将 ｋ 设置为 ３３。 （在
实验结果与分析中，将 ｔｏｐ＿ｋ＿ｃａｔｅｇｏｒｉｃａｌ＿ａｃｃｕｒａｃｙ
简写为 ｔｋ － ａｃｃ。 ）
３．４　 实验结果与分析

今日头条 ２０１８ 新闻标题多标签语料数据集多

标签文本分类结果见表 １。
表 １　 多标签文本分类结果

Ｔａｂ． １　 Ｍｕｌｔｉ－ｌａｂｅｌ ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ

Ｍｏｄｅｌ ｔｋ － ａｃｃ

ＣａｐｓＮｅｔ ０．７２６ ７

ＢｉＧＲＵ－Ｃａｐｓｕｌｅ１（一层 Ｃａｐｓｕｌｅ） ０．７６１ １

ＢｉＧＲＵ－Ｃａｐｓｕｌｅ３（三层 Ｃａｐｓｕｌｅ） ０．７９１ ５

　 　 本文实验的主要模型是基于胶囊网络中的

ｃａｐｓｕｌｅ，且在实验过程中发现，叠加多层胶囊能达到

较好的效果。 因此，设置 ＣａｐｓＮｅｔ 模型和一层胶囊

模型与本文模型做对比实验。 由实验结果可见，本
文实验模型效果最好。 其准确率随着迭代次数的变

化曲线如图 ５ 所示。 ＢｉＧＲＵ － Ｃａｐｓｕｌｅ 模型对比

ＣａｐｓＮｅｔ 模型和 ＢｉＧＲＵ－Ｃａｐｓｕｌｅ１，在准确率上分别

提升了 ３．４８％、３．０４％。 证明与只能获取局部特征

的 ＣａｐｓＮｅｔ 模型相比，本文实验模型的效果更佳。
ＣａｐｓＮｅｔ 模型平均训练一轮的时间约 ２７９ ｓ，ＢｉＧＲＵ－
Ｃａｐｓｕｌｅ１ 模型平均训练一轮的时间约 ３７６ ｓ，ＢｉＧＲＵ

６９１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



－Ｃａｐｓｕｌｅ３ 模型平均训练一轮的时间约 １１０ ｓ，可见

本文模型的训练时间比其它两个模型的训练时间更

短。 实验结果表明，本文实验模型不仅提高了模型

的准确率，同时加快了训练速度。
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图 ５　 模型准确率变化曲线图

Ｆｉｇ． ５　 Ｔｈｅ ｍｏｄｅｌ ａｃｃｕｒａｃｙ ｒａｔｅ ｃｈａｎｇｅ ｃｕｒｖｅ

４　 结束语

本文提出了一种基于 ＢｉＧＲＵ－Ｃａｐｓｕｌｅ 的模型，
用于多标签文本分类研究。 利用 ＢｉＧＲＵ 对词的上

下文信息提取文本的全局特征，Ｃａｐｓｕｌｅ 有效提取文

本的局部特征。 实验结果表明，本文提出的模型在

Ｆ１ 指标上优于对比模型，有效地提升了多标签文本

分类的性能。 然而，在多标签文本分类领域，仍然有

许多问题值得探索，因此下一步工作将研究预训练

模型的输出特征与本文设计的模型输出特征进行各

种融合操作。
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