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基于 ＶＧＧ１６ 和迁移学习的高分辨率掌纹图像识别

吴碧巧， 邢永鑫， 王天一

（贵州大学 大数据与信息工程学院， 贵阳 ５５００２５）

摘　 要： 由于高分辨率掌纹图像尺寸大、掌纹图像数量少等特点，目前主流的方法采用细节特征点匹配，其算法设计复杂，识
别精度不高。 针对以上问题，本文提出基于迁移学习的高分辨率掌纹图像识别方法，该方法以 ＶＧＧ１６ 为基础网络，将在 ｉｍａ⁃
ｇｅｎｅｔ 数据集上训练好的权重参数，用于初始化所有的卷积层；使用图像增强技术将高分辨率掌纹图像分别 ４、９、１６、２５ 等分，
采用投票的方法得到整个掌纹图像的准确率，最高可达到 ９９．６９％。 经实验证明，该方法可以实现端到端的高精度高分辨掌纹

图像识别，识别率优于以往的基于细节特征点匹配方法。
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０　 引　 言

掌纹作为一种重要的生物特征， 和指纹一样，
可用于身份验证、身份识别、公共安全等多个领域。
低分辨率掌纹图像的分辨率介于 ７５～１５０ ｄｐｉ 之间，
以照相机、摄像机等采集为主［１］，多为非接触式采

集的掌纹图像，其研究成果相对较多［２－４］。 高分辨

率掌纹图像的分辨率在 ３００ ｄｐｉ 以上，采用扫描仪扫

描掌纹，属于接触式采集的掌纹图像。 高分辨率掌

纹图像由于其分辨率高，所以尺寸会较大，对其进行

处理的计算成本也更高，但细节特征点很多［５］，包
含丰富的信息，在公安刑侦领域和法律层面都具有

重要的应用。 在犯罪现场不仅会留下指纹，还会留

下残缺或完整的掌纹信息［６］。
目前，对高分辨率掌纹图像的识别主要采用对

掌纹轮廓、掌纹主线、褶皱线、细节特征点、三角点等

特征点进行特征提取、匹配的方法。 Ｊａｉｎ 等人［７］ 以

细节为特征，用固定长度的细节描述符，捕获每个细

节周围的独特信息。 基于对齐的匹配算法用于匹配

掌纹，对实时扫描手掌图样和潜在掌纹的识别率分

别为 ７８．７％和 ６９％。 Ｆｅｎｇ 等人［８］ 提出了掌纹表示

的 Ｇａｂｏｒ 幅相模型，将 Ａｄａｂｏｏｓｔ 算法引入模型训练

中，将所选弱分类器的加权线性组合的响应值用于

细节可靠性测量和不可靠的去除。 Ｆｅｉ 等人［９］ 提出

了圆边界一致性，使用加长的 Ｇａｂｏｒ 滤波器设计来

获取更可靠的细节特征点。 Ｌｉｕ 等人［１０］对掌纹匹配

设计了基于细节簇和细节匹配传播的粗略匹配策

略，识别准确度为 ７９．４％。 由于受到 ３ 条主线和噪

声的强烈影响以及图像采集时的不规范行为，高分

辨率掌纹图像的部分区域图像质量较差，传统的掌



纹识别方法在方法设计上复杂，识别时间长且识别

效果不理想。
深度学习能够通过自动学习从大数据中获得有

效的特征表示并进行识别，免除了繁杂的特征提取

算法和掌纹匹配过程，但对训练数据的数量和质量

要求较高。 目前，高分辨率掌纹数据库大多数据量

小且单个的掌纹图像大，直接在深度学习网络使用

难以达到好的识别效果。
针对以上问题，本文以 ＶＧＧ１６ 为基础网络，提

出基于迁移学习的掌纹识别技术。 利用迁移学习，
通过共享特征把从源域学习到的信息迁移转换到目

标域中，以解决目标域带标签样本数据量较少的识

别问题。 本文使用由自然图像组成的 ＩｍａｇｅＮｅｔ 预
训练网络模型得到初始化权重，由于 ＩｍａｇｅＮｅｔ 训练

的神经网络偏向于纹理，因而适用于对高分辨率掌

纹图像的识别。 针对数据量小，单个数据大的问题，
可利用图像增强技术将单张的高分辨率掌纹图像进

行等大小的裁剪分块，得到同一个掌纹的不同块掌

纹作为新的数据集，增大了数据集进行图像的识别，
对同一张掌纹图像的不同块掌纹块进行投票得到一

个更好的识别效果。

１　 卷积神经网路和迁移学习

１．１　 卷积神经网络

卷积 神 经 网 络 源 自 于 Ｌｅｃｕｎ 等 人 提 出 的

ＬｅＮｅｔ［１１］，包含一系列的卷积层、池化层和全连接

层。 卷积层使用一组可训练的卷积核对输入图像进

行特征提取，卷积层的参数共享机制大大减少了参

数的数量［１２］，使得参数的数量与输入图片的大小无

关，增加了网络的泛化能力。 池化层一般在卷积层

后，主要有平均池化和最大池化，池化层在保留特征

图主要特征的情况下，可以通过减少特征图的大小

来减少参数量，防止网络过拟合，提高模型的泛化能

力。 全连接层的核心操作是矩阵向量乘法，前一层

所有神经元与后一层的所有神经元相连。 因为全连

接层所有神经元都相连的特性，一般全连接层的参

数是最多的，存在着一定的参数冗余。 全连接层一

般位于网络模型的最后几层，处理前面卷积层提取

到的高级特征，在整个卷积神经网络中扮演着“分
类器”的角色。
１．２　 ＶＧＧ１６ 模型

ＶＧＧ 模型是由 Ｓｉｍｏｎｙａｎ 等人于 ２０１４ 年提出

的［１３］，模型非常简单，只有卷积层、最大池化层和全

连接层。 ＶＧＧ 模型首次提出了小卷积核的优势，在

卷积层使用非常小的（３×３）的卷积核，添加更多的卷

积层使得网络变得更深。 使用 ２ 个 ３×３ 的卷积核可

以代替 ５×５ 的卷积核，使用 ３ 个 ３×３ 的卷积核可以代

替 ７×７ 的卷积核［１４］。 使用更小的卷积核可以减少网

络的参数，提升网络的深度，增强了网络的表达能力；
同时更多的使用非线性激活函数，可以提高网络的判

断能力。 ＶＧＧ 网络在图像识别领域的成功运用，代
表着更深层的网络，可显著提升图像识别的效果。

ＶＧＧ 网络中所有卷积层的卷积核大小都是（３×
３），几个卷积层后面接一个最大池化层为一个

ｂｌｏｃｋ。 ＶＧＧ１６ 的网络结构如图 １ 所示。 ＶＧＧ１６ 共

有 ５ 个 ｂｌｏｃｋ，每个 ｂｌｏｃｋ 的通道数一致，最大池化层

减少特征图的尺寸。 随着卷积层一层层的运算，卷
积核输出的内容越来越抽象，保留的信息也越来越

少，特征图的尺寸也越来越小，通道数越来越多，以
提取更多的抽象特征。 Ｂｌｏｃｋ５ 完成后将特征图平铺

成一维数据作为全连接层的输入。 最后 ３ 层为全连

接层，前 ２ 层每层具有 ４ ０９６ 个神经元，使用 Ｒｅｌｕ 非

线性激活函数，第 ３ 层有 １ ０００ 个神经元（１ ０００ 个

类别）使用 ｓｏｆｔｍａｘ 函数。
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图 １　 ＶＧＧ１６ 网络结构

Ｆｉｇ． １　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｏｆ ＶＧＧ１６

１．３　 迁移学习

迁移学习的目的是将源于学习到的知识应用推

广到目标域中［１５］。 在深度学习中，训练数据的获取

至关重要，当训练样本不够时，往往识别效果也不尽

如人意。 有时因为客观原因无法获得足够的数据样

本，或者大量没有进行标注的数据样本，无法直接使

用，需要耗费大量的人力去标注，网络无法得到足够

的训练。 迁移学习则可以将从其它相似数据集上训

练得到的网络权重迁移到目标网络，能够更快更好

地进行参数的训练，而不必从头训练。
深度迁移学习主要有 ３ 种方式：使用其它数据

集训练好的权重系数，作为初始化权重参数，进行接
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下来的训练；使用其它数据集的权重参数，冻结预测

层之前的所有权重参数，进行接下来的训练；使用其

它数据集训练好的权重参数，有选择地冻结一部分

层，对其余层进行参数的更新和训练。

２　 基于迁移学习的 ＶＧＧ 模型

２．１　 数据集以及图像预处理

目前存在的高分辨率掌纹图像数据库主要有 ２
类：一种是公安部门采集的标准掌纹档案库（不公

开），其次是实验条件控制下采集的公开用于科研

的高分辨率掌纹图像数据库。 本文使用的公开数据

库为 ＴＨＵ 高分辨率掌纹数据库［１６］，该数据库中采

集了 ８０ 人的左右手掌，共有 １６０ 个不同手掌的

１ ２８０张高分辨率掌纹图像。 其中，单个手掌有 ８ 张

掌纹图像。 数据库中的每一张高分辨率掌纹图像的

分辨率均为 ５００ ｐｐｉ，大小为 ２ ０４０ｘ２ ０４０ 像素，大部

分掌纹图像是灰度图像，但有少数掌纹图像是彩色

图像。 处理数据时，将所有的高分辨率掌纹图像读

取为灰度图像。 图 ２ 中显示了 ２ 张 ＴＨＵ 数据库中

的高分辨率掌纹图像。 数据库中有的掌纹采集的很

完整，整个掌纹的脊线、褶皱、谷线、主线都被清楚的

采集到，如图 ２ 中的（ ａ）图所示。 但也有少数的掌

纹只采集到一部分掌纹信息，如图 ２ 中的（ｂ）图，三
条主线信息全部丢失。

（ａ） 完整的掌纹图像　 　 　 （ｂ） 残缺的掌纹图像

（ａ） Ｃｏｍｐｌｅｔｅ ｐａｌｍｐｒｉｎｔ ｉｍａｇｅ （ｂ） Ｉｎｃｏｍｐｌｅｔｅ ｐａｌｍ ｐｒｉｎｔ ｉｍａｇｅ
图 ２　 高分辨率掌纹图像

Ｆｉｇ． ２　 Ｈｉｇｈ ｒｅｓｏｌｕｔｉｏｎ ｐａｌｍｐｒｉｎｔ ｉｍａｇｅ

　 　 在本文实验中，将采集到的每个手掌掌纹图像

中的六张图像，即 １６０×６＝ ９６０ 张掌纹图像作为训练

样本；其余的 １６０×２ ＝ ３２０ 张掌纹图像作为测试样

本。 数据集里原本高分辨率掌纹图像大小为２ ０４０×
２ ０４０ 像素，为了减小运算量，提高运算速度，对数

据集进行降采样预处理，处理后的掌纹图片大小为

５１０×５１０ 像素。
２．２　 ＶＧＧ１６ 深度迁移模型

本文使用在 ｉｍａｇｅｎｅｔ 数据集上训练得到的权重

参数作为初始化参数，训练识别高分辨率掌纹图像。

虽然这些参数并不是针对高分辨率掌纹图像的，但
这些参数对纹理有很好的分辨能力。 高分辨率掌纹

图像主要依靠纹理进行识别而非形状，理论上此迁

移学习会有很好的结果。
将 ＶＧＧ１６ 在 ｉｍａｇｅｎｅｔ 数据集上训练得到的参

数信息中卷积层部分的参数，用来初始化本实验的

ＶＧＧ１６ 模型的卷积层参数。 将原模型中的 ｆｌａｔｔｅｎ
操作换成全局最大池化操作，可以有效的较少参数

数量，防止过拟合。 将第 ３ 个全连接层的 ｓｏｆｔｍａｘ 激

活函数换成 ｒｅｌｕ 激活函数，并在其后接一个全连接

层 １６０ 个神经元，代表着 １６０ 个类别。 ｓｏｆｔｍａｘ 激

活，得到预训练 ＶＧＧ１６ 模型，如图 ３ 所示。 增加一

个全连接层能提升模型的非线性表达能力，综合前

面卷积层提取到的特征，更好的完成分类任务。
预训练 ＶＧＧ１６ 模型的最后 ４ 层全连接层使用

随机参数初始化方法，前 ３ 层的激活函数为 ｒｅｌｕ 非

线性激活函数，最后一层是 ｓｏｆｔｍａｘ 激活函数。 数据

库中的掌纹图像基本为灰度图像，即图像的通道数

为 １，采用预训练模型的输入通道为 ３，故将高分辨

率掌纹图像的通道复制 ３ 次，变成 ３ 通道图像。

max_pooling
FC-4096
FC-4096
FC-1000
FC-160
softmax

input

block5

block4

block3

block2

block1

图 ３　 ＶＧＧ１６ 迁移模型

Ｆｉｇ． ３　 Ｔｒａｎｓｆｅｒ ｍｏｄｅｌ ｏｆ ＶＧＧ１６

２．３　 在 ＶＧＧ１６ 深度迁移模型上进行图片增强

预处理后的高分辨率掌纹图像大小为 ５１０×５１０
像素，对预处理后的高分辨率掌纹图像进行数据增

强的等分裁剪。
　 　 图 ４ 为按照不同的尺寸裁剪后的左上角的第一

个掌纹图像块，可以看到，图片裁剪的越小，其包含

的有效信息就越少。
　 　 表 １ 为数据增强的数据，裁剪份数为将一个完

整的高分辨率掌纹图像有重叠的等分后得到的掌纹

块数量。 分别有 ４ 组实验数据：４ 等分、９ 等分、１６
等分和 ２５ 等分。 其中，掌纹块为裁剪后单个的掌纹

图像块大小，重叠部分为裁剪后 ２ 个相邻的掌纹图

像块在一个维度上重叠的部分。
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　 （ａ） ４ 等分掌纹图像块　 　 （ｂ） １６ 等分掌纹图像块

　 （ａ） １ ／ ４ ｐａｌｍｐｒｉｎｔ ｉｍａｇｅ ｂｌｏｃｋ（ｂ） １ ／ １６ ｐａｌｍｐｒｉｎｔ ｉｍａｇｅ ｂｌｏｃｋ

（ｃ） ９ 等分掌纹图像块　 　 　 （ｄ） ２５ 等分掌纹图像块

（ｃ） １ ／ ９ ｐａｌｍｐｒｉｎｔ ｉｍａｇｅ ｂｌｏｃｋ（ｄ） １ ／ ２５ ｐａｌｍｐｒｉｎｔ ｉｍａｇｅ ｂｌｏｃｋ
图 ４　 裁剪后的掌纹图像块

Ｆｉｇ． ４　 Ｐａｌｍｐｒｉｎｔ ｉｍａｇｅ ｂｌｏｃｋｓ
表 １　 数据增强数据

Ｔａｂ． １　 Ｄａｔａ ｏｆ ｄａｔａ ｅｎｈａｎｃｅｍｅｎｔ

裁剪份数 掌纹块大小（像素） 重叠部分（像素）

４ ３００×３００ ９０

９ ２３０×２３０ ９０

１６ １８０×１８０ ７０

２５ １５０×５０ ６０

　 　 在一组实验中，如掌纹图像 ９ 等分实验，将训练

集和测试集都进行同样的 ９ 等分裁剪的操作，会得

到 ９６０×９＝ ８ ６４０ 个训练掌纹图像块，３２０×９ ＝ ２ ８８０
个测试掌纹图像块。 训练集会将裁剪后得到的掌纹

图像块顺序打乱，送入 ＶＧＧ１６ 深度迁移模型进行训

练，得到训练好的参数模型。 测试集则不打乱顺序，
一张掌纹图像的 ９ 个掌纹图像块都是按顺序依次排

列。 将裁剪得到的掌纹图像块放入训练好的

ＶＧＧ１６ 深度迁移模型进行测试，将得到每一张掌纹

图像块的预测值。
将得到的预测结果进行重新排列。 例如，对 ９

等分得到的掌纹图像块的预测值处理为：将所有的

预测值 ｒｅｓｈａｐｅ 对应为（３２０，９）的队列。 其中 ３２０
代表测试集的 ３２０ 张掌纹图像，一行有 ９ 个掌纹图

像块的预测值，这 ９ 个掌纹图像块来自于同一张掌

纹图像的不同部分。 采用硬投票的方式，即直接用

掌纹图像块的类别值，对每一行的 ９ 个掌纹图像块

的预测值进行投票。 基于少数服从多数的原则，票
数多的预测值即为这张掌纹图像的预测值，若有 ２
个类别投票结果一致，则随机选择一个预测值。 ３２０

行每行都会得到一个预测值即为测试集的测试结

果，再将该值与每个掌纹图像的标签进行比对，若相

等结果为 １，否则为 ０。 求取所有结果的平均值，即
为最后的测试准确率。

３　 实验结果分析

实验均在 Ｕｂｕｎｔｕ１８．０４．４ＬＴＳ 操作系统上进行，
采用 ｔｅｎｓｏｒｆｌｏｗ 深度学习框架、 ｉ７ － ９７００ 处理器、
ＲＴＸ ２０８０Ｔｉ 显卡、 ３２ＧＢ 内存。 所有实验都采用

ＶＧＧ１６ 模型，损失函数默认使用 Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ Ｌｏｓｓ、
Ａｄａｍ 优化器，Ｂａｔｃｈ Ｓｉｚｅ 为 ８，学习率为 １×１０－５。
３．１　 ＶＧＧ１６ 上的识别效果

将预处理后的数据集分别在随机初始化参数的

ＶＧＧ１６ 与使用 ｉｍａｇｅｎｅｔ 比赛中预训练模型参数的

ＶＧＧ１６ 上运行。
图 ５ 为随机初始化参数的 ＶＧＧ１６ 与使用

ｉｍａｇｅｎｅｔ 比赛中预训练模型参数的 ＶＧＧ１６ 的训练

结果对比图。 横坐标为训练次数，纵坐标分别为准

确率和损失值。 从图中可以看出，无论准确率还是

损失值，相比于随机初始化的网络，采用预训练权重

网络收敛的更快且更加平稳。
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（ａ） ＶＧＧ１６、迁移 ＶＧＧ１６ 的训练与测试精度

（ａ） Ｔｒａｉｎｉｎｇ ａｎｄ ｔｅｓｔｉｎｇ ａｃｃｕｒａｃｙ ｏｆ ＶＧＧ１６、 ｔｒａｎｓｆｅｒ ＶＧＧ１６
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（ｂ） ＶＧＧ１６、迁移 ＶＧＧ１６ 的训练与测试损失值

（ｂ） Ｔｒａｉｎｉｎｇ ａｎｄ ｔｅｓｔｉｎｇ ｌｏｓｓ ｏｆ ＶＧＧ１６、ｔｒａｎｓｆｅｒ ＶＧＧ１６
图 ５　 ＶＧＧ１６ 运行结果

Ｆｉｇ． ５　 ＶＧＧ１６ ｒｕｎｎｉｎｇ ｒｅｓｕｌｔｓ

　 　 由图 ５（ａ）可以看到，随机初始化参数的 ＶＧＧ１６
在第 ３８ 个 ｅｐｏｃｈ 时，训练达到最好效果。 此时训练

准确率为 ９９．８９％，测试准确率为 ６６．８７％。 此后，训

０４ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



练准确率和测试准确率没有明显的变化，图 ５（ｂ）训
练损失值不再变化，而测试损失却开始增加，此时网

络已经过拟合。 而使用训练权重的网络在第 ５ 个

ｅｐｏｃｈ 时训练准确率就已达到 １００％；测试准确率为

９５％，测 试 准 确 率 在 第 １７ 个 ｅｐｏｃｈ 时 达 到 了

９６．５６％，之后不再变动。

３．２　 基于迁移的 ＶＧＧ１６ 上识别效果

图 ６ 为 ４ 组实验的准确率曲线图。 从左至右分

别是 ４、９、１６、２５ 等分掌纹图像块。 曲线图的横坐标

为迭代次数，纵坐标为准确率。 由图可知，掌纹图像

块的尺寸越大，包含的有效信息越多，测试准确率越

高，而且曲线越平稳，波动越小。
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（ａ） １ ／ ４ 掌纹图像块训练和测试结果

（ａ） １ ／ ４ ｐａｌｍｐｒｉｎｔ ｉｍａｇｅ ｂｌｏｃｋｓ
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（ｃ） １ ／ １６ 掌纹图像块训练和测试结果

（ｃ） １ ／ １６ ｐａｌｍｐｒｉｎｔ ｉｍａｇｅ ｂｌｏｃｋｓ
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（ｂ） １ ／ ９ 掌纹图像块训练和测试结果

（ｂ） １ ／ ９ ｐａｌｍｐｒｉｎｔ ｉｍａｇｅ ｂｌｏｃｋｓ
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（ｄ） １ ／ ２５ 掌纹图像块训练和测试结果

（ｄ） １ ／ ２５ ｐａｌｍｐｒｉｎｔ ｉｍａｇｅ ｂｌｏｃｋｓ

图 ６　 不同掌纹图像块的准确率

Ｆｉｇ． ６　 Ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｐａｌｍｐｒｉｎｔ ｉｍａｇｅ ｂｌｏｃｋｓ

　 　 图 ７ 为裁剪成不同份数的掌纹图像的测试准确

率。 从图中可以看到，各个准确率曲线都存在一定

的波动性，掌纹图像分的越小最后投票得到的掌纹

图像准确率的波动性越小。 因此尽可能地将图片裁

剪，最后投票得到的准确率越高，且结果更加的稳

定。 ２５ 等分的掌纹图像的识别率最好，１６ 等分略好

于 ９ 等分，最差的是 ４ 等分。
　 　 掌纹图片分的越小，就有越多的掌纹图像块参

与投票，投票机制的容错率越高。 另一方面，掌纹图

像分的越多，总的重叠部分越多，４ 等分的重叠部分

为 ９０ 像素，９ 等分为 １８０ 像素，１６ 等分为 ２１０ 像素，
２５ 等分为 ２４０ 像素，对纹理的特征提取有更多的冗

余，虽然有更好的识别精度，但也增加了计算成本。
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图 ７　 不同裁剪份数掌纹图像测试准确率

Ｆｉｇ． ７　 Ｔｅｓｔ ａｃｃｕｒａｃｙ ｏｆ ｐａｌｍｐｒｉｎｔ ｉｍａｇｅｓ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｃｒｏｐｐｅｄ
ｃｏｐｉｅｓ
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表 ２　 不同裁剪份数的测试结果

Ｔａｂ． ２　 Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｃｒｏｐｐｅｄ ｃｏｐｉｅｓ

裁剪份数
掌纹图像块

准确率％
掌纹图像

准确率％
单张训练

时间 ／ ｍｓ
训练时间 ／ ｓ

１ ９６．５６ ９６．５６ ４３ ４１

４ ９３．４７ ９７．５ １６ ６１

９ ９２．３６ ９９．０６ １０ ８６

１６ ８７．２０ ９９．３８ ７ １１０

２５ ８４．７６ ９９．６９ ６ １３８

　 　 表 ２ 为一张掌纹图像裁剪为不同的大小后掌纹

图像块的测试识别率、掌纹图像的测试识别率与训

练时间对比。 由表可知，掌纹图片裁剪的越小，掌纹

图像块的识别准确率也越低；掌纹图片裁剪的越小，
掌纹图像块越小，单张掌纹图像块训练的时间也越

少，但总的训练时间有所增加，其中，２５ 等分的掌纹

图像块的训练时间是 ４ 等分训练时间的两倍多。 综

合准确率与训练时间，最好的裁剪份数为 ９。 ９ 等分

的图像准确率为 ９９．０６％，相比于没有裁剪的掌纹图

像准确率增加了 ２．５％，训练时间增加了一倍。 １６
等分、２５ 等分掌纹图像准确率相比与 ９ 等分只增加

了百分之零点几，训练时间却增加了 ２８％和 ４９％。
表 ３　 不同算法识别率对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｃｏｇｎｉｔｉｏｎ ｒａｔｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

算法 识别率％

ＶＧＧ１６ ６６．８７

ＶＧＧ１６＿ｔｒａｎｓｆｅｒ ９６．５６

Ｉｎｃｅｐｔｉｏｎ＿ｖ３ ８９．６９

Ｉｎｃｅｐｔｉｏｎ＿ｖ３＿ｔｒａｎｓｆｅｒ ９９．０６

文献［７］ ７８．７０

文献［８］ ６７．８３

文献［１０］ ７９．４０

文献［１７］ ７１．５０

ｐｒｏｐｏｓｅｄ ９９．６９

　 　 表 ３ 为不同算法的识别精度对比，可以看到，迁
移学习可以极大的提升网络的识别精度。 表中列举

了 ４ 个其它方法得到的高分辨率掌纹图像识别率，
都是采用的传统的机器学习，可以看到，本文提出的

方法识别精度远远高于机器学习基于细节特征匹配

的方法。

４　 结束语

目前深度学习的网络模型都需要大量的数据进

行训练，数据量不够会出现网络无法训练或者过拟

合，本文采用 ＶＧＧ１６ 为基础网络，结合迁移学习的

方法，对高分辨率掌纹识别的准确率能达到 ９６．
５６％，采用了迁移学习的 ＶＧＧ１６ 网络其在准确率、
收敛速度和稳定性都优于随机初始化的模型。 使用

图像增强技术对高分辨率掌纹图像进行处理，以掌

纹图像 ４ 等分、９ 等分、１６ 等分、２５ 等分为例，验证

了掌纹图像分块识别投票算法的可行性。 在实际应

用中，考虑到计算成本和计算时间，选择将高分辨率

掌纹图像 ９ 等分将会是更好的选择。
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