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摘　 要： 针对传统以及基于深度学习的脑肿瘤 ＭＲ 图像分割方法存在精度低、特征信息丢失等问题，提出一种多尺度特征融

合全卷积神经网络的脑肿瘤 ＭＲ 图像分割算法。 该算法首先对脑肿瘤 ＭＲ 图像的 ４ 种模态进行归一化处理；将得到的结果通

过多尺度特征融合全卷积神经网络（ＭＦＦ－ＦＣＮ）。 该网络是在全卷积神经网络的基础上，引入 ５×５、７×７ 大小的卷积核作为其

它 ２ 种通路，以提高模型的特征信息提取能力。 实验结果表明， ＭＦＦ－ＦＣＮ 网络模型在特征提取和分割精度上都有较好的表

现，尤其是在全肿瘤和边缘分割上，Ｄｉｃｅ、Ｓｅｎｓｉｔｉｖｉｔｙ、ＰＰＶ 等指标都有明显的提升；且单幅脑肿瘤 ＭＲ 图像的分割时间平均用

时不到 １ｓ，实用性较强。
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０　 引　 言

脑肿瘤（又称为颅内肿瘤），常发病于中枢神经

系统。 据统计，２０１５ 年中国新发恶性肿瘤患者高达

３９２．９ 万例，发病率为 ２８５．８３ ／ １０ 万，恶性肿瘤死亡

病例为 ２３３．８ 万，死亡率为 １７０．５ ／ １０ 万。 其中，恶性

脑肿瘤患者占新发病例的 ２．７％，占死亡病例的 ２．
４％，是国内目前发病率和死亡率较高的恶性肿瘤之

一［１］。 核磁共振成像（ＭＲＩ）技术可以生成高质量的

颅内影像，并且具有很强的软组织分辨能力，是辅助

脑肿瘤诊断与治疗的重要技术手段。 中国每年可以

产生大量的医学影像数据，这其中就包括脑肿瘤影

像；脑肿瘤影像虽然可以为疾病的诊断与治疗提供

支撑，但需要阅片医师有着丰富的经验。 由于中国

医疗资源的紧缺以及分布不均衡，因此，利用现有技

术手段精准定位与分割脑肿瘤病变组织，可以有效

减少医师工作量和提高患者治愈机会。 近年来，为
了提高脑肿瘤检测和分割的精准度，利用计算机技

术自动分割脑肿瘤 ＭＲ 图像病变区域，成为当前研

究热点之一。 由于 ＭＲ 图像的复杂特性，要精准分

离正常组织与病变组织十分困难，因此高效的病变

区域特征提取方法显得尤为重要。
传统的脑肿瘤 ＭＲ 图像分割方法，如阈值法、像

素分类法、模型法等，因分割边界不清晰、精度过低、



鲁棒性差等原因，逐渐被其它算法所替代，或者成为

其它分割算法的一部分。 近几年，基于卷积神经网

络的分割方法已经逐渐实现了脑肿瘤 ＭＲ 图像的自

动分割。 Ｐｅｒｅｉｒａ 等人［２］ 使用强归一化对 ＭＲ 图像

进行预处理，并搭建以 ３∗３ 小卷积核为主的卷积神

经网络，以此来降低过拟合现象的影响和减少参数

权值数量；Ｊｏｎａｔｈａｎ 等人［３］提出的全卷积神经网络，
将以往神经网络常用的全连接层全部替换为卷积

层，使之可以接受任意尺寸的输入，从而解决了语义

级的图像分割问题；Ｍｙｒｏｎｅｎｋｏ 等人［４］ 提出一个编

码器－解码器架构，并且为网络添加变分自动编码

器分支，以重建原始输入图像与特征聚类结果的优

化，为编码器输出结果增加额外的导向与正则化，该
算法获得了 Ｂｒａｔｓ２０１８ 挑战赛的第一名；顾军华等

人［５］提出一种多尺度特征融合网络，引入 ＳＥ －
ＲｅｓＮｅｔ 模块，有效解决特征提取不全面、信息丢失

等问题，以此达到肺结节良恶性分类，在 ＬＩＤＣ－ＩＤＲＩ
（肺图像联合数据库）上取得了很好的准确率。

现有方法中，大多虽然对脑肿瘤 ＭＲ 图像分割

取得了很好的结果，但有的算法模型可能随着网络

层数的增加，导致无法提取图像一些浅层的原始特

征，造成分割结果的边界模糊、不够精确；而过多的

网络层数也导致训练参数量过大，训练费时费力和

出现梯度消失问题，若层数过少，浅层的特征无法表

达出来［６］。
针对上述问题，本文提出一种多尺度特征融合

全卷积神经网络（ＭＦＦ－ＦＣＮ）模型，来实现脑肿瘤

ＭＲ 图像的分割。 该网络主要完成以下工作：
（１）为了更好的利用 ＭＲ 图像的特征信息，采

用多通道输入，对不同通道输入的图像采用大小不

同的卷积核，以此达到提取不同尺度特征信息的目

的。 将提取到的不同尺度的特征信息进行融合，可
以有效降低因网络层数增多等造成的特征提取不

全、信息丢失等问题。
（２）由于全卷积神经网络（ＦＣＮ）可以实现任意

尺寸图像的输入，并且利用反卷积将最后一层的特

征图进行上采样实现同样尺寸的输出，该算法主要

应用全卷积神经网络，并将其它输入通道的卷积结

果融合后添加到主线网络，以实现监督的作用，加强

特征信息的提取。
本文算法在国际医学图像计算和计算机辅助干

预协会（ＭＩＣＣＡＩ）的 ＢｒａＴＳ２０１８ 数据集上进行了实

验。 实验结果表明，相比一些算法，ＭＦＦ－ＦＣＮ 网络

在特征提取和分割精度上都有较好的表现。

１　 网络模型与算法理论

本文提出的 ＭＦＦ－ＦＣＮ 网络模型，旨在获得更

多层次的特征信息以及更全面的细节特征。 该网络

模型主要采用多个输入通道的网络架构，对于不同

输入通道使用大小不同的三种卷积核，每个输入通

道主要使用全卷积神经网络（ＦＣＮ）来进行特征提

取，最终将得到的 ＭＲ 图像卷积结果进行融合。 采

用跳跃连接，将不同输入通道的某层卷积输出结果

作为其它通道卷积的输入，以此加强特征信息的提

取。 为了获得更加精准的分割结果，将多个通道的

不同卷积层的结果融合，作为最终的结果。 本文提

出的多尺度特征融合脑肿瘤 ＭＲ 图像分割模型如图

１ 所示。
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图 １　 ＭＦＦ－ＦＣＮ 网络模型结构图
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１．１　 多尺度特征提取

卷积神经网络的提出可以追溯到上世纪末期。
１９９８ 年，ＬｅＣｕｎ 等人提出的 ＬｅＮｅｔ［７］，是现代卷积神

经网络的雏形，因其局部感受野、权值共享、下采样

等优点，使卷积神经网络成为当时的研究热点，之后

各种各样的变种卷积网络层出不穷。 通用的深度学

习网络模型大多采用单通路结构，这种单通路结构

有着难以兼顾对局部特征与全局特征学习的缺

点［８］。 在卷积神经网络中，卷积核的尺寸大小决定

了感受野的大小。 当卷积核尺寸越大，感受野就越

大，过大的卷积核容易提取图像的全局信息，有助于

分割尺寸较大的目标。 但过大的卷积核，也会导致

学习的参数增多，并且目标的局部信息容易丢失；反
之，当卷积核过小时，会使网络忽略输入图像的全局

信息，易使分割区域的边界不够清晰等。 因此，为了

加强图像全局与局部特征信息的提取，本文采用 ３
条通路的网络架构，对于不同的输入通路采用不同

尺寸的卷积核，其依次为 ３×３、５×５、７×７。 这样不同

的卷积核会提取不同层次的特征信息，如图 １ 前半

部分所示。 多尺度的特征提取可以学习不同感受野

的尺度特征，从而有效提取脑肿瘤 ＭＲ 图像的病变

区域边缘信息等细节；另一方面，也可以作为监督，
将不同通道的多尺度特征提取过程的卷积结果作为

其它通道卷积的输入，这样可避免因网络层数增多

导致的过拟合现象，以及信息丢失等问题，有助于特

征的提取。
文献［９］中研究表明，在第三次卷积后，进行第

四次卷积，网路模型的 Ｄｉｃｅ（相似系数）没有发生太

大的变化，但卷积层数的增加，反而导致了更多的训

练时间和更慢的收敛速度，并且网络参数也会增多。
因此，在本文提出的 ＭＦＦ－ＦＣＮ 网络模型中，为了加

强特征信息的提取，减少不必要的参数以及模型训

练时间，其中 ２ 条通路只进行 ３ 次卷积操作；之后网

络模型使用跳跃结构，将不同通路的卷积结果进行

融合，并将融合后的结果作为其它通路的卷积输入

和最终结果的一部分。 融合方法详见 １．３ 节。
１．２　 改进的全卷积神经网络（ＦＣＮ）

１９９８ 年 ＬｅＣｕｎ 等人提出 ＬｅＮｅｔ，２０１２ 年 Ａｌｅｘ
Ｋｒｉｚｈｅｖｓｋｙ、Ｉｌｙａ Ｓｕｔｓｋｅｖｅｒ 和 Ｇｅｏｆｆｒｅｙ Ｅ． Ｈｉｎｔｏｎ 等人

提出 了 一 种 非 常 重 要 的 卷 积 神 经 网 络 模 型

ＡｌｅｘＮｅｔ［１０］，获得了 ＩＬＳＶＲＣ 图像分类的冠军。 通

常，卷积神经网络都是由卷积层、池化层、全连接层

组成。 然而，２０１５ 年，Ｌｏｎｇ 等人［３］ 提出的全卷积神

经网 络 （ Ｆｕｌｌｙ Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ， ＦＣＮ） 却 将

ＡｌｅｘＮｅｔ 网络的全连接层改为卷积层，还引入包含上

采样层和反卷积层等其它具有空间平移不变形式的

层，实现端对端的像素分类。
传统的全卷积神经网络模型是将卷积神经网络

中的全连接层改为卷积层，使输入与输出尺寸保持

一致。
但是，传统的全卷积神经网络也存在存储开销

大、大量冗余计算、感受野被限制等缺点。 ＦＣＮ 可

以接受任意尺寸图像的输入，为使网络的输出和输

入尺寸保持一致，利用反卷积对特征图进行上采样

恢复 到 原 图 大 小， 并 且 采 用 跳 跃 结 构 （ ｓｋｉｐ
ａｒｃｈｉｔｅｃｔｕｒｅ），可以融合多层的卷积结果，使得分类

的预测结果更为精确。 ＦＣＮ 虽然通过全卷积、跳跃

结构等方式提高了图像分类的预测准确率，仍然存

在一些问题：一是得到的结果不够精确，８ 倍上采样

的结果虽然比 ３２ 倍上采样的结果好一些，结果依然

存在比较模糊和平滑，对图像中的细节不够敏感；二
是没有考虑像素之间的关联性，缺乏空间一致性。
因此，为了提高脑肿瘤 ＭＲ 图像的分割精准度，邢波

涛等人［１１］将脑肿瘤 ３ 种模态的 ＭＲ 图像，经灰度归

一化后，利用灰度图像融合技术得到的融合图像进

行预处理，将预处理得到的图像经过改进的全卷积

神经网络进行粗分割，最后融合全链接条件，随机细

化 粗 分 割 结 果 中 的 脑 肿 瘤 边 界。 该 结 果 在

ＢｒａＴＳ２０１５ 数据集上取得了很好的验证，平均相似

系数（Ｄｉｃｅ）达到了 ９１．２９％；Ｚｈｏｕ 等人［１２］ 为了克服

深度卷积神经网络在脑肿瘤全自动分割中存在的 ２
个问题，（一是为克服重复的池化（ ｐｏｏｌｉｎｇ）和步幅

（ｓｔｒｉｄｉｎｇ），采用 ３Ｄ 单步稀疏卷积来替代传统卷积

中的池化（ｐｏｏｌｉｎｇ）和步幅（ｓｔｒｉｄｉｎｇ），作为特征学习

的主要方式，二是为克服多尺度病灶处理能力薄弱

造成的空间信息丢失问题。）提出了一个 ３Ｄ 稀疏卷

积特征金字塔，添加到卷积网络的末端。 该结构可

以结合上下文的特征，提高模型的分辨能力，最后利

用 ３Ｄ 全连接条件随机处理网络的输出，得到外观

和空间上结构的一致性， 该算法在 ＢｒａＴＳ２０１３、
２０１５、２０１８ 数据集上进行了验证；Ｓｈｅｎ 等人［９］ 提出

一种改进的全卷积神经网络（ＦＣＮ），该网络主要由

一个下采样路径和 ３ 个上采样路径构成，通过连接

每个上采样路径的层次特征来提取多层次的上下文

信息，同时提出了利用对称差分图像实现对称驱动

的 ＦＣＮ，该算法在 ＢｒａＴＳ２０１３ 数据集上取得了很好

的效果。
本文所用的卷积网络则是在 ＦＣＮ 的基础上进
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行了一定的改进。 在 ＦＣＮ 网络的主体结构中，卷积

层的结构参数为 ３×３ 的卷积（ｃｏｎｖ）核、步长（ｓｔｒｉｄｅ）
为 １、填充（ｐａｄ）为 １；池化层的结构参数为 ２×２ 的

池化（ｐｏｏｌ）核、填充（ ｐａｄ）为 ０、步长（ ｓｔｒｉｄｅ）为 ２。
本文的网络模型主要存在 ３ 个通路：第一通路的网

络结构参数与传统的 ＦＣＮ 相同；第二通路的卷积层

采用大小为 ５×５ 的卷积核；第三通路的卷积层采用

大小为 ７×７ 的卷积核。 因为 ３ 个通路使用大小不

同的卷积核，在边缘填充 Ｐａｄ 不变的情况下，卷积块

的输出尺寸就会不同。 为了方便最后网络的特征融

合以及结果显示等，本文以 ３×３ 卷积核通路的卷积

块输出尺寸为基准，在第二、三通路中使用不同大小

的填充（ｐａｄ）和步长（ｓｔｒｉｄｅ），使得每一次卷积、池化

的输出与第一通路的卷积、池化保持一致。 ＭＦＦ－
ＦＣＮ 网络模型的具体结构参数见表 １。 其中，Ｌａｙｅｒ
为每一层的名字；Ｃｏｎｖ 表示卷积层；Ｐｏｏｌ 表示池化

层；Ｋｅｒｎａｌ 表示卷积核或者池化核的尺寸；Ｓｔｒｉｄｅ 表

示卷积运算过程中滑动窗口的步长；Ｐａｄ 表示卷积

计算前后对输入矩阵进行边缘填充的大小。 在原

ＦＣＮ 网络中，共有放大 ８ 倍、１６ 倍、３２ 倍上采样的预

测结果。 本文所提出的 ＭＦＦ－ＦＣＮ 网络中，为与最

终输出的分割结果进行对比，第一通路即原 ＦＣＮ 网

络只输出 ８ 倍上采样的结果。 但仅仅使用尺寸大小

不一的卷积核来加强特征信息的提取，效果还不够

明显；尺寸较大的卷积核可以提取输入图像的全局

信息，但对于图像的局部信息就很容易丢失，导致分

割结果不够精准；而尺寸较小的卷积核可以提取输

入图像的局部信息，但对图像的全局信息不够敏感，
容易造成分割轮廓边界模糊。 为了补充 ３ 个通路因

卷积核大小不一所造成的特征信息缺失，ＭＦＦ－ＦＣＮ
网络模型使用跳跃结构（ ｓｋｉｐ ａｒｃｈｉｔｅｃｔｕｒｅ），加强不

同通路所缺失的特征信息。 将第二、三通路的第三

次卷积输出结果进行融合后，与第一通路第三次卷

积输出融合，作为第一通路第四次卷积的输入；同
时，第二、三通路第三次卷积融合的结果也是模型最

终结果的输入之一。 并且，第二、三通路的输入输出

尺寸都与第一通路保持一致，这样有助于减少计算

量、特征融合以及最后的分割结果。 最后的脑肿瘤

ＭＲ 图像分割结果输出也是采用跳跃结构。 使用反

卷积、上采样使得输出达到相互融合的尺寸，并且得

到类似 ＦＣＮ 网络几种不同的分割结果，并将结果经

过裁剪统一尺寸。
表 １　 ＭＦＦ－ＦＣＮ 网络模型结构参数

Ｔａｂ． １　 Ｓｔｒｕｃｔｕｒａｌ ｐａｒａｍｅｔｅｒｓ ｏｆ ＭＦＦ－ＦＣＮ ｎｅｔｗｏｒｋ ｍｏｄｅｌ

Ｌａｙｅｒ ｎａｍｅ Ｋｅｒｎａｌ Ｐａｄ Ｓｔｒｉｄｅ Ｏｕｔｐｕｔ－Ｓｉｚｅ
Ｆｉｒｓｔ ｐａｓｓａｇｅ ｉｎｐｕｔ ２４０×２４０ １００ ——— ４４０×４４０

Ｃｏｎｖ１ ３×３×６４ １ １ ４４０×４４０×６４
ｐｏｏｌ１ ２×２×６４ ０ ２ ２２０×２２０×６４
Ｃｏｎｖ２ ３×３×１２８ １ １ ２２０×２２０×１２８
Ｐｏｏｌ２ ２×２×１２８ ０ ２ １１０×１１０×１２８
Ｃｏｎｖ３ ３×３×２５６ １ １ １１０×１１０×２５６
Ｐｏｏｌ３ ２×２×２５６ ０ ２ ５５×５５×２５６
Ｃｏｎｖ４ ３×３×５１２ １ １ ５５×５５×５１２
Ｐｏｏｌ４ ２×２×５１２ ０ ２ ２８×２８×５１２
Ｃｏｎｖ５ ３×３×５１２ １ １ ２８×２８×５１２
Ｐｏｏｌ５ ２×２×５１２ ０ ２ １４×１４×５１２
Ｃｏｎｖ６ ７×７×４ ０９６ ０ １ ８×８×４ ０９６
Ｃｏｎｖ７ ７×７×４ ０９６ ０ １ ８×８×４ ０９６

Ｓｅｃｏｎｄ ｐａｓｓａｇｅ ｉｎｐｕｔ ２４０×２４０ １００ ——— ４４０×４４０
Ｃｏｎｖ１ ５×５×６４ ２ １ ４４０×４４０×６４
ｐｏｏｌ１ ２×２×６４ ０ ２ ２２０×２２０×６４
Ｃｏｎｖ２ ５×５×１２８ ２ １ ２２０×２２０×１２８
Ｐｏｏｌ２ ５×５×１２８ ０ １ １１０×１１０×１２８
Ｃｏｎｖ３ ５×５×２５６ ２ １ １１０×１１０×２５６
Ｐｏｏｌ３ ２×２×２５６ ０ ２ ５５×５５×２５６

Ｔｈｉｒｄ ｐａｓｓａｇｅ ｉｎｐｕｔ ２４０×２４０ １００ ——— ４４０×４４０
Ｃｏｎｖ１ ７×７×６４ ３ １ ４４０×４４０×６４
ｐｏｏｌ１ ２×２×６４ ０ ２ ２２０×２２０×６４
Ｃｏｎｖ２ ７×７×１２８ ２ １ ２２０×２２０×１２８
Ｐｏｏｌ２ ２×２×１２８ ０ ２ １１０×１１０×１２８
Ｃｏｎｖ３ ７×７×２５６ ３ １ １１０×１１０×２５６
Ｐｏｏｌ３ ２×２×２５６ ０ ２ ５５×５５×２５６

２７ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



１．３　 特征融合

在计算机视觉研究领域，特征融合是常用的方法

之一，尤其是在图像分割方面，融合不同尺度的特征

是提高分割效果的一种重要手段。 底层特征分辨率

更高，包含更多的位置、细节信息，但是由于经过的卷

积少，其语义性更低，噪声更多；而高层特征具有更强

的语义信息，物体轮廓更分明，但是分辨率较低，对细

节的感知能力较差。 因此，利用一定的方法将两者进

行融合，有利于改善和提高分割模型的性能。
在全卷积神经网络中，本文融合多层卷积的结

果取得的预测结果是最好的。 在卷积过程中使用的

跳跃结构以及为得到最终的分割结果，都是用 ａｄｄ
特征融合方法；在通道数不变的情况下，ａｄｄ 方法使

描述图像特征的信息量增加了，计算量更小。 其计

算方式如下：

Ｚａｄｄ ＝ ∑
ｃ

ｉ ＝ １
Ｘ ｉ ＋ Ｙｉ( ) ∗Ｋ ｉ ＝ ∑

ｃ

ｉ ＝ １
Ｘ ｉ∗Ｋ ｉ ＋ ∑

ｃ

ｉ ＝ １
Ｙｉ∗Ｋ ｉ ．

（１）
式中， Ｚ 表示单通道输出结果；ｉ 表示通道数；Ｘ、Ｙ 表

示 ２个通道的输入；Ｋ表示系数。 其中Ｋ的取值范围

为［０，１］，Ｋ 值大小代表不同通道的输入特征在特征

融合过程中所占的权重有所区别，Ｋ 值越大代表该

部分特征所占权重越大，一般在分割的边缘区域 Ｋ
值越大。
１．４　 反卷积（上采样）

为了使最终输出结果与输入保持相同尺寸，本
文使用 ＦＣＮ 网络中提出的反卷积（即上采样），对最

后卷积的输出进行放大，维度计算方法如下：
ｎｏｕｔ ＝ （ｎｉｎ － １）∗ｓ ＋ ｋ － ２∗ｐ． （２）

式中， ｎｏｕｔ 表示反卷积输出的尺寸大小；ｎｉｎ 表示反卷

积的输入尺寸大小； ｓ表示步长（ｓｔｒｉｄｅ）； ｋ 表示卷积

核尺寸大小； ｐ 表示填充（ｐａｄｄｉｎｇ）。

２　 实验结果与分析

２．１　 实验环境与数据集

本文提出的 ＭＦＦ－ＦＣＮ 网络模型是基于 Ｐｙｔｏｒｃｈ
的深度学习框架，实验所用硬件配置为 Ｉｎｔｅｌ Ｃｏｒｅ ｉ７－
９７００ＫＦ ＠ ３．６０ ＧＨｚ 八核 ＣＰＵ，以及 ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ
ＲＴＸ ２０７０ ＳＵＰＥＲ ＧＰＵ；系统环境为Ｗｉｎｄｏｗｓ １０ 专业版

６４位操作系统。 实验数据来自国际医学图像计算和计

算机辅助干预协会（ＭＩＣＣＡＩ）ＢｒａＴＳ２０１８ 挑战赛的训练

集，而 ＢｒａＴｓ２０１９ 训练集则在 ＢｒａＴＳ２０１８ 训练集的基础

上增加了 ５０ 例。 因此，本文将 ＢｒａＴｓ２０１９ 训练集增加

的 ５０ 例作为网络模型的测试集，避 免 了 拆 分

ＢｒａＴＳ２０１８ 训练集造成的数据过少。 试验中训练集共

有 ２８５ 例脑肿瘤患者的 ＭＲ 影像，其中 ２１０ 例为 ＨＧＧ
（高级别神经胶质瘤）患者 ＭＲ 影像，７５ 例为 ＬＧＧ（低
级别神经胶质瘤）患者 ＭＲ 影像；测试集共有 ５０ 例脑

肿瘤患者 ＭＲ 图像，其中 ４９ 例为 ＨＧＧ 患者，１ 例为

ＬＧＧ 患者。 每一例脑肿瘤患者都有 ＦＬＡＩＲ、Ｔ１、Ｔ２ 和

Ｔ１Ｃ ４ 种模态的 ＭＲ 图像，并且都已配准，并且每一例

脑肿瘤患者的 ＭＲ 图像都包含已经分割好的真实标

签。 数据集中数据类型为 ＸＸ．ｎｉｉ．ｇｚ，分别对应 ｆｌａｉｒ、ｔ１、
ｔ２、ｔ１ｃｅ、ｓｅｇ，其中 ｓｅｇ 是分割图像。
２．２　 评价标准

按照常规脑肿瘤 ＭＲ 图像分割标准，需将图像

分割 为 全 肿 瘤 （ ｗｈｏｌｅ ｔｕｍｏｒ， ＷＴ ）、 增 强 肿 瘤

（ｅｎｈａｎｃｅ ｔｕｍｏｒ，ＥＴ）、肿瘤核心 （ ｔｕｍｏｒ ｃｏｒｅ，ＴＣ）。
对于每种肿瘤区域，将采用相似系数（Ｄｉｃｅ Ｓｉｍｉｌａｒｉｔｙ
Ｃｏｅｆｆｉｃｉｅｎｔ，ＤＳＣ）、灵敏度（Ｓｅｎｓｉｔｉｖｉｔｙ）以及阳性预测

值（Ｐｏｓｉｔｉｖｅ Ｐｒｅｄｉｃｔｉｖｅ Ｖａｌｕｅ，ＰＰＶ）３ 种指标来评价

脑肿瘤 ＭＲ 图像分割结果。 其中，相似系数用来描

述模型分割结果与标签分割结果之间的重叠（相
似）程度，即：

Ｄｉｃｅ ＝ Ｐ ∧ Ｔ
Ｐ ＋ Ｔ( ) ／ ２

（３）

　 　 灵敏度描述的是模型分割后，正确肿瘤点占真

值肿瘤点的比例，即：

Ｓｅｎｓｉｔｉｖｉｔｙ ＝ Ｐ ∧ Ｔ
Ｔ

， （４）

　 　 阳性预测值描述的是模型分割后，正确肿瘤点

占分割结果为肿瘤点的比例，即：

Ｐｏｓｉｔｉｖｅ ＝ Ｐ ∧ Ｔ
Ｐ

． （５）

式（５）中， Ｐ 表示模型分割结果，Ｔ 表示脑肿瘤分割

的真实标签。
２．３　 预处理

考虑到脑肿瘤 ＭＲ 图像的特殊性，卷积神经网

络仅通过单一模态图像提取的特征，不足以精确分

割脑肿瘤不同病变组织，并且 ＢｒａＴｓ 数据集中 ＭＲ
图像 ４ 个序列分别代表不同的模态，对比度存在差

异。 因此，本文利用 Ｚ－Ｓｃｏｒｅ 来对每个模态的图像

进行归一化处理，即对不同模态的图像标准化为零

均值和单位标准差，对每个 ＭＲ 图像进行裁剪，并抛

除没有病灶的切片，以减少背景对单幅图像最终分

割结果的影响，降低数据背景区域造成的无效计算，
最终将 ４ 个不同模态合并成 ４ 个通道，可以使ＭＦＦ－
ＦＣＮ 网络模型学习到不同模态的特征。
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２．４　 模型训练与调参

２．４．１　 模型训练

在模型训练中，使用 ＶＧＧ－１９ 对模型进行初始

化。 考虑到 Ｓｉｇｍｏｉｄ 等激活函数容易造成梯度消

失，ＭＦＦ－ＦＣＮ 网络模型选择 ＲｅＬＵ 作为激活函数，
并采用常规的损失函数 ＳｏｆｔＭａｘ 计算损失；同时，在
网络模型中加入模型训练时，学习率的选取对网络

模型的性能有着至关重要的作用。 ＭＦＦ－ＦＣＮ 模型

综合考虑训练时长和收敛情况等因素，选取并比较

了不同学习率下模型收敛情况。 当学习率为

０．０００ ０３时，模型训练时的损失变化情况如图 ２ 所

示。 此时，模型的训练时长以及损失程度达到最佳。
２．４．２　 调参

Ａｄａｍ 优化在权值和偏值更新中，传统的梯度下降

算法需要遍历所有的训练样本，当训练样本很大时，需
要耗费巨大的计算资源和时间；而随机梯度下降算法

（ＳＧＤ）则是计算单个训练样本的损失来近似平均损

失，大大加快了模型参数的更新效率和训练速度。 本

文在比较几种优化算法的基础上，选用小批量随机梯

度下降法和 Ａｄａｍ［１３］ 优化算法，来对网络模型进行优

化。 模型中 ｂａｔｃｈ＿ｓｉｚｅ 大小为 １８，基准学习率为 ３ｅ－５，
权重衰减系数０．０００ １，最佳迭代次数为 １８０ 次。
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图 ２　 ＭＦＦ－ＦＣＮ 最优模型训练损失程度

Ｆｉｇ． ２　 Ｄｅｇｒｅｅ ｏｆ ｔｒａｉｎｉｎｇ ｌｏｓｓ ｉｎ ｔｈｅ ｏｐｔｉｍａｌ ＭＦＦ－ＦＣＮ ｍｏｄｅ

２．５　 结果分析

为了验证本文所提算法的性能，ＭＦＦ－ＦＣＮ 给出

２ 种输出结果：原始 ＦＣＮ 融合多尺度特征信息的输

出结果 ＦＣＮ－８ｓ，以及改进的 ＦＣＮ 模型 ＭＦＦ－ＦＣＮ
模型的输出结果。 同时，为了更充分对比模型的分

割性能，将文献 ［ ２，９，１５］ 等提出的方法在 Ｄｉｃｅ、
Ｓｅｎｓｉｔｉｖｉｔｙ、ＰＰＶ 等指标上进行比较，具体结果见表

２。 从表 ２ 中可见：

表 ２　 不同算法的分割性能评估

Ｔａｂ． ２　 Ｓｅｇｍｅｎｔａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｅｖａｌｕａｔｉｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ

方法 数据集
Ｄｉｃｅ

ＷＴ ＥＴ ＴＣ

Ｓｅｎｓｉｔｉｖｉｔｙ

ＷＴ ＥＴ ＴＣ

ＰＰＶ

ＷＴ ＥＴ ＴＣ

ＦＣＮ－８ｓ ＢｒａＴｓ２０１８ ０．８４ ０．７５ ０．８３ ０．８６ ０．７８ ０．９１ ０．８５ ０．７６ ０．８５

Ｐｅｒｅｉｒａ［２］ ＢｒａＴｓ２０１５ ０．８８ ０．７７ ０．８３ ０．８９ ０．８１ ０．８３ ０．８８ ０．７４ ０．８７

Ｓｈｅｎ［９］ ＢｒａＴｓ２０１３ ０．８７ ０．７５ ０．８２ ０．８９ ０．８０ ０．７９ ０．８５ ０．７２ ０．８７

Ｈａｖａｅｉ［１５］ ＢｒａＴｓ２０１５ ０．８８ ０．７３ ０．７９ ０．８９ ０．６８ ０．７９ ０．８７ ０．８０ ０．７９

Ｄａｖｙ［１４］ ＢｒａＴｓ２０１４ ０．８５ ０．６８ ０．７４ ０．８５ ０．７７ ０．７８ ０．８５ ０．６２ ０．７４

．ＭＦＦ－ＦＣＮ ＢｒａＴｓ２０１８ ０．８６ ０．７６ ０．８４ ０．８９ ０．８２ ０．８５ ０．８８ ０．７９ ０．８４

　 　 （１）就相似系数（Ｄｉｃｅ）指标来看，ＭＦＦ－ＦＣＮ 网

络模型对全肿瘤（ＷＴ）的分割效果比改进的 ＦＣＮ－
８ｓ 算法有一定的提升；尽管最终结果比其它算法效

果低，但 ＭＦＦ－ＦＣＮ 网络模型对增强肿瘤（ＥＴ）和核

心肿瘤（ＴＣ）的分割效果更优。 图 ３ 为各算法 Ｄｉｃｅ
对比折线图。
　 　 （２）从灵敏度（Ｓｅｎｓｉｔｉｖｉｔｙ）指标来看，ＭＦＦ－ＦＣＮ
网络模型对全肿瘤（ＷＴ）以及增强肿瘤（ＥＴ）的分割

效果相比其它算法好，但对核心肿瘤（ＴＣ）的分割效

果却低于改进的 ＦＣＮ － ８ｓ 算法。 图 ４ 为各算法

Ｓｅｎｓｉｔｉｖｉｔｙ 对比折线图。
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图 ３　 各算法 Ｄｉｃｅ 对比折线图

Ｆｉｇ． ３　 ＤＩＣＥ ｃｏｍｐａｒｉｓｏｎ ｌｉｎｅ ｃｈａｒｔ ｏｆ ｅａｃｈ ａｌｇｏｒｉｔｈｍ
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图 ４　 各算法 Ｓｅｎｓｉｔｉｖｉｔｙ 对比折线图

Ｆｉｇ． ４ 　 Ｂｒｏｋｅｎ ｌｉｎｅ ｄｉａｇｒａｍ ｏｆ Ｓｅｎｓｉｔｉｖｉｔｙ ｃｏｍｐａｒｉｓｏｎ ａｍｏｎｇ
ａｌｇｏｒｉｔｈｍｓ

　 　 （３）就阳性预测值（ＰＰＶ）指标来看，ＭＦＦ－ＦＣＮ
网络模型相比改进的 ＦＣＮ－８ｓ 算法对全肿瘤（ＷＴ）
以及增强肿瘤（ＥＴ）的分割效果都有一定的提升，并
且优于其它文献提出的算法；但对核心肿瘤（ＴＣ）的
分割效果却不尽人意。 图 ５ 为各算法 ＰＰＶ 对比折

线图。
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图 ５　 各算法 ＰＰＶ 对比折线图

Ｆｉｇ． ５　 ＰＰＶ ｃｏｍｐａｒｉｓｏｎ ｌｉｎｅ ｄｉａｇｒａｍ ｏｆ ｅａｃｈ ａｌｇｏｒｉｔｈｍ

　 　 为对本文所提算法的分割性能有直观的感受，选
取 ５ 例脑肿瘤患者的 ＭＲ 图像，将本文算法的分割结

果与专家分割结果进行展示对比，结果如图 ６ 所示。
从图 ６ 可以看出，ＭＦＦ－ＦＣＮ 网络模型的分割结果和

专家分割结果相比还是有一定的差距，虽然 ＭＦＦ－
ＦＣＮ 网络融合了多尺度的特征信息，在分割各组织边

缘有了很大的改进，准确率等有一定的提升，但是在

不同病变区域分割结果还是存在一定的混淆。

（ａ） 数据集真实标签

（ａ） Ｔｈｅ ｒｅａｌ ｌａｂｅｌ ｏｆ ｔｈｅ ｄａｔａｓｅｔ

（ｂ） 模型分割结果

（ｂ） Ｍｏｄｅｌ ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ
图 ６　 ５ 例脑肿瘤 ＭＲ 图像 ＭＦＦ－ＦＣＮ 网络模型及专家分割结果

Ｆｉｇ． ６　 ＭＦＦ－ＦＣＮ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ａｎｄ ｅｘｐｅｒｔ ｓｅｇｍｅｎｔａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ＭＲ ｉｍａｇｅｓ ｏｆ ｆｉｖｅ ｃａｓｅｓ ｏｆ ｂｒａｉｎ ｔｕｍｏｒｓ

　 　 综上所述，经过不同分割算法性能指标结果的

比较展示，验证了本文所提算法在不同病变区域都

具有一定的效果，尤其是对不同组织边缘区域的分

割，表现更优。

３　 结束语

针对传统分割算法特征信息提取不全、准确率

过低等情况，提出一种多尺度特征融合全卷积神经

网络的脑肿瘤 ＭＲ 图像分割算法，在 ＦＣＮ 的基础

上，引入卷积核大小不同的卷积通路以及跳跃连接，
融合多尺度的特征信息，已达到更佳的分割效果。
实验结果表明，本文算法能够在节省资源和时间的

基础上，提升算法的分割性能；相比其它算法，在不

同病变组织区域以及边缘分割上有更出色的变现。
但是该算法存在分割结果混淆、分割不够精确以及

个别图像分割效果更差等情况，这些都将是接下来
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工作的重点，并进一步完善。
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［１２］ ＺＨＯＵ Ｚ， ＨＥ Ｚ， ＪＩＡ Ｙ． ＡＦＰＮｅｔ： Ａ ３Ｄ Ｆｕｌｌｙ Ｃｏｎｖｏｌｕｔｉｏｎａｌ

Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ ｗｉｔｈ Ａｔｒｏｕｓ － ｃｏｎｖｏｌｕｔｉｏｎ Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ ｆｏｒ
Ｂｒａｉｎ Ｔｕｍｏｒ Ｓｅｇｍｅｎｔａｔｉｏｎ ｖｉａ ＭＲＩ Ｉｍａｇｅｓ［Ｊ］ ． Ｎｅｕｒｏｃｏｍｐｕｔｉｎｇ，
２０２０， ４０２：２３５－２４４．

［１３］ Ｄｉｅｄｅｒｉｋ Ｋｉｎｇｍａ， Ｊｉｍｍｙ Ｂａ． Ａｄａｍ： Ａ Ｍｅｔｈｏｄ ｆｏｒ Ｓｔｏｃｈａｓｔｉｃ
Ｏｐｔｉｍｉｚａｔｉｏｎ［Ｊ］ ． Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅ．２０１４．

［１４］ＤＡＶＹ Ａ． Ｂｒａｉｎ ｔｕｍｏｒ ｓｅｇｍｅｎｔａｔｉｏｎ ｗｉｔｈ ｄｅｅｐ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ
［Ｃ］ ／ ／ ＭＩＣＣＡＩ Ｍｕｌｔｉｍｏｄａｌ Ｂｒａｉｎ Ｔｕｍｏｒ Ｓｅｇｍｅｎｔａｔｉｏｎ Ｃｈａｌｌｅｎｇｅ
（ＢｒａＴＳ）， ２０１４：３１－３５．

［ １５ ］ Ｍｏｈａｍｍａｄ Ｈａｖａｅｉ， Ａｘｅｌ Ｄａｖｙ， Ｄａｖｉｄ Ｗａｒｄｅ － Ｆａｒｌｅｙ，
ＡｎｔｏｉｎｅＢｉａｒｄ， Ａａｒｏｎ Ｃｏｕｒｖｉｌｌｅ， Ｙｏｓｈｕａ Ｂｅｎｇｉｏ， Ｃｈｒｉｓ Ｐａｌ，
Ｐｉｅｒｒｅ－Ｍａｒｃ Ｊｏｄｏｉｎ， ａｎｄ Ｈｕｇｏ Ｌａｒｏｃｈｅｌｌｅ． Ｂｒａｉｎ ｔｕｍｏｒ
ｓｅｇｍｅｎｔａｔｉｏｎ ｗｉｔｈ ｄｅｅｐ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ ［ Ｊ ］ ． Ｍｅｄｉｃａｌ Ｉｍａｇｅ
Ａｎａｌｙｓｉｓ， ２０１７ （３５）： １８－３１．
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３　 结束语

本文使用端点检测算法和信号重组算法来对信

号进行提取与重组，又进一步地使用了多尺度卷积

神经网络结合随机森林树对信号进行识别，不仅降

低了识别时间，还提高了对振动事件的识别准确率，
对 ４ 种振动事件的识别准确率达到了 ９７．４％。
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