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基于时空自注意力转换网络的群组行为识别

张天雨， 许　 飞， 江朝晖

（合肥工业大学 计算机与信息学院， 合肥 ２３０６０１）

摘　 要： 个体间关系信息的获取是群组行为识别中关键问题。 为了获取更加丰富的关系信息，本文提出了一种时空自注意力

转换网络（Ｓｐａｔｉｏ－Ｔｅｍｐｏｒａｌ Ｔｒａｎｓｆｏｒｍｅｒ Ｎｅｔｗｏｒｋ）。 空间自注意力转换模块可以同时处理群组中的所有个体，包括其外观特征

和位置特征，以便提取个体间空间关系信息。 使用时序自注意力转换模块进行时序建模。 为了获得更加丰富有效的关系信

息，提出了全局空间注意图，用以增强模型空间关系推理能力，使用时序掩膜优化时序自注意力转换模块。 通过在 Ｖｏｌｌｅｙｂａｌｌ
和 Ｃｏｌｌｅｃｔｉｖｅ Ａｃｔｉｖｉｔｙ 数据集上实验验证，结果表明本文方法性能优于其它方法。
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０　 引　 言

群组行为识别是指对多个个体共同参与的活动

进行识别，具有广泛的应用领域。 如：体育视频分

析、智能视频监控、机器人视觉等。 与传统个体行为

识别不同的是，群组行为识别需要理解个体之间的

交互关系，而个体的位置、行为以及个体之间的交互

关系随时间不断变化。
早期的方法使用概率图模型处理手工提取的特

征。 近几年，循环卷积神经网络（Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋ， ＲＮＮ） 和长短时记忆网络 （ Ｌｏｎｇ Ｓｈｏｒｔ －
Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ）凭借其强大的序列信息处理能

力，被许多学者用于群组行为识别。 Ｉｂｒａｈｉｍ Ｍ Ｓ 等

人［１］设计了一个层次 ＬＳＴＭ 模型，其中一个 ＬＳＴＭ
提取成员个体行为动态特征，另一个用于聚合个体

层次信息作为场景表示，但在使用 ＬＳＴＭ 聚合个体

层次信息时忽略了个体空间关系。 Ｉｂｒａｈｉｍ Ｍ Ｓ 等

人［２］在之后的工作中引入一个关系层为每个人学

习紧凑的关系表示，但这种关系层学习个体关系的

方法不够灵活。
为解决上述问题，本文提出时空自注意力转换

网络模型用于群组行为识别。 首先使用空间自注意

力转换模块，灵活地建模个体间的空间关系，其次使

用时序自注意力转换模块进行时序建模，最后将时

空关系建模后的特征用于群组行为识别。
本文的主要贡献是：提出了一种端到端的时空

自注意力转换模型，以及全局空间关注图，改进空间

自注意力转换模块；使用时序掩膜策略，优化时序自

注意力转换模块。 在两个流行数据集上进行验证，
均取得了优秀的表现。

１　 相关工作

１．１　 群组行为识别

早期的研究人员采用概率图模型处理手工提取



的特征［３－４］。 近期，深度学习网络在各个领域取得

优异的表现，一些学者将 ＲＮＮ 以及 ＬＳＴＭ 引入群组

行为识别任务中。 Ｉｂｒａｈｉｍ Ｍ Ｓ 等人［１］ 提出了基于

ＬＳＴＭ 的层次模型，将卷积神经网络（Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，ＣＮＮ）和 ＬＳＴＭ 作为骨干网络，其中

ＬＳＴＭ 可以捕捉每个个体的时间动态特征。 其后，
许多基于 ＣＮＮ 和 ＲＮＮ 结合的群体活动识别方法涌

现出来。
例如，Ｓｈｕ Ｔ 等人［５］提出了能量层和 ＬＳＴＭ 结合

的 ＣＥＲＮ 网络，能量层用于捕获 ＣＥＲＮ 内所有 ＬＳＴＭ
预测之间的依赖关系，并以这种方式通过能量最小

化实现更加可靠的识别； Ｌｉ Ｘ 等人［６］ 使用一个

ＬＳＴＭ 为每个视频帧生成一个标题，另一个 ＬＳＴＭ 根

据这些生成的字幕，预测最终的活动类别；Ｉｂｒａｈｉｍ
Ｍ Ｓ 等人引入一个关系层模块，该模块可以编码个

体与其他个体的关系信息；Ｔｓｕｎｏｄａ Ｔ 等人［７］设计了

一个层次 ＬＳＴＭ，在 ＬＳＴＭ 中引入了保持状态作为一

种外部可控状态，并且扩展了分层 ＬＳＴＭ 的集成机

制。
此外，一些方法采用注意力机制来确定与群组

活动中的关键人物。 例如 Ｒａｍａｎａｔｈａｎ Ｖ 等人［８］ 结

合双向长短时记忆网络（Ｂｉ－ｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ－
Ｔｅｒｍ Ｍｅｍｏｒｙ，ＢＬＳＴＭ）和注意力（Ａｔｔｅｎｔｉｏｎ）机制，提
出注意力模型，给予事件中关键参与者更高的权重。
Ｑｉ Ｍ 等人［９］还利用注意机制同时从视觉域和语义

域寻找关键人物。 本文基于自注意力机制，提出时

空自注意力转换网络进行群组行为识别。
１．２　 自注意力机制（Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ）

自注意力机制是自注意力转换网络（Ｔｒａｎｓｆｏｒｍｅｒ）
的基础模块［１０］，用于为序列的所有实体之间的交互

建模，在自然语言处理领域表现优异。 原理上，自注

意力层通过聚合来自完整输入序列的全局信息，来
更新序列的每个组成部分。 其输入由一组查询

（Ｑｕｅｒｉｅｓ， Ｑ ）、 维 度 为 Ｄ 的 键 （ Ｋｅｙｓ， Ｋ ）， 和 值

（Ｖａｌｕｅｓ，Ｖ）组成，将这些输入打包成矩阵形式实现

高效计算。 首先将 Ｑ 与 Ｋ 的转置矩阵相乘并除以
　 Ｄ ， 再使用 ｓｏｆｔｍａｘ 层进行归一化，以获得注意力

分数。 序列中每个实体更新为序列中所有实体的加

权和，其中的权重由注意力分数给出。 其公式为：

　 ＳｅｌｆＡｔｔｔｅｎｔｉｏｎ Ｑ，Ｋ，Ｖ( ) ＝ ｓｏｆｔｍａｘ
Ｑ ＫＴ

　 Ｄ
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这种自注意力机制被用于许多关系建模、目标

检测等计算机视觉任务。 本文工作中利用基于自注

意力机制的 Ｔｒａｎｓｆｏｒｍｅｒ 用于时空关系建模。

２　 模型框架

２．１　 总体框架

网络由个体特征提取、基于 Ｔｒａｎｓｆｏｒｍｅｒ 的时空

特征融合模块和残差连接特征融合模块 ３ 部分组

成。 网络框架如图 １ 所示。 网络输入为视频帧序列

Ｆ ＝ Ｆ１，Ｆ２，…，ＦＴ{ } 以及个体边界框 Ｂ ；使用 ２Ｄ
ＣＮＮ 网络提取输入视频帧的特征图；ＲｏｉＡｌｉｇｎ 层［１１］

根据个体边界框 Ｂ 提取个体外观特征；使用 ＦＣ 层

将每个个体成员特征映射为维度 １×１ ０２４，将其称

为原始个体特征；将提取的个体特征输入时空

Ｔｒａｎｓｆｏｒｍｅｒ 模块，进行时空信息建模。 为了减少深

度网络退化问题，采用残差链接将原始特征与时空

信息建模后的成员特征融合，最后使用分类层进行

分类。
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图 １　 时空自注意力转换网络结构

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ Ｓｐａｔｉｏ－Ｔｅｍｐｏｒａｌ Ｔｒａｎｓｆｏｒｍｅｒ Ｎｅｔｗｏｒｋ

２．２　 空间 Ｔｒａｎｓｆｏｒｍｅｒ
在将原始特征输入该模块之前，需根据个体边

界框为原始特征添加空间位置信息。 对于个体 ｉ，
根据其边界框中心点 ｘｉ，ｙｉ( ) ， 使用 Ｖａｓｗａｎｉ Ａ 等

人［１３］提出的 ＰＥ 位置编码函数对其进行编码。 编

码得到的空间位置信息维度和个体 ｉ 的特征维度相

同，其前一半维度为 ｘｉ 的编码，后一半为 ｙｉ 的编码。
编码函数为：

ＰＥ ｐｏｓ，２ｉ( ) ＝ ｓｉｎ ｐｏｓ ／ １００００２ｉ ／ Ｄｉｎ( ) ， （２）
ＰＥ ｐｏｓ，２ｉ ＋ １( ) ＝ ｃｏｓ ｐｏｓ ／ １００００２ｉ ／ Ｄｉｎ( ) ， （３）

　 　 其中， ｐｏｓ 为个体的位置； ｉ 为空间位置编码向

量的维度；Ｄｉｎ 的值等于个体特征维度大小的一半。
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空间位置信息ｘｉ 和ｙｉ 均使用上述编码，编码后将其

使用 ｃｏｎｃａｔｅｎａｔｅ 方式进行连接。 空间位置编码与

个体特征具有相同的维度，将两者相加得到具有空

间位置信息的个体特征。
　 　 空间 Ｔｒａｎｓｆｏｒｍｅｒ 原理如图 ２ 所示。 Ｔｒａｎｓｆｏｒｍｅｒ
由 Ｌ 层组成，每层有 ２ 个子层：一个多头注意层和一

个前馈层。 其原始输入为经空间位置信息编码后的

特征矩阵 Ｘ∈ ＲＮ×Ｄ。 其中，Ｎ代表节点数量，Ｄ表示

通道数。 对于Ｈ个注意头的第 ｊ个头的注意层，计算

其输出Ｘ ｊ∈ ＲＮ×ｄ，ｄ ＝ Ｄ ／ Ｈ：
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图 ２　 空间 Ｔｒａｎｓｆｏｒｍｅｒ 原理
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其中，Ｗｑ
ｊ 、Ｗｋ

ｊ 和 Ｗｖ
ｊ 维度均为 ＲＮ×ｄ， ３ 个权重矩

阵将输入 Ｘ 映射为查询、键和值。 对每个注意头重

复此操作，将多个头的输出，使用 ｃｏｎｃａｔｅｎａｔｉｏｎ 方式

连接。 再使用一个全连接层 （权重矩阵 Ｗｌ１ ∈
ＲＤ×Ｄ）， 将上一层输出映射为维度 ＲＮ×Ｄ 的特征矩阵，
由两个全连接层组成前馈层（权重矩阵为 Ｗｌ２ ∈
ＲＤ×Ｄ１， Ｗｌ３ ∈ ＲＤ１×Ｄ）。 多头注意层和前馈层的输出

都使用残差函数，并且对残差连接融合的特征进行

层归一化。 其中激活函数 σ 为 ＲｅＬＵ，最终得到的

输出 Ｘｏ 和输入 Ｘ 维度相同：
Ｘａ ＝ ＬａｙｅｒＮｏｒｍ（Ｘ ＋ Ｄｒｏｐｏｕｔ（ｃｏｎｃａｔ（Ｘ１， Ｘ２，

…，ＸＨ） Ｗｌ１））， （５）
Ｘｏ ＝ ＬａｙｅｒＮｏｒｍ（Ｘａ ＋ Ｄｒｏｐｏｕｔ（σ（ＸａＷｌ２） Ｗｌ３））． （６）
２．３　 全局空间注意图

如上所述，使用空间 Ｔｒａｎｓｆｏｒｍｅｒ 中多头注意力

为每个时刻个体计算空间关注度，这是一种随时间

变化的空间关注度。 由于每个个体在群组活动中扮

演特定的角色，可在整个群组活动过程中设定一个

时序共享的全局空间注意力模块，来强制模型学习

更多不同时刻的一般关注。
如图 ２ 所示，在多头注意力和前馈层之间加入

Ｋ 全局注意图 Ａｇｌｏｂａｌ ＝ Ａ１
ｇｌｏｂａｌ，Ａ２

ｇｌｏｂａｌ，…，ＡＫ
ｇｌｏｂａｌ{ } ，Ａｋ

ｇｌｏｂａｌ

∈ ＲＮ×Ｎ，在这里 Ｋ 取 Ｎ 值。 所有数据样本共享全局

注意图，代表整个群组活动内在关系模式，多个图构

成全局注意图增加网络泛化能力。 本文将其作为网

络的参数，并与模型一起进行优化。 该模块结构简

单、参数少，但消融实验表明其效果显著。 全局空间

关注度模块使用残差函数，增加该模块后计算公式

表示为：

　 Ｘｍｉｄ ＝ ＬａｙｅｒＮｏｒｍ Ｘａ ＋ Ｄｒｏｐｏｕｔ Ａ
－

ｇｌｏｂａｌ Ｘａ( )( ) ． （７）

其中， Ａ
－

ｇｌｏｂａｌ 为 Ｋ 个图相加求平均， Ｘａ 为

Ｔｒａｎｓｆｏｒｍｅｒ 中多头注意力的输出， Ｘｍｉｄ 为全局空间

关注度模块的输出，并作为前馈层的输入。
２．４　 时序 Ｔｒａｎｓｆｏｒｍｅｒ

时序 Ｔｒａｎｓｆｏｒｍｅｒ 和空间 Ｔｒａｎｓｆｏｒｍｅｒ 具有相同

的原理，其不同之处在于输入特征为时序特征以及

多头注意层的计算方式。 输入的时序特征由各时刻

空间特征在个体维度最大池化获得。 在时序特征经

多头注意层时，对多头注意层中计算出的关注图矩

阵后，增加一个掩膜矩阵 Ｍ ∈ ＲＮ×Ｎ。 Ｍ 矩阵为：

Ｍ ｍ１，ｍ２( ) ＝
１，　 ｍ１ － ｍ２ ≤ γ，
０，　 ｏｔｈｅｒ．{ （８）

其中， ｍ１、ｍ２ 为矩阵的行和列， γ 为时间窗口

大小，设置为输入单个视频序列帧数的一半。 增加

掩膜后的注意力层计算为：

　 ＭａｓｋＡｔｔｔｅｎｔｉｏｎ Ｑ，Ｋ，Ｖ( ) ＝ ｓｏｆｔｍａｘ
Ｑ ＫＴ

　 Ｄ
°Ｍæ

è
ç

ö

ø
÷ Ｖ． （９）

其中， ° 表示 Ｈａｄａｍａｒｄ 乘积。 因此，当为某个

时序特征进行时序建模时，只考虑该时刻前后 γ 时

刻内的时序特征，其它时刻的注意分数被设为零。
采用这种策略，减少了时序建模时信息冗余，降低了

时序建模难度。
２．５　 损失函数

将时序 Ｔｒａｎｓｆｏｒｍｅｒ 的输出与原始特征进行求

和融合，形成最终场景表示， 将场景表示送入分类

层进行群组行为识别。 使用空间 Ｔｒａｎｓｆｏｒｍｅｒ 的输

出特征与原始特征求和融合后计算个体损失。 整个

模型以反向传播端到端方式训练，损失函数由个体

损失和群组损失组成，其公式如下：
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Ｌｏｓｓ ＝ Ｌ ｙＧ，ｙＧ
ｇｔ( ) ＋ Ｌ ｙＰ，ｙＰ

ｇｔ( ) ． （１０）
　 　 其中， Ｌ 为交叉熵损失函数； ｙＧ

ｇｔ 和 ｙＰ
ｇｔ 是群组行

为和个体行为标签； ｙＧ 和 ｙＰ 是预测值。

３　 实验结果与分析

３．１　 数据集

（１）Ｖｏｌｌｅｙｂａｌｌ 数据集。 数据集由 ５５ 个排球比

赛视频中截取的 ４ ８３０ 个视频片段组成［１］。 每个视

频片段中间帧标注了个体边界框、个体行为标签以

及群组行为标签。 其中个体行为标签有 ９ 种，群组

行为标签共有 ８ 种。 对于每个带标注的帧，该帧周

围有多个未带标注的帧可用。 实验中使用一个长度

为 Ｔ ＝ １０ 的时间窗口，对应于标注帧的前 ５ 帧和后

４ 帧。 未被标注的个体边界框数据从该数据集提供

的轨迹信息数据获取。 使用 ３ ４９４ 个视频片段作为

训练集，１ ３３７ 个视频片段作为测试集。
（２）Ｃｏｌｌｅｃｔｉｖｅ Ａｃｔｉｖｉｔｙ 数据集。 数据集由低分

辨率相机拍摄的 ４４ 个视频片段组成，总共约 ２５００
帧［３］。 每个视频片段每 １０ 帧有一个标注，标注包含

个体行为和群组行为标签，以及个体的边界框。 共 ５
个群组活动标签，６ 个个体行为标签。 实验中 ２ ／ ３ 视

频用于训练，其余的用于测试。
３．２　 实验细节及评价标准

对于 Ｖｏｌｌｅｙｂａｌｌ 数据集，网络超参设置如下：最
小批量大小为 ８，Ｄｒｏｐｏｕｔ 参数为 ０．３，学习率初始设

置为 １Ｅ－４，网络训练 １８０ 个周期，每 ３０ 个周期学习

率将为之前的 ０．５ 倍，学习率在 ４ 次衰减后停止衰

减。 空间自注意力转换模块层数为 １，注意头数为

２，时序自注意力转换模块层数和注意头数均为 １。
实验采用 ＡＤＡＭ（ＡＤＡｐｔｉｖｅ Ｍｏｍｅｎｔ）优化器。

在 Ｃｏｌｌｅｃｔｉｖｅ Ａｃｔｉｖｉｔｙ 数据集上，网络超参设置

为：最小批数据大小为 １６，Ｄｒｏｐｏｕｔ 参数为 ０．５，初始

学习率为 １Ｅ－３，每 １０ 个周期学习率将为之前的 ０．１
倍，学习率在四次衰减后停止衰减。 网络共训练 ８０
个周期。 空间自注意力转换模块层数为 １，注意头

数为 ２，时序自注意力转换模块层数和注意头数均

为 １。 实验采用 ＡＤＡＭ 优化器。
３．３　 消融实验

３．３．１　 基线模型设计

为通过消融实验来证明本文模型中各个模块的

有效性，设计以下变体模型：
Ｂ１（Ｂａｓｅｌｉｎｅ）：基于个体特征模型。 在该模型

中，采用 Ｉｎｃｅｐｔｉｏｎ－ｖ３ 来计算每个帧中个体的高维

特征。 将这些特征经平均池化，计算出群组行为的

特征。 这些特征被送到 Ｓｏｆｔｍａｘ 分类器中，以预测

每个帧中群组行为的标签。 视频的预测标签为所有

视频帧的预测标签，通过求和平均得到。
Ｂ２（ Ｂａｓｅｌｉｎｅ ＋ ＳＴ ）： 该 变 体 模 型 使 用 空 间

Ｔｒａｎｓｆｏｒｍｅｒ（Ｓｐａｔｉｏ－Ｔｒａｎｓｆｏｒｍｅｒ， ＳＴ）对 Ｉｎｃｅｐｔｉｏｎ－ｖ３
提取的个体特征进行空间关系推理。

Ｂ３（Ｂａｓｅｌｉｎｅ＋ＳＴ＋ＴＴ）：该变体在 Ｂ２ 的基础上

增加无掩膜优化的时序 （ Ｔｅｍｐｏｒａｌ － Ｔｒａｎｓｆｏｒｍｅｒ，
ＴＴ），对时序关系进行推理。

Ｂ４（Ｂａｓｅｌｉｎｅ＋ＳＴ＿Ｅｎｈａｎｃｅ＋ＴＴ）：在 Ｂ３ 的基础上

增加全局空间注意图增强，对空间关系的推理。
Ｂ５（Ｂａｓｅｌｉｎｅ＋ＳＴ＿Ｅｎｈａｎｃｅ＋ＴＴ＿Ｅｎｈａｎｃｅ）：为本

文的最优模型，在 Ｂ４ 的基础上增加掩膜对 ＴＴ 进行

优化。
３．３．２　 实验结果分析

模型及其变体在 Ｖｏｌｌｅｙｂａｌｌ 数据集上的识别准

确率结果见表 １。 本文提出的 Ｂ５ 模型取得了最好

的性能。 其达到 ９２．５２％的最高准确率，与基线模型

Ｂ１ 相比准确率提升了 ３．３７％。 与 Ｂ１ 相比，变体模

型 Ｂ２ 通过探索个体之间的空间交互，识别准确率

提高了 ０．８７％。 Ｂ３ 被用来说明在时间和空间领域

捕捉个体空间交互关系以及时序关系的重要性，Ｂ４
和 Ｂ３ 相比提高了 ０．９％的准确率，证明了全局空间

注意图这种不同时刻的一般关注对于识别群体活动

的有效性。 Ｂ５ 和 Ｂ４ 相比，验证了通过增加 ＭＡＳＫ
减少在时序关系推理时的信息冗余，可以提高模型

的性能。
表 １　 Ｖｏｌｌｅｙｂａｌｌ 数据集上的消融实验结果

Ｔａｂ． １　 Ａｂｌａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｎ Ｖｏｌｌｅｙｂａｌｌ ｄａｔａｓｅｔ

消融因素 Ａｃｃｕｒａｃｙ（单位：％）

Ｂ１：Ｂａｓｅｌｉｎｅ ８９．１５

Ｂ２：Ｂａｓｅｌｉｎｅ＋ＳＴ ９０．０２

Ｂ３：Ｂａｓｅｌｉｎｅ＋ＳＴ＋ＴＴ ９１．４０

Ｂ４：Ｂａｓｅｌｉｎｅ＋ＳＴ＿Ｅｎｈａｎｃｅ＋ＴＴ ９２．３０

Ｂ５：Ｂａｓｅｌｉｎｅ＋ＳＴ＿Ｅｎｈａｎｃｅ＋ＴＴ＿Ｅｎｈａｎｃｅ ９２．５２

３．４　 与各方法的对比分析

表 ２ 显示了本文的最佳模型与各方法在

Ｖｏｌｌｅｙｂａｌｌ 数据集上的比较结果。 由表 ２ 可知，本文

方法在 Ｖｏｌｌｅｙｂａｌｌ 数据集上达到最好的表现。 和

ＨＲＮ 模型相比，虽然其模型包括个体之间的关系信

息，但其方法提取空间关系未充分利用空间信息。
因此，本文模型优于 ＨＲＮ 模型。 和 ＡＲＧ 模型相比，
虽然该模型充分探究了个体间空间位置和外观关

系，但在时序建模方面采用时序抽样策略没有完整

０８ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



利用时序信息，而本文模型采用了时序关系建模优

化， 因此本文模型优于 ＡＲＧ 模型。
表 ２　 各方法在 Ｖｏｌｌｅｙｂａｌｌ 数据集上的准确率

Ｔａｂ． ２　 Ａｃｃｕｒａｃｉｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ ｏｎ Ｖｏｌｌｅｙｂａｌｌ ｄａｔａｓｅｔ

Ｍｅｔｈｏｄ Ａｃｃｕｒａｃｙ（％）

ＨＤＴＭ［１］ ８１．９０
ＣＥＲＮ［５］ ８３．３０
ＳＢＧＡＲ［６］ ６６．９０
ｓｔａｇＮｅｔ［９］ ８９．３０
ＳＳＵ［１３］ ９０．６０
ＨＲＮ［２］ ８９．５０
ＡＲＧ［１４］ ９２．５０
Ｏｕｒｓ ９２．５２

　 　 在 Ｃｏｌｌｅｃｔｉｖｅ Ａｃｔｉｖｉｔｙ 数据集上与其它先进方法

进一步比较结果见表 ３。 本文模型表现优于其它方

法，达到 ９１．２４％的群体活动识别准确率。 结果表明

了该模型捕获时空关系信息的有效性和通用性。

表 ３　 各方法在 Ｃｏｌｌｅｃｔｉｖｅ Ａｃｔｉｖｉｔｙ 数据集上的准确率

Ｔａｂ． ３ 　 Ａｃｃｕｒａｃｉｅｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｅｔｈｏｄｓ ｏｎ Ｃｏｌｌｅｃｔｉｖｅ Ａｃｔｉｖｉｔｙ
ｄａｔａｓｅｔ

Ｍｅｔｈｏｄ Ａｃｃｕｒａｃｙ（％）

ＨＤＴＭ［１］ ８１．５０

ＣＥＲＮ［５］ ８７．２０

ｓｔａｇＮｅｔ［９］ ８９．１０

ＡＲＧ［１４］ ９１．００

Ｏｕｒｓ ９１．２４

３．５　 数据可视化

（１）空间注意力可视化。 在图 ３ 中可视化了本

文模型在 Ｖｏｌｌｅｙｂａｌｌ 数据集上两个空间注意头生成注

意力图的例子。 根据注意力图，在图像中使用红星标

出了关键个体。 可视化结果表明本文模型能够捕捉

群体活动中关键关系信息。
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图 ３　 空间注意力可视化

Ｆｉｇ． ３　 Ｓｐａｔｉａｌ ａｔｔｅｎｔｉｏｎ ｖｉｓｕａｌｉｚａｔｉｏｎ

　 　 （２）ｔ－ＳＮＥ 可视化。 图 ４ 显示了 ｔ－ＳＮＥ 可视化

不同模型变体在 Ｖｏｌｌｅｙｂａｌｌ 数据集上学习的视频表

示。 使用 ｔ－ＳＮＥ 将排球数据集的验证集上的视频

表示投射到二维空间。 从图上可以观察到，本文的

Ｂ５ 模型学习的群组场景表示具有较好的分离度，且
全局空间注意力增强和时序掩膜优化结合，可以更

好地区分群体活动。

B1 B2 B3 B4 B5

图 ４　 不同变体模型视频表示的 ｔ－ＳＮＥ 可视化

Ｆｉｇ． ４ 　 ｔ － ＳＮＥ ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｖｉｄｅｏ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｏｆ ｄｉｆｆｅｒｅｎｔ
ｖａｒｉａｎｔｓ ｏｆ ｔｈｅ ｍｏｄｅｌ

４　 结束语

本文提出一种灵活有效的方法对群组中个体进

行时 空 关 系 推 理， 基 于 自 注 意 力 机 制 的 时 空

Ｔｒａｎｓｆｏｒｍｅｒ 关系网络获得用于群组行为识别的视频

表示。 在当前流行数据集上的实验表明，本文方法

和当前优秀方法相比准确率更高。 并可视化了部分

网络，可以更加了解网络的工作原理。
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