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基于 ＣＢＡＭ－ＥｆｆｉｃｉｅｎｔＮｅｔ 的垃圾图像分类算法研究
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摘　 要： 针对垃圾分类数据集，本文采用基于 Ｉｍａｇｅｎｅｔ 数据集的迁移参数初始化 Ｅｆｆｉｃｉｅｎｔ－ｎｅｔ 模型，与经典的 ＶＧＧ 和 Ｒｅｓ⁃
Ｎｅｔ５０ 模型对比，得到了较高的泛化性能和准确率。 为了降低源领域数据集的特征参数对于目标领域数据集特征参数产生负

迁移的影响，本文加入了 ＣＢＡＭ 注意力机制增强重要特征并忽视无效特征，同时使用批归一化和随机失活模块加速网络的训

练并减轻过拟合程度，从而得到高性能、高效率的 ＣＢＡＭ－ＥｆｆｉｃｉｅｎｔＮｅｔ 垃圾分类模型。 实验结果表明，基于 Ｅｆｆｉｃｉｅｎｔ－ｎｅｔ 模型

的垃圾分类的准确率高于经典的 ＶＧＧ 和 ＲｅｓＮｅｔ５０ 模型 ５％以上，而本文所提出的 ＣＢＡＭ－ＥｆｆｉｃｉｅｎｔＮｅｔ 进一步提高了 ２．５％。
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０　 引　 言

如今，由人工进行垃圾分拣不仅对人体健康有

伤害，而且垃圾分拣效率低。 在日常生活中，每天会

产生大量不同种类的垃圾，人工分拣只能解决其中

的小部分，大多数都会进行填埋，从而对环境有很大

的污染。 随着计算机视觉的发展和图像数据的日益

增多，深度学习方法在垃圾分类领域被广泛的应用。
通过对不同种类的垃圾图像进行检测，让机器自动

进行识别和分拣，从而提高资源利用率，减少环境污

染。
传统的图像分类方法主要分为两部分，一是通

过人为设置特征提取器提取图像特征，例如 ＨＯＧ 特

征［１］、ＳＩＦＴ 特征［２］、ＬＢＰ 特征［３］等；二是通过设计更

好的分类器算法来提高分类结果的准确率。 然而随

着移动互联网的普及以及各类互联网产品的推出，
每时每刻都有海量的图像数据产生，这些图像数据

复杂而且多样化，传统的图像分类算法并不足以支

撑这些数据的分类。 近年来，由于计算机技术的快

速迭代和计算能力的日异丰富，给基于神经网络学

习的图像分类算法提供了可能性。 因此，越来越多

的学者将目光投向基于神经网络的图像分类算法研

究，以便找到更加快速高效的图像分类技术。 深度

学习通过多层非线性层的叠加［４－５］，使得模型可以

拟合更加复杂的非线性映射。 ２０１４ 年，来自牛津大

学的 Ｓｉｍｏｎｙａｎ Ｋ［６］等人提出了 ＶＧＧ 网络，该网络常

用的有 ＶＧＧ１６ 和 ＶＧＧ１９ 两种结构，除了在网络深

度上的不同，二者在本质上并无区别。 相较于

ＡｌｅｘＮｅ［７］直接使用具有较大感受野的 １１∗１１、７∗
７、５∗５ 大小的卷积核，ＶＧＧ 用 ３∗３ 的卷积核堆叠

的方法来代替。 通过这种方法不仅大大减少了网络

的参数量，并且通过堆叠方式增加了网络的非线性

程度，可以使网络拟合更加复杂的分布。 同年，来自

Ｇｏｏｇｌｅ 公司的 Ｓｚｅｇｅｄｙ［８］ 等人提出了 ＧｏｏｇｌｅＮｅｔ，相



比于 ＶＧＧ 网络通过增加网络深度来提高模型的拟

合能力，ＧｏｏｇｌｅＮｅｔ 使用了 Ｉｎｃｅｐｔｉｏｎ 模块化结构。 该

结构通过不同大小的卷积核获得不同大小的感受

野，然后进行拼接，将不同尺度的特征进行融合，从
而提升网络的表达能力。 ２０１５ 年，Ｓｚｅｇｅｄｙ 等［９］ 提

出了 Ｉｎｃｅｐｔｉｏｎ Ｖ２ 结构，该结构首先吸收了 ＶＧＧ 网

络的优点，将多个大卷积替换为小卷积叠加，节省了

大量的计算量；二是提出了批归一化，降低了网络对

初始化权重的敏感性，并且加快了网络的收敛速度。
随后，Ｓｚｅｇｅｄｙ 等［１０］ 对 Ｉｎｃｅｐｔｉｏｎ 结构进行了进一步

的挖掘和改进，形成了 Ｉｎｃｅｐｔｉｏｎ Ｖ３ 结构。 该结构

相比于 Ｉｎｃｅｐｔｉｏｎ Ｖ２ 主要有 ３ 点改进：一是将 ｎ∗ｎ
的卷积结构分解为先进行 １∗ｎ 卷积，然后再进行

ｎ∗１ 卷积的结构，大大降低了网络的参数量， 从而

可以堆叠更多的模块来提升网络的拟合能力；二是

通过并行结构来优化池化部分，实现不同特征尺度

的融合；三是使用标签平滑对网络输出进行正则化。
通过这些改进， ＩｎｃｅｐｔｉｏｎＶ３ 结构相比于 ＧｏｏｇｌｅＮｅｔ
在 ＩｍａｇｅＮｅｔ 数据集上降低了约 ８％的错误率。 同

年，ＫａｉＭｉｎｇ Ｈｅ［１１］ 等人提出了 ＲｅｓＮｅｔ 神经网络，相
比于 ＶＧＧ 网络，Ｒｅｓｎｅｔ 多了一条残差回流通道，直
接绕道将输入信息传给输出，保护了信息的完整性。
Ｒｅｓｎｅｔ 的残差结构使得网络只需学习输入和输出的

差值，简化了训练目标，降低了训练难度，一定程度

上解决了梯度消失和梯度爆炸的问题。 ２０１７ 年，为
了解决过多超参数给网络设计和计算带来额外难度

的问题，Ｓａｉｎｉｎｇ Ｘｉｅ 等［１２］ 提出了 ＲｅｓＮｅｘｔ 网络。 该

网络使用了一种平行堆叠的结构来代替 ＲｅｓＮｅｔ 的
三层卷积结构，使得网络在不明显增加参数的同时，
明显提高了准确率。 另外由于基础拓扑结构相同，
减少了大量的超参数，便于训练和移植。 为了解决

单一增加网络宽度或单一增加网络深度导致的性能

瓶颈和参数过剩问题，Ｔａｎ Ｍ 等［１３］ 提出了一种搜索

网络架构 Ｅｆｆｉｃｉｅｎｔ－ｎｅｔ，该网络相比之前的卷积神经

网络，主要有 Ｅｆｆｉｃｉｅｎｔ－ｎｅｔ－ｂ０ 到 Ｅｆｆｉｃｉｅｎｔ－ｎｅｔ－ｂ７ 共

８ 种结构分别对应于不同分辨率的图像。
上述方法主要是基于大型数据集进行训练，在

算法上实现了较大的创新。 然而现实生活中常常面

对小批量的数据分类任务，由于网络参数过多、太少

的数据集，使以上网络模型难以得到充分的训练或

者容易出现过拟合现象。 虽然迁移学习可以解决这

一问题，但面对不同的数据集任务，容易忽略数据之

间的差异性。

因此，本文提出了一种自适应注意力机制和数

据增强方法。 通过数据增强，提高数据集的多样性，
降低过拟合效应；在原模型中添加自适应注意力机

制，通过自适应注意力机制，提取目标数据集较重要

的特征，最终获得准确率的提高。
本文的主要贡献如下：
（１）提出一种数据增强的方法，帮助扩展训练

集的多样性；
（２）将 ＥｆｆｉｃｉｅｎｔＮｅｔ、ＶＧＧ 和 ＲｅｓＮｅｔ 进行对比，

说明了 ＥｆｆｉｃｉｅｎｔＮｅｔ 的高效性和将其作为垃圾分类

迁移学习主干网络的正确性；
（３）将 ＣＢＡＭ 注意力机制用于 ＥｆｆｉｃｉｅｎｔＮｅｔ 迁移

学习网络中，并通过 Ｇｒａｄ－ＣＡＭ［１４］ 对原图信息的重

要性进行可视化，说明了本文所提模型能够加强特

征提取功能，从而得到较优的分类准确率。

１　 模型架构

１．１　 Ｅｆｆｉｃｉｅｎｔ－ｎｅｔ 网络模型

经典的神经网络一般有以下 ３ 个特点：一是利

用残差神经网络来增加网络的深度，通过更深的神

经网络层数来提取更深的特征，并获取一定的性能

提升；二是通过改变每一层提取的特征层数，实现更

多的特征提取，得到更多的特征，以此来增加网络的

多尺度表达特性；三是通过增大输入图像的分辨率，
来帮助网络学到更多的图像细节。 Ｅｆｆｉｃｉｅｎｔ－ｎｅｔ 是
将这 ３ 个特点结合起来，通过调整输入图像的分辨

率、深度、宽度 ３ 个维度，来得到更好的网络结构。
其基线结构如图 １ 所示。
　 　 在该网络的基础上，作者通过复合缩放的方法

对网络的深度、宽度以及输入图像的分辨率 ３ 个维

度进行优化，以获得在一定资源条件限制下的准确

率最高的模型。 其对缩放的关系如式（１）所示：
ｄｅｐｔｈ：ｄ ＝ ａØ，
ｗｉｄｔｈ：ｗ ＝ βØ，

ｒｅｓｏｌｕｔｉｏｎ：ｒ ＝ γØ， （１）
ｓ．ｔ． ａ·β２·γ２ ≈ γØ，
ａ ≥ １，β ≥ １，γ ≥ １．

　 　 其中， ａ、β、γ 是通过神经网络结构搜索得到的

常数； Ø是根据计算资源大小设置的常数； ｄ、ｗ、ｒ分
别代表网络的深度、宽度和分辨率的缩放系数。
Ｅｆｆｉｃｉｅｎｔ－ｎｅｔ－ｂ１～ ｂ７ 是通过确定 ａ、β、γ 的最优取值

后，调整 Ø 所得到的。 因此 Ｅｆｆｉｃｉｅｎｔ－ｎｅｔ 在有限的

资源环境下，可以获得良好的性能提高。

９１２第 ５ 期 叶冲， 等： 基于 ＣＢＡＭ－ＥｆｆｉｃｉｅｎｔＮｅｔ 的垃圾图像分类算法研究



图 １　 ＥｆｆｉｃｉｅｎＮｅｔ Ｂ０ 结构图

Ｆｉｇ． １　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＥｆｆｉｃｉｅｎＮｅｔ Ｂ０

１．２　 ＣＢＡＭ 注意力机制

ＣＢＡＭ 注意力机制［１５］ 是一种简单而高效的注

意力模块。 其将给定的中间特征图沿空间和通道 ２
个独立的维度依次判断特征注意力图，并且与原始

特征图相乘进行自适应优化，其结构如图 ２ 所示。

Pool+Conv+
Sigmoid

Pool+Conv+Relu
+Conv+Sigmoid

ChannelAttention SpatialAttention

图 ２　 ＣＢＡＭ 模型结构图

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＣＢＡＭ

１．３　 整体模型结构

由于目标数据集与源数据集之间的差异，仅通

过迁移学习提取特征容易造成特征提取不充分，从
而导致最终精度的损失。 一般做法是，放开所有预

训练网络参数进行微调，但由于目标数据集数量的

不足，该方法较容易得到过拟合的模型，不具有很强

的泛化性能。 因此，本文在预训练网络中的每一次

下采样前加入 ＣＢＡＭ 注意力机制，以此来提升网络

对于某些重要特征图和重要空间的注意力，从而提

高模型准确率。 结构如图 ３ 所示。

图 ３　 基于 ＣＢＡＭ 注意力机制的 ＥｆｆｉｃｉｅｎｔＮｅｔ 结构图

Ｆｉｇ． ３　 Ｅｆｉｃｉｅｎｔｎｅｔ ｓｔｒｕｃｔｕｒｅ ｂａｓｅｄ ｏｎ ＣＢＡＭ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

１．４　 损失函数

由于垃圾图像数据集中，存在类别不平衡以及

少部分图像未正确标注的问题，本文采用了标签平

滑（Ｌａｂｅｌ Ｓｍｏｏｔｈ） ［１６］ 和 Ｆｏｃａｌ ｌｏｓｓ［１７］ 相结合的损失

函数。 标签平滑是假定标签并不是 １００％正确，将
预定的类别设置为一个较大的概率，其它类别分配

相应较小的概率。 在存在较多分类类别、标注异常

时，会起到较大的改善作用。 Ｆｏｃａｌ ｌｏｓｓ 是通过动态

增加难分类样本的损失函数权重，降低易分类样本

的损失函数权重，使得模型着重于难训练样本的训

练，从而缓解样本不平衡的问题。 如式（２）所示：
ＦＬ（ｐｔ） ＝ － （１ － ｐｔ） γ ｌｏｇ ｐｔ ． （２）

１．５　 训练策略

首先，将 ＥｆｆｉｃｉｅｎｔＮｅｔ 网络去除最后一层全连接

层，然后使用 Ｇｏｏｇｌｅ 公司在 ＩｍａｇｅＮｅｔ 上训练完成的

ＥｆｆｉｃｉｅｎｔＮｅｔ Ｂ０ 权重将其初始化；其次，加入自适应

注意力机制重构网络，并将其余权重采用 Ｈｅ＿ｎｏｒｍａ
的方式进行初始化；固定前 ３ 层网络，采用本文所提
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的损失函数进行训练；最后在验证集 ｌｏｓｓ 最低处保

存模型。 具体训练步骤如下：
输入： 形状为［Ｎ，Ｈ，Ｗ，Ｃ］ 的图像和标签，
Ｓｔｅｐ１：构建 ＥｆｆｉｃｉｅｎｔＮｅｔ 网络；
Ｓｔｅｐ２：加载 ＩｍａｇｅＮｅｔ 预训练参数；
Ｓｔｅｐ３：加入自适应注意力机制重构网络；
Ｓｔｅｐ４：固定网络前 ３ 层进行训练；
Ｓｔｅｐ５：在验证集 ｌｏｓｓ 最低处保存网络模型。
输出：图像的分类结果。

２　 实验结果分析

本实验平台为两块 ＧＰＵ 显卡， ＧＰＵ 型号为

ＧｅＦｏｒｃｅ ＲＴＸ ２０８０ Ｔｉ，该 ＧＰＵ 显存为 １１．０７ＧＢ，显卡频

率 １．１１２（ＧＨＺ）。 实验基于深度学习框架为 ｋｅｒａｓ２．２．４
和 ｔｅｎｓｏｒｆｌｏｗ１．１４，使用 ｐｙｔｈｏｎ３．５ 语言编程。
２．１　 数据集描述

本文所采用的数据集来自于 ２０１９ 年华为杯垃

圾分类挑战赛，该数据集共有 １４ ８０２ 张图片，分为

４０ 个类别。 图 ４ 为该数据集的统计结果。 由图中

可以发现，该数据集主要有以下特点：一是各类样本

数量不均衡，其中第 ４ 类样本最少，仅有 １００ 张图片

不到；二是图片分辨率大小不一致，包含多种分辨率

的图像。 由于本文采取 Ｅｆｆｉｃｉｅｎｔ－ｎｅｔ ｂ０ 提取图像特

征，因此本文经过预处理将图片统一为 ３００ ´３００ 分

辨率大小的图片。 并将数据集划分为训练集、验证

集和测试集，其划分比例为 ７ ∶ ２ ∶ １。
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图 ４　 数据集统计图片

Ｆｉｇ． ４　 Ｓｔａｔｉｓｔｉｃａｌ ｐｉｃｔｕｒｅ ｏｆ ｄａｔａ ｓｅｔ

２．２　 数据集增强

本文首先按照图像最大边长与输入图像分辨率

（３００），进行等比拉伸，然后将图像进行随机裁剪、
颜色扭曲、图像旋转等进行图像增强。 最后，将图像

边界用 ０ 填充至输入图像分辨率大小（３００∗３００），
如图 ５ 所示。 左边为数据集部分原图，中间为本文

所提数据增强方法增强后结果图，右边为直接 ｒｅｓｉｚｅ
后的结果图。 从图中可以发现，经本文所提方法增

强后，其图像比例与原始图像保持一致，而直接

ｒｅｓｉｚｅ 后其图像有所失真，不利于模型识别。

图 ５　 数据增强结果图

Ｆｉｇ． ５　 Ｄａｔａ ｅｎｈａｎｃｅｍｅｎｔ ｒｅｓｕｌｔｓ

２．３　 实验结果与分析

利用 Ｅｆｆｉｃｉｅｎｔ－ｎｅｔ 网络与 ＶＧＧ 和 Ｒｅｓｎｅｔ 在该

数据集上进行了实验。 为验证本文所采用迁移学习

网络在垃圾分类数据集上的高效性和准确性，本文

将训练阶段验证集准确率和验证集 ｌｏｓｓ 的变化进行

了可视化，如图 ６、图 ７ 所示。 由图可知，Ｅｆｆｉｃｉｅｎｔ－
ｎｅｔ 采用了更高效网络特征提取模块，对未来实现垃

圾分类自动化分拣有一定现实意义。 其网络相比于

ＶＧＧ 和 Ｒｅｓｎｅｔ 收敛较快，并且有较高的准确率。 在

验证集上相比于 Ｒｅｓｎｅｔ 提高了 ５．１％，相比于 ＶＧＧ
其准确率提高了 ５．８％，说明了 Ｅｆｆｉｃｉｅｎｔ－ｎｅｔ 网络在

垃圾分类数据集上的有效性和高效性。
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图 ６　 网络训练正确率对比图
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图 ７　 网络训练 ｌｏｓｓ对比图
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　 　 为进一步说明自适应注意力机制的有效性，本文

采用了 Ｇｒａｄ－ＣＡＭ［１４］（Ｇｒａｄ－ＣＡＭ 是最近提出的一种

可视化方法，其使用梯度来计算卷积层中空间位置的

重要性）对结果图进行可视化，如图 ８ 所示。 其中，图
８（ａ）为原图，图 ８（ｂ）为 ＥｆｆｉｃｉｅｎｔＮｅｔ 最后一层特征层

可视化结果，图 ８（ｃ）为在预训练网络中加入自适应

注意力后，最后一层特征可视化结果。 由图 ８ 可以发

现，加入注意力机制后，其特征提取更为精确，且该图

像所属类别的置信度更高，进一步说明了基于自适应

注意力机制在 ＥｆｆｉｃｉｅｎｔＮｅｔ 网络的有效性。

　 　 　 （ａ） 输入　 　 　 　 （ｂ） 高效网络　 　 （ｃ） 时空注意力高效
（Ｐ ＝ ０．１２） 　 网络 （Ｐ ＝ ０．４６）

　 　 　 （ａ） Ｉｎｐｕｔ　 　 　 （ｂ） ＥｆｆｉｃｉｅｎｔＮｅｔ　 　 （ｃ） ＣＢＡＭ－ＥｆｆｉｃｉｅｎｔＮｅｔ
（Ｐ ＝ ０．１２） 　 （Ｐ ＝ ０．４６）

图 ８　 图像空间重要性可视化结果图
Ｆｉｇ． ８　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｉｍａｇｅ ｓｐａｔｉａｌ ｉｍｐｏｒｔａｎｃｅ

　 　 最后，本文对比了 Ｅｆｆｉｃｉｅｎｔ － ｎｅｔ 和 ＣＢＡＭ －
ＥｆｆｉｃｉｅｎｔＮｅｔ 在测试集上的准确率和模型大小，结果，见
表 １。 由表 １ 可以发现，加入 ＣＢＡＭ 注意力机制后，虽
然模型参数量有所增加，但是计算速度却降低了近

１％，并 且 准 确 率 提 升 了 ２． ５％， 证 明 了 ＣＢＡＭ －
ＥｆｆｉｃｉｅｎｔＮｅｔ 在垃圾图像分类数据集上的有效性。

表 １　 模型结果对比

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｏｄｅｌ ｒｅｓｕｌｔｓ

模型 模型大小 计算速度 准确率

Ｅｆｆｉｃｉｅｎｔ－ｎｅｔ ｂ０ ４２．１ Ｍ ９．９８ ｆｐｓ ８９．６％
ＣＢＡＭ－ＥｆｆｉｃｉｅｎｔＮｅｔ ４５．６ Ｍ ９．９２ ＦＰＳ ９２．１％

３　 结束语

本文将 ＥｆｆｉｃｉｅｎｔＮｅｔ 网络应用于垃圾图像分类数

据集中，并与 ＶＧＧ 和 Ｒｅｓｎｅｔ 网络进行了对比。 实验

结果显示，ＥｆｆｉｃｉｅｎｔＮｅｔ 相较于 ＶＧＧ 和 Ｒｅｓｎｅｔ 网络具

有较高的准确率和高效性，适合轻量化部署。 针对迁

移学习特征提取不充分问题，本文在预训练网络中加

入了 ＣＢＡＭ 注意力机制，增强了预训练网络中重要的

特征层权重，同时抑制无效特征层的影响，并与

ＥｆｆｉｃｉｅｎｔＮｅｔ 进 行 对 比， 实 验 结 果 证 明 ＣＢＡＭ －
ＥｆｆｉｃｉｅｎｔＮｅｔ 相比于 ＥｆｆｉｃｉｅｎｔＮｅｔ 提高了 ２．５％的准确率，
且计算速度未明显降低。 进一步的工作将集中于更加

适合迁移学习的注意力机制模型研究，目的是进一步

增强网络的特征提取能力，从而得到较好的性能指标。
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