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摘　 要： 文本情感分析（又称意见挖掘），是对带有情感倾向的文本进行分析、处理、归纳和推理的过程。 本文提出将卷积神

经网络（ＣＮＮ）和双向长短时记忆网络（Ｂｉ－ＬＳＴＭ）相结合，作为提取文本特征的方式，而后添加自注意力（Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ）机
制形成情感分析模型。 通过在自建的 ＮＡＶＥＲ 电影评论数据库中进行比较实验，证明本文模型的分类准确率可达 ９０．３２％，较
ＳＶＭ、ＣＮＮ、ＬＳＴＭ、Ｂｉ－ＬＳＴＭ 等模型有较大的性能提升。 该方法不仅可以较好地完成韩语短文本情感分析，对其它非通用语

种和领域的情感分析任务也具备参考和借鉴意义。
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０　 引　 言

情感分析本质上属于文本分类任务，是以文本中

包含的情感倾向为标准，对文本进行分类。 随着计算

机和互联网的不断发展，对海量文本信息进行处理、
分析后得出信息中的情感分布成为可能。 对社交媒

体、新闻评论等进行情感分析后得到的结论，也可以

进一步应用在舆情分析、观点挖掘等领域当中。
传统情感分析方法分为基于情感词典的方法和

基于机器学习的方法，两种方法各有所长。 而随着

深度学习技术的持续进步，提出了将深度学习和词

向量相结合，引入情感分析领域的研究方法。 目前

在自然语言处理领域，词向量是具有代表性的语义

分布式表示方式，其中具有代表性的是 Ｗｏｒｄ２Ｖｅｃ［１］

和 ＦａｓｔＴｅｘｔ［２］。 但是，目前大部分相关研究都是基

于英文、中文等通用语。 而对韩语而言，无论是韩国

国内学者还是国际学者，对韩语情感分析的研究成

果较少。 因此，本文利用网络爬虫，爬取韩语影评语

料形成语料库，使用 ＦａｓｔＴｅｘｔ 方法训练词向量，而后

使用多个深度学习模型进行对比实验，寻找适合韩

语的情感分析模型。 进而提出融合卷积神经网络和

双向长短时记忆网络，并加入 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 机制的

韩语情感分析模型，并在自建的韩语数据集上证明

了该模型的有效性。

１　 相关研究

情感分析最早是由 Ｐａｎｇ 等［３］于 ２００２ 年提出的

概念。 近来，深度学习因在自然语言处理任务中逐

渐显露出优越的性能［４］，受到越来越多的关注。 由

于基于深度学习的方法可以使模型从数据中自行学

习语言特征，该方法与传统机器学习算法相比通常

能取得更好的效果。 由于文本的数据结构较为稀疏

且长度较大，为了能实现对文本的处理，需要较好的

文本特征提取方式，而其中影响力最大的就是词嵌

入（Ｗｏｒｄ Ｅｍｂｅｄｄｉｎｇ）。 Ｍｉｌｏｋｏｖ 等提出的 Ｗｏｒｄ２Ｖｅｃ
是词嵌入的代表性方法，该方法可以利用上下文信

息得出各单词之间的相关性，最终以高维向量的形

式将这种相关性展现出来。 因为词嵌入的出现，之



前被认为缺乏实用性的神经网络算法再次受到关

注，并且这种算法也被应用于情感分析任务，收到了

较好的效果。 文献［５］中提出了可以捕捉文本序列

信息的循环神经网络（ＲＮＮ）。 而针对 ＲＮＮ 学习长

期依赖困难的问题，学界相继提出了长短期记忆网

络（ＬＳＴＭ）和双向长短期记忆网络（Ｂｉ－ＬＳＴＭ）。 这

些模型通过在隐藏层增加 ３ 种“门”结构，控制神经

元的状态，也提高了情感分析的准确度。 此外，在图

像处理方面展现出优越性能的卷积神经网络

（ＣＮＮ）也被用来解决情感分类任务［６］。 在 Ａｔｔｅｎｔｉｏｎ
注意力机制提出后，Ｂａｈｄａｎａｕ 等首先将其应用到机

器翻译领域。 实验结果证明效果高于传统的神经网

络模型。 于是，很多专家学者将其应用在文本分类

任务中，也收到了较好的验证效果。 尤其是引入

Ａｔｔｅｎｔｉｏｎ 机制的 ＢｉＬＳＴＭ 模型，可以达到很高的准

确率。
上述研究方法大多已应用于通用语的情感分

析，韩国国内和国际学者以韩语文本为研究对象也

进行了一定的探索。 文献［７］中对韩语文本进行分

词，训练词向量，而后运用 ＣＮＮ 进行文本分类；文献

［８］则在进行词嵌入后使用 ＲＮＮ 进行分类。 此外，
结合韩语本身的语言特征，文献［９］完成了以音节

为单位，对文本进行预处理的研究；文献［１０］则以

音素为单位，研究文本的预处理方案；文献［１１］中

是先通过比较试验，选出了单词、音节、音素中最适

合进行韩语文本预处理的单位，而后提出了双向堆

叠的 Ｂｉ－ＬＳＴＭ 模型，在电影评论数据集中达到约

８８．９５％的准确率。 而 Ｌｅｅ［１２］ 以购物评论为对象进

行分析，结合不同用户群体评论中的关键字特征，提
高了神经网络模型的效率。

２　 融入自注意力机制的 Ｂｉ－ＬＳＴＭ ＋ ＣＮＮ
模型结构

２．１　 文本预处理和向量化表示

２．１．１　 文本预处理

实验所使用的语料通过爬虫程序从‘Ｎａｖｅｒ ’
上抓取。 抓取后需对原始语料进行清洗，语料的清

洗和降噪会对模型分类的准确率产生影响。 韩语文

本虽然存在分写法，但和英文不同，文本中的空格符

不能直接当做分词的依据。 因此，需要对文本进行

分词操作，本文采用的分词工具是基于 Ｐｙｔｈｏｎ 语言

编写的韩语分词标注工具：Ｋｏｎｌｐｙ。
２．１．２　 文本的向量化表示

文本向量化是指将文本的分词结果用词向量进

行表示。 本文采用的向量化表示方法是 Ｆａｃｅｂｏｏｋ
提出的一种高效的浅层网络———ＦａｓｔＴｅｘｔ。 ＦａｓｔＴｅｘｔ
和 Ｗｏｒｄ２Ｖｅｃ 中的 ＣＢＯＷ 原理相似，整个模型有输

入层、隐藏层和输出层。 两个模型的输入都是用向

量表示的单词，隐藏层都是多个词向量的叠加平均，
输出都是特定的 Ｔａｒｇｅｔ。 ＦａｓｔＴｅｘｔ 和 ＣＢＯＷ 区别在

于：
（１）前者输入的是多个单词及其 ｎ－ｇｒａｍ 特征，

而后者输入的是目标单词的上下文；
（２）前者输入的特征经过嵌入层，后者输入的

特征经过独热编码；
（３）前者输出的是对应文档类型的标签，而后

者输出的是目标词汇。 ＦａｓｔＴｅｘｔ 利用 ｈ－ｓｏｆｔｍａｘ 的

分类功能，通过对分类树所有叶子节点的遍历，寻找

概率值最大的标签。 本文采用 Ｐｙｔｈｏｎ 语言编写

Ｇｅｎｓｉｍ 库中的 ＦａｓｔＴｅｘｔ 模型，对构建的语料库中文

本进行１０ ０００次迭代后，得到由该模型训练的词向

量。
借助 ＦａｓｔＴｅｘｔ 输出的词向量，可以更清楚地看

到单词间语义的亲疏关系。 衡量词义远近关系的标

准是余弦相似度，余弦相似度越大则单词间的联系

越紧密。 在影评语料中与“ ”关联度最高的 １０
个词见表 １。

表 １　 词向量语义相似度

Ｔａｂ． １　 Ｗｏｒｄ Ｖｅｃｔｏｒ Ｓｅｍａｎｔｉｃ Ｓｉｍｉｌａｒｉｔｙ

0.4757570326328278
0.4057746231555939
0.3961242437362671
0.3754051327705383
0.3686925172805786
0.3593018054962158
0.3554325699806213
0.3543542325496674
0.3526827096939087
0.3433801233768463

单词 余弦相似度

２．２　 卷积神经网络

卷积神经网络最初应用于计算机视觉领域中的

图像分类、目标检测、图像语义分割等任务，是一种

包含卷积计算的前馈神经网络。 后经实验发现，其
用于文本分类中也可以得到较好的效果。 经典的卷

积神经网络包括输入层、卷积层、池化层、全连接层

和输出层。 其中，卷积层对输入的特征进行特征提

取；池化层对提取过后的特征进行下采样以减少运

算量，提高运行效率，得到局部最优值；池化层后是

全连接层和输出层；为了防止出现过拟合，还要加入

Ｄｒｏｐｏｕｔ 操作，最终通过分类器进行分类。 卷积神经
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网络结构如图 １ 所示。

Wordembedding Filters Pooling

输入层 卷积层 池化层 输出层
图 １　 ＣＮＮ 结构图

Ｆｉｇ． １　 ＣＮＮ Ｓｔｒｕｃｔｕｒｅ

　 　 本文中将 ＣＮＮ 的卷积核大小设置为（３、４、５），
每个大小相同的卷积核的通道数设置为 ２。 这样

ＣＮＮ 可以分别提取词汇在原句中的 ３－ｇｒａｍ、４－ｇｒａｍ
和 ５－ｇｒａｍ 特征。
２．３　 双向长短时记忆网络

１９９７ 年 Ｈｏｃｈｒｅｉｔｅｒ 等针对循环神经网络（ＲＮＮ）
的梯度消失和梯度爆炸等问题，首次提出了长短时

记忆网络（ＬＳＴＭ）。 与原来的 ＲＮＮ 相比，ＬＳＴＭ 加

入了“门”结构来控制信息的传递，较好地解决了文

本的长距离依赖问题。 ＬＳＴＭ 主要包含输入门

（ ｉｔ）、 遗忘门 （ ｆｔ）、 输出门 （Ｏｔ） 与一个记忆单元

（Ｃ ｔ） ．具体结构如图 ２ 所示。

图 ２　 ＬＳＴＭ 内部结构图

Ｆｉｇ． ２　 ＬＳＴＭ Ｓｔｒｕｃｔｕｒｅ

　 　 最初提出的 ＬＳＴＭ 模型在处理自然语言时，只
考虑了上文的语义信息而忽略了下文信息，为了弥

补这个缺陷，可以使用双向长短时记忆网络（Ｂｉ －
ＬＳＴＭ）模型。 Ｂｉ－ＬＳＴＭ 通过构建对齐的双层 ＬＳＴＭ
模型，同时进行自前向后和自后向前传播模型。 Ｂｉ－
ＬＳＴＭ 模型包含了输入层、前向传递层、后向传递层

和输出层。 本文使用的 Ｂｉ－ＬＳＴＭ 结构如图 ３ 所示：

x1 x2 x3 x4

f1 f2 f3 f4

b1 b2 b3 b4

H1 H2 H3 H4输出层

后向传递层

前向传递层

输入层

WO2

WO1Wf2

Wf1

Wi1

Wi2

图 ３　 Ｂｉ－ＬＳＴＭ 模型结构

Ｆｉｇ． ３　 Ｂｉ－ＬＳＴＭ Ｓｔｒｕｃｔｕｒｅ

　 　 为充分考虑文本的上下文信息，准确提取文本

的特征，将预处理过的每条短文本表示为向量形式

后，作为 Ｂｉ－ＬＳＴＭ 网络的输入。 假设：输入内容 Ｘ ＝
｛ｘ１，ｘ２，…， ｘｔ｝，Ｘ 是每条短文本中所有单词向量组

成的句向量，每个 ｘｉ（ ｉ ＝ １，２，…，ｔ） 是单个词向量。
前向传递层和后向传递层分别用于学习上下文的文

本信息，同时连接到输出层。 Ｗｉ１、Ｗｉ２ 分别为输入门

到前向单元和后向单元的权值矩阵，Ｗｆ１、Ｗｆ２ 分别为

前向和后向传递层隐含单元遗忘门的权值矩阵。
Ｗｏ１、Ｗｏ２ 分别为前向和后向传递层到输出门的权值

矩阵。 本文中的 Ｂｉ － ＬＳＴＭ 接受词向量作为输入，
最终输出值由前向传递层和后向传递层共同学习到

的语义信息组成。 如将 这句话输入到

模型当中，分词后得到 ，而后 ３ 个

单词的词向量会输入网络，前向传递层会得到 ３ 个

向量｛ｈｆ０， ｈｆ１， ｈｆ２｝，后向传递层也会得到 ３ 个向量

｛ｈｂ０， ｈｂ１， ｈｂ２｝。 将前后传递层的最后一项输出进

行拼接，可以得到［ｈｆ２， ｈｂ２］，将该向量作为输入接

入全连接层，可以进行文本情感分类。
２．４　 自注意力机制

注意力机制的出现最早是为解决计算机视觉领

域的问题，Ｇｏｏｇｌｅ Ｍｉｎｄ 在循环神经网络的基础上，
添加了注意力机制处理图像分类任务。 随后

Ｂａｈｄａｎａｕ 等［１３］将 Ａｔｔｅｎｔｉｏｎ 机制引入自然语言处理

领域，实现了在机器翻译任务中翻译和对齐同时进

行。 ２０１７ 年，Ｇｏｏｇｌｅ 机器翻译团队大量使用了自注

意力（Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ）机制，并在不同的自然语言处

理任务上进行实验，取得了良好的效果。 自注意力

机制的基本结构如图 ４ 所示。

MatMul

Scale

Mask

Softmax

MatMul

Q K V

图 ４　 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 基本结构

Ｆｉｇ． ４　 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ Ｓｔｒｕｃｔｕｒｅ

　 　 Ｇｏｏｇｌｅ 团队在发布的论文中提出放缩点积
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Ａｔｔｅｎｔｉｏｎ 机制（ｓｃａｌｅｄ ｄｏｔ－Ｐｒｏｄｕｃｔ ａｔｔｅｎｔｉｏｎ），其实质

是在原本使用点积进行相似度计算的 Ａｔｔｅｎｔｉｏｎ 基

础上，除以一个标准尺度
　 ｄｋ ， 起到调节作用。 这

可以防止 Ｑ 和 Ｋ 的点积结果过大，然后通过 ｓｏｆｔｍａｘ
操作将注意力得分归一化为概率分布。 注意力机制

的得分计算如式（１）：

Ａｔｔｅｎｔｉｏｎ Ｑ，Ｋ，Ｖ( ) ＝ ｓｏｆｔｍａｘ
ＱＫＴ

　 ｄｋ

æ

è
ç

ö

ø
÷ Ｖ． （１）

２．５　 融入自注意力机制的 Ｂｉ－ＬＳＴＭ ＋ ＣＮＮ 模型

本文采用融入自注意力机制的 Ｂｉ － ＬＳＴＭ ＋
ＣＮＮ 模型，作为韩国语情感分析模型。 模型整体架

构如图 ５ 所示。

Fasttext词
向量表示

构建句
向量

卷积核大小分别
设置为：3，4，5

Maxpooling进行池化H1 H2 Ht

b1 b2 bt

f1 f2 ft

Attention机制进行特征筛选

全连接层

Softmax进行分类

w1w2w3w4w5w6w7w8

原始语料

图 ５　 融入自注意力机制的 Ｂｉ－ＬＳＴＭ ＋ ＣＮＮ 模型结构

Ｆｉｇ． ５　 ＡＴＴ－Ｂｉ－ＬＳＴＭ＋ＣＮＮ Ｓｔｒｕｃｔｕｒｅ

　 　 本文建构的神经网络模型，利用 Ｂｉ－ＬＳＴＭ 和

ＣＮＮ 分别对输入的词向量进行特征提取并进行组

合，而后通过词语关联度的注意力机制对组合后的

特征进行进一步的优化，将优化后的特征作为全连

接层的输入，以完成情感分类任务。 该模型的优势

在于将 Ｂｉ－ＬＳＴＭ 和 ＣＮＮ 的优势进行有机结合：前
者关注与文本语境相关的特征，后者关注局部特征，
从而对文本信息的捕捉更加全面。 这种网络对传统

单一神经网络存在的问题，如：忽略词汇上下文语义

信息，梯度消失和梯度离散等能起到一定的缓解作

用。 注意力机制的引入让神经网络在进行分类时，
能给予情感关键词更高的权重，有助于情感分类。

３　 实　 验

本文在预处理过的文本上使用 ＦａｓｔＴｅｘｔ 模型训

练词向量，而后将所得词向量输入 Ｂｉ－ＬＳＴＭ ＋ ＣＮＮ
模型，进行迭代训练后输出预测的情感标签。 实验

环境见表 ２。
表 ２　 实验环境

Ｔａｂ． ２　 Ｌａｂ Ｅｎｖｉｒｏｎｍｅｎｔ

硬件环境 ＣＰＵ： Ｉｎｔｅｌ Ｃｏｒｅ ｉ７

ＧＰＵ： ＮＶＩＤＩＡ Ｔｅｌｓａ Ｔ４

软件环境 Ｗｉｎｄｏｗｓ１０ ６４ｂｉｔ Ｐｙｔｈｏｎ ３．７．７

Ｐｙｔｏｒｃｈ １．２．０

３．１　 实验数据

实验所用数据是通过爬虫获取的韩国影评网站

“Ｎａｖｅｒ ”上的相关评论。 网站采用满分为 １０
分的评分机制，用户可以对电影进行评论并打出分

数。 在抓取评论后，结合评论内容和分数对评论进

行情感标注。 最终选取积极和消极的评论各１０ ０００
条组成实验数据集。 部分数据样例见表 ３。

表 ３　 实验数据样例

Ｔａｂ． ３　 Ｓａｍｐｌｅ Ｅｘｐｅｒｉｍｅｎｔａｌ Ｄａｔａ

３．２　 评价标准

本文采用准确率 （Ｐｒｅｃｉｓｉｏｎ）、召回率（Ｒｅｃａｌｌ）
和 Ｆ１ － ｓｃｏｒｅ ３ 种通用的国际标准，对各种实验模型

进行评估。 其中，准确率指被正确分类的样本占总

体样本的比例；召回率是被正确分类的样本占此类

样本的比例；Ｆ１ － ｓｃｏｒｅ是当 ａ ＝ １时的准确率和召回

率的调和均值。 ３ 种评价标准的计算公式见表 ４。
公式中各项数据的含义见表 ５。

表 ４　 实验评价标准计算公式

Ｔａｂ． ４　 Ｅｘｐｅｒｉｍｅｎｔａｌ Ｅｖａｌｕａｔｉｏｎ Ｓｔａｎｄａｒｄ Ｃａｌｃｕｌａｔｉｏｎ

评价指标 计算公式

准确率 （Ｐｒｅｃｉｓｉｏｎ）
ＴＰ

ＴＰ ＋ ＦＰ

召回率 （Ｒｅｃａｌｌ ）
ＴＰ

ＴＰ ＋ ＦＮ

Ｆ１ － ｓｃｏｒｅ
２∗Ｐｒｅｃｉｓｉｏｎ∗Ｒｅｃａｌｌ
Ｐｒｅｃｉｓｉｏｎ ＋ Ｒｅｃａｌｌ

表 ５　 混淆矩阵

Ｔａｂ． ５　 Ｃｏｎｆｕｓｉｏｎ Ｍａｔｒｉｘ

真实类别
预测类别

积极 消极

积极 ＴＰ ＦＮ

消极 ＦＰ ＴＮ
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３．３　 模型参数

实验参数的设置要经过多轮实验调整才能得到

良好的效果。 在本文进行的实验中，首先要在数据

集上使用 ＦａｓｔＴｅｘｔ 训练词向量，然后利用训练的词

向量进行情感分类。 经过多次对比实验，结合数据

集的实际状况，最终设置的 ＦａｓｔＴｅｘｔ 模型参数见表

６；在得到词向量后要利用其进行情感分类，本文提

出了融入自注意力机制的 Ｂｉ－ＬＳＴＭ ＋ ＣＮＮ 模型，最
终设置的模型参数分别见表 ７ 和表 ８。

表 ６　 ＦａｓｔＴｅｘｔ 模型参数设置

Ｔａｂ． ６　 ＦａｓｔＴｅｘｔ Ｍｏｄｅｌ Ｐａｒａｍｅｔｅｒｓ

参数 参数含义 参数值

ｓｉｚｅ 词向量维度 １００

ｗｉｎｄｏｗ 滑动窗口大小 ５

ｉｔｅｒ 迭代次数 １０ ０００

ｍｉｎ＿ｎ 最小字符长度 ２

ｍａｘ＿ｎ 最大字符长度 ５

表 ７　 ＣＮＮ 参数设置

Ｔａｂ． ７　 ＣＮＮ Ｍｏｄｅｌ Ｐａｒａｍｅｔｅｒｓ

参数含义 参数值

卷积核尺寸 ３，４，５

滑动窗口大小 １２８

激活函数 Ｒｅｌｕ

池化 Ｍａｘ Ｐｏｏｌｉｎｇ

Ｄｒｏｐｏｕｔ ０．５

迭代周期 １０００

表 ８　 Ｂｉ－ＬＳＴＭ 参数设置

Ｔａｂ． ８　 Ｂｉ－ＬＳＴＭ Ｍｏｄｅｌ Ｐａｒａｍｅｔｅｒｓ

参数 参数值

层数 ２

学习率 １ｅ－３

批处理个数 １２８

Ｄｒｏｐｏｕｔ ０．５

损失函数 ＣｒｏｓｓＥｎｔｒｏｐｙ

全连接层激活函数 Ｒｅｌｕ

迭代周期 １ ０００

３．４　 实验结果与分析

为证明模型的有效性，在自建数据集上将经典

的情感分类算法和本文提出的融入自注意力机制的

Ｂｉ－ＬＳＴＭ ＋ ＣＮＮ 模型进行对比实验。 为控制变量，
实验采用的词向量皆为在数据集中通过 ＦａｓｔＴｅｘｔ 模
型训练得到的词向量。

（１）ＣＮＮ 模型：ＣＮＮ 模型注重局部特征，在自建

韩国语文本数据集上取得的效果较差；
（２）ＬＳＴＭ 模型：ＬＳＴＭ 与传统的循环神经网络

相比，加入了“门”机制，可以部分解决梯度爆炸和

梯度离散问题；
（３）Ｂｉ－ＬＳＴＭ 模型：Ｂｉ－ＬＳＴＭ 模型可以提取文

本上下文相关的全局特征，相较于单向的 ＬＳＴＭ 模

型分类效果有所提升；
（４）ＡＴＴ－ＣＮＮ 模型：应用注意力机制的卷积神

经网络可以缩短训练时间，同时通过注意力机制弥

补了捕捉信息的不足；
（５）ＡＴＴ－Ｂｉ－ＬＳＴＭ 模型：在 Ｂｉ－ＬＳＴＭ 模型中加

入了 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 机制。 先利用 Ｂｉ－ＬＳＴＭ 网络提

取文本序列的信息，而后借助 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 机制对

关键词给予更多权重；
（６）ＡＴＴ－Ｂｉ－ＬＳＴＭ＋ＣＮＮ 模型：本文提出的模

型，先使用 Ｂｉ－ＬＳＴＭ 和 ＣＮＮ 网络分别提取文本的

上下文和局部特征，而后经过 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ 优化进

行情感分析的算法。
本文算法与其它算法在自建数据集上的表现见

表 ９。
表 ９　 不同模型评价标准对比

Ｔａｂ． ９　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ Ｄｉｆｆｅｒｅｎｔ Ｍｏｄｅｌｓ

模型 准确率 ／ ％ 召回率 ／ ％ Ｆ１ － ｓｃｏｒｅ

ＣＮＮ ８３．１４ ８２．５２ ０．８２８ ２

ＬＳＴＭ ８３．７２ ８３．５１ ０．８３６ １

Ｂｉ－ＬＳＴＭ ８６．２７ ８４．７８ ０．８５０ ２

ＡＴＴ－ＣＮＮ ８５．２１ ８４．１６ ０．８４６ ８

ＡＴＴ－Ｂｉ－ＬＳＴＭ ８７．３６ ８５．５５ ０．８５９ ０

ＡＴＴ－Ｂｉ－ＬＳＴＭ＋ＣＮＮ ０．３２ ８７．６３ ０．８８９ ５

　 　 通过表（９）的数据，可以得到如下结论：
（１）通过对比 ＬＳＴＭ 和 Ｂｉ－ＬＳＴＭ 的数据，双向

模型更好地考虑上下文的信息，在自建数据集上的

表现较单向模型更优；
（２）分别对比 ＣＮＮ 与 ＡＴＴ－ＣＮＮ、Ｂｉ－ＬＳＴＭ 和

ＡＴＴ－Ｂｉ－ＬＳＴＭ 的数据可知，在原有的模型中增加注

意力机制，可以有效地实现对文本中重点信息的关

注，从而提升模型的表现。 ＣＮＮ 加入注意力机制后

准确率、召回率和 Ｆ１ － ｓｃｏｒｅ 的值分别提升了

２．０８％、１． ６４％和 ０． ０１８６；Ｂｉ － ＬＳＴＭ 则分别提升了

１．０９％、０．７７％和０．００８ ８。
（３） 通过对比 ＡＴＴ － ＣＮＮ、ＡＴＴ － Ｂｉ － ＬＳＴＭ 和

ＡＴＴ－Ｂｉ －ＬＳＴＭ＋ＣＮＮ 的效果可知，相比于单一的

ＣＮＮ 和 Ｂｉ－ＬＳＴＭ，两者提取特征的组合更能在上下
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文语境信息和局部特征两方面取得平衡。 本文提出

的模型在数据集上取得了较好的效果，准确率、召回

率和 Ｆ１ － ｓｃｏｒｅ均高于其它模型，证明了本文提出算

法的有效性。

４　 结束语

本文提出了融入自注意力机制的 Ｂｉ －ＬＳＴＭ＋
ＣＮＮ 韩国语短文本情感分析模型，使用 ＦａｓｔＴｅｘｔ 模
型训练词向量。 综合利用 ＣＮＮ 和 Ｂｉ－ＬＳＴＭ 关注局

部特征和提取上下文语境信息的优势。 为证明模型

有效性，本文设计了对比实验，结果显示本文提出的

模型在自建数据集中取得了优于其他算法的效果，
证明了模型的有效性。

然而本文在处理文本时，只考虑了上下文信息，
并未充分利用韩国语的词性、音素等语言学特征，因
此未来可以考虑在分类时加入此类特征，观察其对

分类结果的影响。
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