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基于改进注意力机制的生成对抗网络图像修复研究

张剑飞， 张　 洒， 夏万贵

（黑龙江科技大学 计算机与信息工程学院， 哈尔滨 １５００２２）

摘　 要： 针对受损区域修复存在语义不连贯，纹理不清晰的问题，本文提出了一种基于改进注意力机制的生成对抗网络图像

修复方法。 用 Ｕ－Ｎｅｔ 作为生成器主干，为充分学习图像特征，提高编码器中特征的利用率，在编码阶段引入改进的通道注意

力模块，同时为了克服长距离对于信息的依赖，在跳跃连接层中添加转移连接层，保持图像信息的连贯性。 此外在原本的重

构损失函数和对抗损失函数中，添加指导损失函数与风格损失函数，增加了整个网络的稳定性。 实验结果表明在 Ｃｅｌｅｂ Ａ 和

Ｐｌａｃｅｓ２ 数据集上，本文方法取得了较好的修复效果。
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０　 引　 言

图像修复是利用破损图像和训练图像，获取数

据中的结构纹理信息，将破损图像进行填充。 近年

来被广泛地应用于诸多专业技术领域，目前已成为

智能图像处理［１－５］、神经网络［６－１０］ 和计算机视觉等

方面的研究热点。 传统图像修复方法主要有基于纹

理和基于样本块，经典模型有基于偏微分方程的

ＢＳＣＢ［１１－１２］ 模型、填充的 Ｃｒｉｍｉｎｉｓｉ［１３］ 算法模型等。
但这些方法大多存在缺少高级语义信息且与原图结

构相似度不高等问题。 近年来，深度学习的图像修

复方法取得了许多突破性进展，Ｇｏｏｄｆｏｌｌｏｗ 的上下

文自动编码器（Ｃｏｎｔｅｎｔ Ｅｎｃｏｄｅｒ，ＣＥ） ［１４］，首次将生

成对抗网络［１５］ （ Ｇｅｎｅｒａｔｉｖｅ Ａｄｖｅｒｓａｒｉａｌ Ｎｅｔｗｏｒｋｓ，
ＧＡＮ） 应用于图像修复，对图像上下文语义信息做

出预测，但修复的图像存在明显伪影。 为了更好地

获取高级语义信息，在全卷积神经网络［１４］ （ Ｆｕｌｌｙ
Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｔｗｏｒｋ，ＦＣＮ）式的特征值逐点相加的

基础上，出现了使用 Ｕ－Ｎｅｔ ［１６］网络，Ｙａｎ 等人［１７］ 在

Ｕ－Ｎｅｔ 的解码器中添加了一个转移连接层、即网络

为 Ｓｈｉｆｔ－Ｎｅｔ，有效地结合图像中相隔较远的特征进

行图像修复，但当破损孔洞过大时，存在细节纹理不

清晰的问题。 Ｈｕ 等人［１８］ 提出了挤压和激励网络

（Ｓｑｕｅｅｚｅ－ａｎｄ－Ｅｘｃｉｔａｔｉｏｎ Ｎｅｔｗｏｒｋ，ＳＥＮｅｔ），扩大感受

野，将重要的特征进行强化来提高准确率权重。
针对目前图像修复中存在语义不连贯、纹理不

清晰的现象，本文构建了一个以 Ｕ－Ｎｅｔ 为基础模型

添加转移连接层和改进的通道注意进行精细修复的

图像修复方法，旨在获得具有高级语义和清晰纹理

的修复图像。



１　 基于改进注意力机制的生成对抗网络图

像修复

　 　 注 意 力 机 制 分 为 空 间 注 意 力［１９］ （ Ｓｐａｔｉａｌ
ａｔｔｅｎｔｉｏｎ，ＳＡ） 和通道注意力［２０］ （Ｃｈａｎｎｅｌ ａｔｔｅｎｔｉｏｎ，
ＣＡ），２ 种注意力机制对于资源分配的级别不一样。
ＳＡ 定位感兴趣区域进行变换获取权重，而 ＣＡ 则是

在于分配各个卷积通道之间的资源，两者对于不同

部分均有侧重，为了结合两者优点，本文使用了空间

注意力与通道注意力结合的注意力机制，空间上采

用转移连接层，改变了原本修复只能从破损图片周

围点像素进行补全，跨越空间限制，寻找与之最相似

的点。 通道上采用改进的 ＳＥ ｂｌｏｃｋ，首先通过对资

源分配不同比重，然后专注于图像的待修复区域，借
助于通道和空间注意力的结合，更好获取图像全局

和局部特征。
１．１　 模型框架

为了使图像修复结果具有更好的语义表达和更

精细的结构纹理，本文提出了基于改进注意力机制

的生成对抗网络两阶段图像修复方法。 网络整体采

用 ２ 阶段修复，生成器以 Ｕ－Ｎｅｔ 网络架构为基础，
编码器、解码器都采用步长为 ２、４×４ 的卷积。 为充

分学习图像特征，提高编码器中特征的利用率，在编

码阶段引入多尺度卷积与通道注意力结合，进行通

道特征权重的重新标定，同时为了克服长距离对于

信息的依赖， 将第 ｉ 层和第 Ｌ － ｉ 层之间通过跳跃连

接后再传递给下一层， 对图像进行空间特征的重

排，保持图像信息的连贯性。 至此得到修复粗糙图

像，同时计算重建损失函数和指导损失函数。 将粗

糙网络修复的图像和真实图片输入 ＶＧＧ１６ 网络中

进行特征提取分析，然后通过鉴别器 ＤＣＧＡＮ 鉴定

图像的真假，若为假，给生成器反馈重新进行图像修

复，通过设置学习率、迭代次数和损失函数来约束生

成器不断重复进行图像学习，直至鉴别器无法确认

生成器输入图像的真假，即完成了图像修复过程。
本文的网络模型框架如图 １ 所示。
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图 １　 本文的网络模型框架
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１．２　 改进 ＳＥ ｂｌｏｃｋ 模型

为了增加在不同尺度卷积得到的特征，同时不

增加参数数量，减少计算时间，所以在原来 ＳＥ ｂｌｏｃｋ
的基础上同时进行卷积和扩张卷积，用大小为 ３、５、
７ 的卷积核，但使用 ２ 个 ３×３ 的卷积核来模拟 ５×５
的卷积核，用 ３ 个 ３×３ 的卷积核来模拟 ７×７ 的卷积

核。 为了扩大感受野，增加特征图的均衡性，采用膨

胀卷积，卷积采用膨胀系数为 ２、步长为 ２、同样用 ２
个 ３×３ 的膨胀卷积来模拟 ５×５ 的膨胀卷积，２ 个 ３×
３ 的膨胀卷积来模拟 ７×７ 的膨胀卷积，对于不同尺

度卷积结果级连。 同时为了增加特征的全局和局部

一致性，对图像进行 ３×３、 ５×５、 ７×７ 的卷积， 这里

的 ３×３、 ５×５、 ７×７ 的膨胀卷积，通过 ｅＲｅｌｕ 函数分

别得到不同局部之间的关系为： Ｒ１，Ｒ２，Ｒ３，Ｒ４，Ｒ５，
Ｒ６。 与此同时，为了得到图像特征之间更加均衡有

效的依赖关系，通过左侧基础 ＳＥ ｂｌｏｃｋ 进行通道注

意力操作，并从全局池化 Ｇｌｏｂａｌ Ａｖｅｒａｇｅ Ｐｏｏｌｉｎｇ 中

得到通道特征 Ｚｃ，Ｓｑｕｅｅｚｅ 过程可以表示为：

Ｚｃ ＝
１

Ｈ × Ｗ∑
Ｈ

ｉ ＝ １
∑
Ｗ

ｊ ＝ １
Ｘｃ（ ｉ， ｊ） （１）

　 　 通 过 上 述 过 程 得 到 新 特 征 图 Ｆｅｘ， 则 此

Ｅｘｃｉｔａｔｉｏｎ 过程可以表示为：
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Ｓ ＝ Ｆｅｘ Ｚ，Ｗ( ) ＝ σ（ｇ（Ｚ，Ｗ）） （２）
　 　 其中， ｇ（·） 指 ｅＲｅｌｕ激活函数，s（·） 指 Ｓｉｇｍｏｄ
激活函数。 Ｓ 与右侧多尺度卷积结合得到关系Ｒ７，
此过程可以表示为：
Ｒ７ ＝ Ｓ 􀱋（（（ｃｏｎｔ （Ｒ１， Ｒ２， Ｒ３）ｃｏｎｔ（Ｒ４，Ｒ５ ，Ｒ６））））

（３）
其中， “􀱋” 是张量积， ｃｏｎｔ（·） 为合并连接。

融合的特征图 Ｒ７ 进行 Ｓｃａｌｅ 运算，特征权重进行重

新标定，最终完成了通道资源的分配，通过跳跃连接

将原始图和 Ｒ７ 进行连接，则图像 Ｘ１ 可以表示为：

Ｘ１ ＝ Ｘ 􀱇 Ｓｃ（Ｒ７） （４）
　 　 其中， Ｓｃ 是图像的比例缩放运算、 即 Ｓｃａｌｅ，
“􀱇”是通道连接。 至此，通过对通道上像素点的权

重重新标定和不同尺度得到特征结合，完成这一阶

段图像修复得到 Ｘ１。 原始的 ＳＥ ｂｌｏｃｋ 使用 ＲｅＬｕ 作

为激活函数，但是当输入值为负值时，会导致神经元

不再学习，且训练速度较慢，因此，在改进的结构中

使用 ｅＲｅｌｕ 作为激活函数。 改进 ＳＥ ｂｌｏｃｋ 的模型

图，如图 ２ 所示。
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图 ２　 改进的 ＳＥ ｂｌｏｃｋ 模型图

Ｆｉｇ． ２　 Ｉｍｐｒｏｖｅｄ ＳＥ ｂｌｏｃｋ ｍｏｄｅｌ

１．３　 改进损失函数

为了使修复后图像与原图像在风格上统一，纹
理细节更清晰，在原本损失函数的基础上加入指导

损失函数和风格损失函数。 图像修复的基本损失函

数有重建损失函数和对抗损失函数。 这里的重建损

失函数表示为：
Ｌｌ１ ＝ ‖Φ（ Ｉ；Ｗ） － Ｉｇｔ‖１ （５）

　 　 其中，Φ 是特征向量；Ｉ是网络的第 ｉ层；Ｗ是需

要学习的模型参数；Ｉｇｔ 是真实图像。
对抗损失函数表示为：
Ｌａｄｖ ＝ ｍｉｎ

ｗ
ｍａｘ

Ｄ
ＥＩｇｔ ～ ｐｄａｔａ Ｉｇｔ( ) ｌｏｇＤ（ Ｉｇｔ）[ ] ＋

　 　 　 ＥＩ ～ ｐｍｉｓｓ（ Ｉｇｔ） ｌｏｇ（１ － Ｄ（Φ Ｉ；Ｗ( ) ））[ ] （６）
其中， Ｇ 是生成器；Ｄ 是鉴别器； Ｉｇｔ 指真实图

像； Φ 是特征向量；Ｉ是网络的第 ｉ层；Ｗ是需要学习

的模型参数；ｐｄａｔａ（ Ｉｇｔ） 是真实图像的分布； ｐｍｉｓｓ（ Ｉｇｔ）
是破损图像的分布。 由于引入了转移连接层，则加

入指导损失函数，指导损失函数［８］表示为：

Ｌｇ ＝ ∑
ｙ∈Ω

‖ （ΦＬ－ｌ（ Ｉ）） ｙ － （Φｌ（ Ｉｇｔ）） ｙ‖
２

２
（７）

其中， ｙ 是缺失区域； Ω是图像全部区域；Φｌ 是

ｌ 层特征图；ΦＬ－ｌ 是 Ｌ － ｌ 层特征图；Ｉ 是破损图片；Ｉｇｔ

是真实图像。 进行图像训练时需要寻找某类图片的

风格，便于图像修复。
进一步地，研究推得的风格损失函可写为：
Ｌｓｔｙｌｅ ＝ Ｅ ｊ ‖ＧΦ

ｊ Ｉｏｕｔ( ) － ＧΦ
ｊ Ｉｇｔ( ) ‖１[ ] （８）

其中， ＧΦ
ｊ 是 Ｃ ｊ × Ｃ ｊ Ｇｒａｍ 构造的矩阵图； Ｉｇｔ 是

真实图像； Ｉｏｕｔ 是修复后图像。
最终将多种损失函数结合起来作为整体损失函

数，定义为：
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Ｌｔｏｔａｌ ＝ λｒｅｃ Ｌｌ１ ＋ λａｄｖ Ｌａｄｖ ＋ λｇ Ｌｇ ＋ λｓｔｙ Ｌｓｔｙｌｅ （９）
其中， ｌ１ 为重构损失； Ｌａｄｖ 为对抗损失； Ｌｇ 为指

导损失； Ｌｓｔｙｌｅ 为风格损失； λｒｅｃ，λａｄｖ，λｇ，λｓｔｙ 分别为

各损失函数的参数；参数初始化时， λｒｅｃ ＝ １，λａｄｖ ＝
０．００２， λｇ ＝ ０．０１， λｓｔｙ ＝ １０。

２　 实验结果与分析

２．１　 数据集及环境配置

本文采用了 ２ 种国际标准数据集，即 Ｃｅｌｅｂ Ａ
人脸数据集和 Ｐｌａｃｅｓ２ 场景数据集。 其中，Ｃｅｌｅｂ Ａ
的每张人脸数据都进行了特征标注，Ｐｌａｃｅｓ２ 数据集

中含有 ４００ 多个场景，可以满足对于数据多样性的

需求。 本文的运行设备为：中央处理器是 Ｉｎｔｅｌ １０ｔｈ
ｉ７，显卡是 ＧＰＵ ＧｅＦｏｒｃｅ ＧＴＸ １６５０Ｔｉ。 文中的运行

环境使用 Ｐｙｔｏｒｃｈ＋Ｔｅｎｓｆｌｏｗ１．４ 框架，搭配 Ｐｙｔｈｏｎ 的

多个库进行实验验证与分析。
数据的预处理过程：任意尺寸的图像输入，经过

预处理，将图像裁剪成分辨率为 ２５６×２５６ 的统一图

像大小。 将输入图像分别与掩码和随机掩码进行结

合，模拟破损图像。
２．２　 评价指标

图像修复处理的过程中，评价图像修复质量有

２ 个指标： 峰值信噪比［２１］ （ Ｐｅａｋ Ｓｉｇｎａｌ ｔｏ Ｎｏｉｓｅ
Ｒａｔｉｏ， ＰＳＮＲ） 和 结 构 相 似 性［２２］ （ Ｓｔｒｕｃｔｕｒａｌ
Ｓｉｍｉｌａｒｉｔｙ， ＳＳＩＭ）。 其中，ＰＳＮＲ 通常用于描述各种

形式的信号的质量属性，ＰＳＮＲ 值越大，说明图像信

号质量越高。 ＰＳＮＲ 可由如下公式计算求得：

ＰＳＮＲ ＝ １０ｌｏｇ
ｉ２ｍａｘ

ＭＳＥ
æ

è
ç

ö

ø
÷ ＝ ２０ｌｏｇ

ｉｍａｘ
　 ＭＳＥ

æ

è
çç

ö

ø
÷÷ （１０）

其中， ｉｍａｘ 指图像点颜色的最大值，ＭＳＥ 为均方

差。 设有 ２幅ｍ × ｎ的单色图像 Ｉ、Ｋ，这里对ＭＳＥ的

数学定义可以表示为：

ＭＳＥ ＝ １
ｍｎ∑

ｍ－１

ｉ ＝ ０
∑
ｎ－１

ｊ ＝ ０
Ｉ ｉ， ｊ( ) － Ｋ（ ｉ， ｊ）[ ] ２ （１１）

其中， Ｉ ｉ， ｊ( ) 是真实图像的像素点， Ｋ（ ｉ， ｊ） 是

通过修复得到图像的像素点。
结构相似性 （ＳＳＩＭ） 是一种衡量 ２ 幅图像相似

度的指标，主要通过亮度、对比度和结构三方面来度

量图像之间的相似性。 结构相似性的范围为［０，
１］，当 ２ 幅图像一模一样时， ＳＳＩＭ 的值为 １，即当

ＳＳＩＭ 值越大，图像相似性越高。 研究推得 ＳＳＩＭ 的

数学计算公式为：

ＳＳＩＭ ｘ，ｙ( ) ＝
（２ μｘ μｙ ＋ ｃ１）（２ σｘｙ ＋ ｃ２）

（μ２
ｘ ＋ μ２

ｙ ＋ ｃ１）（σ２
ｘ ＋ σ２

ｙ ＋ ｃ２）
（１２）

其中， ｘ，ｙ 分别为真实图像和重建图像；μｘ 为真

实图像的均值；μｙ 为重建图像的均值；σｘ，σｙ 分别为

图像 ｘ，ｙ 的标准差；σ２
ｘ，σ２

ｙ 分别为图像 ｘ，ｙ 的方差；
σｘｙ 为 ｘ，ｙ 的协方差； ｃ１，ｃ２ 为常数，为了避免分母为

零的情况，ｃ１，ｃ２ 通常取值为０．０１２，０．０３２。
２．３　 实验结果

采用 ２ 种不同的数据集与中心掩码模拟受损图

像，通过对原始图像 ＧＴ、破损图像、ＣＥ 修复图像、
Ｓｈｉｆｔ－Ｎｅｔ 修复图像和本文提出方法的修复图像的

有效性进行对比，挑选有代表性的实验结果加以对

比说明，实验结果如图 ３ 所示。

（a）GT

（b）破损

（c）CE

（d）Shift-Net

（e）本文

图 ３　 实验结果图

Ｆｉｇ． ３　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

　 　 图 ３（ｃ）中 ＣＥ 使用上下文自动编码器的生成

对抗网络，对于大面积缺失图像，修复结果容易出现

伪影，不能产生复杂的纹理结构，对于图像在有些地

方有严重失真现象，如图 ３（ｂ）所示的第一幅图像，
左、右 ２ 只眼睛瞳孔颜色不一致。 观察图 ３（ｃ）第一

幅图像发现，出现了明显的伪影、以及鼻子的失真。
观察图 ３（ｂ）的第四幅图像可知，有明显的伪影以及

缺少细节纹理。 图 ３（ｄ）中，Ｓｈｉｆｔ－Ｎｅｔ 采用了转移连

接层，通过跳跃连接，使特征图具有良好的全局性，
修复图片看起来更加真实，但是缺少对于细节处理、
过于简单，局部有小范围的伪影，如图 ３（ｄ）所示的

第一幅图像，鼻子处有小部分伪影。 另见图 ３（ｃ）的
第四幅图像可知，整体颜色一致，但是缺少一些内容

语义，处理简单，修复部分缺少与右侧对称的窗户。
本文添加了转移连接层和改进的通道注意力，对于
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特征权重重新分配，得到图像在语义和纹理细节上

优于其他 ２ 种方法。 表 １ 则为在 ２ 种不同数据集

中，采用中心掩码的图像修复，利用评价指标对结果

进行定量分析。 由表 １ 可知，本文在像素与结构上

优于其他方法。
表 １　 采用中心掩码不同算法的比较

Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｌｇｏｒｉｔｈｍｓ ｕｓｉｎｇ ｃｅｎｔｅｒ ｍａｓｋ

模型
ＰＳＮＲ ／ ｄｂ

Ｃｅｌｅ Ａ Ｐｌａｃｅｓ２

ＳＳＩＭ

Ｃｅｌｅ Ａ Ｐｌａｃｅｓ２

ＣＥ ２４．１６ ２４．７３ ０．８４ ０．８７

Ｓｈｉｆｔ－Ｎｅｔ ２６．５１ ２６．８４ ０．８８ ０．９１

本文 ２７．８４ ２８．１６ ０．８９ ０．９３

３　 结束语

本文以生成对抗网络为基础框架，对模型进行

改进，生成器采用具有对称性的 Ｕ－Ｎｅｔ，在此基础上

对于目前图像修复中存在语义不连贯、纹理不清晰

的问题，引入改进的通道注意力，采用了多尺度和更

大感受野与 ＳＥ－ｂｌｏｃｋ 结合的方法，进行通道特征的

调整，重定特征权重；其次添加转移连接层，借助于

Ｕ－Ｎｅｔ 的跳跃连接确定破损区域的最相似点进行修

复；最后在损失函数上增加了指导损失函数和风格

损失函数，加强已知区域与破损区域之间的约束关

系。 通过实验结果可知，对于语义不连贯、纹理不清

晰的破损图像，修复取得了较好的效果。
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