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摘　 要： 驾驶员在驾驶时，会对周围车辆的轨迹进行预测，并且采取一个安全的行为模式，从而减少道路事故的发生。 出于这

个想法，研究人员基于深度学习的模型，对车辆的轨迹进行预测，从而提升自动驾驶车辆的安全性。 通过不断分析获得的驾

驶数据，深度学习可以得到其它汽车的行为模式并进行预测。 相较于过去的方案，基于深度学习方案在轨迹预测上具有优

势，本文基于 ｔｒａｎｓｆｏｒｍｅｒ 模型的 ＬＳＴＭ（长短期记忆网络）编码隐藏参数，反映周围车辆的驾驶意图，再通过 Ｌｅｍｂｄａ 层获得这

些车辆对预测车辆的影响，最后通过 ＬＳＴＭ 解码获得预测的轨迹。 相较于以往的方案，应用 Ｌｅｍｂｄａ 层的方案计算速度更快，
同时实验表明相较于以往方案轨迹预测精度有提升。
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０　 引　 言

自 ２０１２ 年 ＡｌｅｘＮｅｔ 夺得 ＩｍａｇｅＮｅｔ 图像识别比

赛冠军以来，深度学习迎来了爆发式发展。 其中递

归神经网络（ＲＮＮ） ［１］ 在序列预测问题中取得了很

大的进展，而车辆轨迹预测可视为一种时间序列回

归或预测的问题，通过过去位置及车辆的相互影响

来预测车辆的未来轨迹。 车辆轨迹预测有助于车辆

了解未来情况，从而降低可能发生事故的风险［２］。
车辆轨迹预测中包含以下单位：目标车辆是方

案在场景中感兴趣并且行为预测的车辆；邻居车辆

是目标车辆一定范围附近的汽车，可能会对目标车

辆的行为存在影响。 不同的研究会对车辆轨迹预测

进行不同的建模假设。 ２０１３ 年 Ｌｅｆèｖｒｅ 等人［３］ 将车

辆轨迹预测分为：基于物理定律、基于多模态（车辆

预期机动性）、基于交互感知这 ３ 种。 近年来，深度

学习技术在自然语言处理中取得成功，数据驱动的

方式被广泛应用于轨迹预测中。 本文主要采用数据

驱动的方式，基于交互感知对车辆轨迹进行预测。

１　 相关工作

各种基于深度学习的车辆轨迹预测的区别主要

体现在学习车辆行为模式的方案不同。 目前，比较

常用的方案是：通过车辆未来的多重可能性预测结

果（多模态）与车辆之间的相互影响预测结果（交互

感知）。
多重可能性预测方案［４－５］ 是输出多种预测结

果，并与真实结果进行比较。 通过误差反向传播，可



以实现训练多模态结果的需求。 多重可能性预测方

案通常采取换道、加速、减速、红绿灯停止等动作，相
较于一般的模型，多重可能性预测方案可以防止预

测结果趋近于温和单一，且多模态的模型在负对数

似然损失表现更好。
车辆之间的相互影响预测，可以通过神经网络

来进行学习。 目前主流的方法包括：卷积神经网络、
图神经网络、ａｔｔｅｎｔｉｏｎ 等方案。 早先学者提出可以

使用全联接层学习车辆之间的相互关系。 而卷积神

经网络［５－６］相较于只使用全联接层，在全联接层之

后加入了卷积层（学习局部有效信息）和池化层（压
缩数据和参数的量，减小过拟合），可以更好地学习

车辆之间的关系。 但是，卷积神经网络仍存在一些

不足之处。 由于卷积神经网络是通过卷积核来扫描

网格，因此网格中相距较远的车辆关系需要深层的

卷积网络才能学习到关系。
图神经网络是一种新颖的解决方案，将行驶场

景中的车辆及其相互作用可视为一个图，其中节点

是车辆，边表示车辆之间的相互作用。 利用这种表

示，图形神经网络（ＧＮＮｓ） ［７－８］，是解决序列问题的

一种好方法，允许可变大小的输入，可以用来预测车

辆的行为。 有学者使用图注意网络（Ｇｒａｐｈ Ａｔｔｅｎｔｉｏｎ
ｎｅｔｗｏｒｋ） ［９］对行人数据进行了预测［１０－１１］。 除了使用

ＧＡＴ 来捕捉相互作用（在每个时间步长中），还使用

ＬＳＴＭ 来记录时间相关性，在预测准确性和计算效

率上有一定的改进。 除了神经网络，注意力机制也

是一种学习车辆之间相互关系的方案。 使用

ａｔｔｅｎｔｉｏｎ 有选择地提取对目标车辆轨迹影响最大的

细节［１２－１３］，从而实现车辆在网格中的相互影响，但
ａｔｔｅｎｔｉｏｎ 中的参数矩阵会占用较多内存与计算。 在

注意力机制的基础上，有学者提出线性注意力机

制［１４－１５］，为注意力机制的高内存使用提供了一种可

扩展的方法。

２　 轨迹预测

２．１　 数据载入

以 ＮＧＳＩＭ数据集为例，通过提取数据集中需要

的几列数据，再将数据划分为神经网络需要的数据

集、验证集、测试集。
根据当前时刻 （ｏｂｓ）， 可以获得目标车辆的过

去轨迹 ＸＶ ＝ ｛ｘ１
Ｖ，ｘ２

Ｖ，．．．，ｘｏｂｓ
Ｖ ｝ ，同时获得目标车辆未

来的真实轨迹。 其中预测长度为 ｐｒｅｄ，ＹＶ＇ ＝ ｛Ｙｏｂｓ＋１
Ｖ＇ ，

Ｙｏｂｓ＋２
Ｖ＇ ，．．．，Ｙｏｂｓ＋ｐｒｅｄ

Ｖ＇ ｝ 。 通过网格获得邻居车辆的过去

轨迹 Ｘ ｉ ＝ ｛ｘ１
ｉ ，ｘ２

ｉ ，．．．，ｘｏｂｓ
ｉ ｝，ｉ ∈ ［１，ｎ］ 。 输入过去轨

迹为 ＸＶ 和场景中所有 Ｘ ｉ ，并通过神经网络进行训

练，可以得到输出 ＹＶ ＝ ｛Ｙｏｂｓ＋１
Ｖ ，Ｙｏｂｓ＋２

Ｖ ，．．．，Ｙｏｂｓ＋ｐｒｅｄ
Ｖ ｝ ，通

过误差反向传播得到训练的神经网络。 训练模型一

般分为 ３ 步：编码，学习车辆行为模式，解码。 训练

模型如图 １ 所示。
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图 １　 模型总体架构

Ｆｉｇ． １　 Ｔｈｅ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ｔｈｅ ｍｏｄｅｌ

　 　 图中，目标车辆和邻居车辆经过相同的嵌入及

ＬＳＴＭ－Ｅｎｃｏｄｅｒ； Ｃ 将网格内邻居车辆对目标车辆的

交互影响与目标车辆的隐藏状态进行融合；通过

ＬＳＴＭ－Ｄｅｃｏｄｅｒ 递推出未来时刻的隐藏状态； 最后通

过全连接层（ＦＣ） 得到目标车辆预测的未来轨迹。
２．２　 训练模型

２．２．１　 编码

编码是实现车辆轨迹预测模型的重要一步，除
了从数据集中提取的车速、车辆种类、速度、加速度

等信息，车辆的行驶轨迹还受到道路结构、交通标

识、交通规则等先验知识的约束［２］，而编码层能很

好地提取这些数据的隐藏信息。 首先，通过全连接

层来形成嵌入向量，可通过 ＬＳＴＭ［１６］编码器得到该车

的隐藏状态向量 ｈＶ 与周围汽车的隐藏状态向量 ｈｉ。
ｈｔ

Ｖ ＝ ＬＳＴＭ（ｈｔ－１
Ｖ ；ψ（ｘｔ

Ｖ；Ｗｅｍｂ）；Ｗｅｎｃｏｄｅｒ） （１）
ｈｔ

ｉ ＝ ＬＳＴＭ（ｈｔ－１
ｉ ；ψ（ｘｔ

ｉ；Ｗｅｍｂ）；Ｗｅｎｃｏｄｅｒ） （２）
式中， ψ（） 代表全连接层；ＬＳＴＭ 代表长短期记忆编

码器； Ｗｅｍｂ、Ｗｅｎｃｏｄｅｒ 分别是全连接和长短期记忆网络

的嵌入参数。 根据上一层隐藏状态 ｈｔ －１
Ｖ 、ｈｔ－１

ｉ 与 ｔ 时
刻的轨迹，嵌入 ψ（ｘｔ

Ｖ；Ｗｅｍｂ） 计算得到 ｔ 时刻的隐藏

状态。
２．２．２　 学习车辆行为模式

本文采用基于 ｌａｍｂｄａ 层［１７］ 的方法来学习车辆
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之间的交互影响。 ｌａｍｂｄａ 是 Ｇｏｏｇｌｅ 在 ２０２１ 年提出

的一种新的 ｓｅｌｆ－ａｔｔｅｎｔｉｏｎ 框架，用于捕获输入和结

构化上下文信息之间的长期交互。
在计算车辆交互作用之前，需要将周围车辆进

行嵌入，与 Ｄｅｏ Ｎ［５］等人的方法一样，将目标车辆周

围 ３Ｘ１３ 的所有邻居车辆嵌入网格，所有周围车辆

隐藏状态 ｈｉ 嵌入后，得到嵌入的隐藏状态 Ｈ。
　 　 如图 ２ 所示，首先将最后一个时刻 （ｏｂｓ） 的隐

藏状态 Ｈ 与 ｈｏｂｓ
Ｖ 输入 ｌａｍｂｄａ 模块。 ｌａｍｂｄａ 层通过

一维卷积来计算 Ｋ 和 Ｑ，然后使用 ｓｏｆｔｍａｘ 函数将 Ｋ
进行归一化，计算得到目标函数 λ ｃ。 具体计算公式

为：
λｃ ＝ ｓｏｆｔｍａｘ［Ｃｏｎｖ（Ｈ，ＷＫ）］ 􀱋 Ｃｏｎｖ（ｈｏｂｓ

ｉ ，ＷＶ）
（３）

式中， Ｃｏｎｖ 代表一维卷积， ＷＫ，ＷＶ 分别代表一维卷

积的参数。 通过公式（３）可得到 ｌａｍｂｄａ 层中周围车

辆对目标车辆的交互影响系数 λ ｃ， 这是一个线性函

数，可提高模型的计算效率。 应用函数 λ ｃ 可以获得

比 ａｔｔｅｎｔｉｏｎ 更高的计算效率。 计算出车辆与邻居车

辆隐藏状态之间交互影响。

hist

nbrs

(1,64)

(39,64)

(1,32)
(1,32) (32,1)

(32,39)(39,32)

SoftM
axK

Q

V

(39,32)

λp

(1,32)

(39,1)

(1,32)
(1,32)

A:场景中所有邻居率，随场景变化
（16，64）16是过去输入时间长

64是隐藏状态长

(A,64)

图 ２　 ｌａｍｂｄａ 层学习车辆交互

Ｆｉｇ． ２　 Ｌａｍｂｄａ ｌａｙｅｒ ｌｅａｒｎｓ ｖｅｈｉｃｌｅｓ’ ｉｎｔｅｒａｃｔｉｏｎ

　 　 将所有相邻车辆的交互影响，通过学习到的线

性投影得到对目标车辆的影响。 具体计算公式为：
Ｊｃ ＝ Ｃｏｎｖ（Ｈ，ＷＱ） 􀱋 λｃ （４）

式中， Ｃｏｎｖ 代表一维卷积； ＷＱ 分别代表一维卷积的

参数；模型获得了邻居车辆对目标车辆的交互影响

Ｊｃ。
λｃ 计算了车辆之间的交互影响对目标车辆的

影响，复杂的模型效果在某些情况里表现较差。 应

用简单的函数映射可能是更有效的方案， λｐ 计算了

目标函数映射，计算公式如下：
λｐ ＝ Ｗλｐ 􀱋 Ｃｏｎｖ（ｈｏｂｓ

ｉ ，ＷＶ） （５）
式中， Ｃｏｎｖ 代表一维卷积，Ｗλｐ 分别参数矩阵，经过

该公式得到了自车隐藏状态的简单函数映射，再经

过公式（６）计算出简单映射与邻居车辆的交互。
Ｊｐ ＝ Ｃｏｎｖ（Ｈ，ＷＱ） 􀱋 λｐ （６）

　 　 最后，将 Ｊｃ 􀱇 Ｊｐ ＝ Ｊ 计算出邻居车辆对目标车

辆总的交互影响。 模型采用 ｌｅｍｂｄａ 层将可用的车

辆交互总结为固定大小的线性函数，可直接应用于

相关 Ｑｕｅｒｙ 计算。 由此产生的车辆轨迹预测网络，
计算效率高，并以较小的内存成本捕获长距离依赖

关系，使其能够应用于大型结构化输入，同时具有较

好的扩展性。
２．２．３　 解码

解码同样采用 ＬＳＴＭ 解码器。 输入目标车辆的

编码轨迹与学习到的多种预测结果或车辆之间的相

互影响进行解码。 ＬＳＴＭ 解码器会生成时间步长 Ｔ
的目标车辆未来位置估计分布的预测参数。 通过解

码，可以得到 ＹＶ ＝ ｛Ｙｏｂｓ＋１
Ｖ ，Ｙｏｂｓ＋２

Ｖ ，．．．，Ｙｏｂｓ＋ｐｒｅｄ
Ｖ ｝，然后通

过损失函数训练模型。 通常采取负对数似然函数与

均方根误差函数作为损失函数。
在解码之前，连接车辆交互影响与 ＬＳＴＭ 编码

最后一个时刻的隐藏状态 ｈｏｂｓ
Ｖ 。

ｚ ＝ ｃｏｎｃａｔ（Ｊ，ｈｏｂｓ
Ｖ ） （７）

　 　 既包含邻居车辆对目标车辆的交互影响，又包

含目标车辆自身运动信息。 根据隐藏状态 ｚ， 通过

递归神经网络，对目标车辆未来的隐藏状态进行预

测，最后通过全连接，将未来的隐藏状态转换成车辆

未来的轨迹。 具体公式为：
ＹＶ ＝ ψ［ＬＳＴＭ（ ｚｔ －１；Ｗｚ）；Ｗｄｅｃ］ （８）

式中， ｚｔ －１ 是 ｔ － １ 时刻解码器的隐藏状态向量。 根

据 ｚｔ －１ 和隐藏状态 ＬＳＴＭ 得到 ｚｔ，再根据 ｚｔ 全连接得

到车辆未来轨迹坐标。
２．３　 损失函数

在本文中使用均方根误差 （ＲＭＳＥ） 来评价该

模型的性能。 度量预测轨迹和真实轨迹之间的差异

公式为：

ＬＲＭＳＥ ＝ １
ｐｒｅｄ ∑

ｏｂｓ＋ｐｒｅｄ

ｔ ＝ ｏｂｓ＋１
［（ｘｔ

Ｖ＇ － ｘｔ
Ｖ） ２ ＋ （ｙｔ

Ｖ＇ － ｙｔ
Ｖ） ２］

（９）

３　 实验

３．１　 数据集

深度学习是机器学习中一种基于对数据进行表

征学习的方法，因此研究车辆轨迹预测时可选取公

开的数据集，方便其他研究人员复现成果。 ＮＧＳＩＭ
（Ｎｅｘｔ Ｇｅｎｅｒａｔｉｏｎ Ｓｉｍｕｌａｔｉｏｎ）数据集是美国智能交通

系统联合计划办公室提供的美国高速公路行车数

据，广泛应用于车辆轨迹预测。 包含实验时间段内

的所有车辆，根据时间和车辆编号保存数据。
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３．２　 预测精度与结果分析

模型在 ＮＧＳＩＭ 数据集中的实验结果见表 １。
本文模型输入为 ５ 个参数，分别是车辆横纵坐标、速
度、加速度、车辆种类（汽车、摩托车、卡车等）。

表格中对比的模型分别为：
ＣＶ［１８］：恒速模型使用匀速递归贝叶斯滤波器，

用于短时间范围内（＜ ２ ｓ）的轨迹预测。
ＧＡＩＬ－ＧＲＵ［１９］：生成对抗性模仿学习模型使用

ＧＲＵ。 ＧＲＵ 是 ＬＳＴＭ 网络的的变体，较 ＬＳＴＭ 网络

的结构更加简单，具有更少的参数。
Ｖ－ＬＳＴＭ：该方案是采取典型的 ＬＳＴＭ 编码－解

码模型，历史轨迹作为 ＬＳＴＭ 输入，ＬＳＴＭ 解码作为

输出。
Ｓｏｃｉａｌ－ＬＳＴＭ［６］：在 ＬＳＴＭ 编码－解码器模型基

础上，应用社交池层，学习车辆之间的交互影响。
ＣＳ－ＬＳＴＭ［５］：利用卷积在社交池中提取特征，

同时在模型输出中使用多模态预测车辆未来的多重

可能性。
ＮＬＳ－ＬＳＴＭ［２０］：基于一个 ＬＳＴＭ 编码－解码器，

非本地社交池用于捕捉车辆之间的互动，并采用非

局部多头注意机制对互动进行了总结。
ＭＡＴＳ：将背景场景特征和车辆历史轨迹特征连

接成一个张量，再用生成对抗网络（ＧＡＮ）模块生成

未来的轨迹。
　 　 表 １ 中显示了所有对比模型的 ＲＭＳＥ 性能，相

较于数据驱动的方法传统的模型 ＣＶ 性能，其它数

据驱动的方案性能更好、更有效。 由于 Ｖ－ＬＳＴＭ、Ｓ－
ＬＳＴＭ 只考虑车辆的动力性能，利用 ＬＳＴＭ 或变体来

预测车辆轨迹，而未考虑车辆之间的交互影响，因而

预测表现不佳。 ＣＳ－ＬＳＴＭ、ＮＬＳ－ＬＳＴＭ 使用卷积或

注意力机制学习车辆的交互影响，邻居车辆的信息

有助于车辆轨迹预测。 ＣＳ － ＬＳＴＭ、 ＮＬＳ － ＬＳＴＭ、
ＭＡＴＳ 均考虑了相邻车辆的特征，并通过卷积神经

网络进行处理。 此外，ＭＡＴＳ 还使用生成对抗网络

来提升模型性能。 其模型相较于过去的模型性能更

好。 具体优势体现在：
（１）模型考虑车辆速度、加速度、车辆类型对轨

迹预测的影响，在预测时加入这些元素可提升模型

性能。
（２）模型生成 ｌａｍｂｄａ 层的目标函数 λ， 共享 λ

可以加强模型计算速度。

４　 结束语

本文提出了一种结合 ＬＳＴＭ 编码 －解码器与

Ｌｅｍｂｄａ 层的车辆轨迹预测方案。 应用 Ｌｅｍｂｄａ 层共

享的 λ 参数，为车辆轨迹应用加快了计算速度。 同

时实验结果证明，预测精度相较于过去的方案有一

定的提升。 本文概述了一种深度学习轨迹预测方

案，不仅为计算机科学的研究人员和专业人员，也为

处理轨迹的更广泛的领域提供了参考。
表 １　 模型均方根误差性能对比

Ｔａｂ． １　 ＲＭＳＥ ｏｆ Ｓｅｖｅｒａｌ ｍｏｄｅｌｓ ｏｎ ＮＧＳＩＭ ｄａｔａｓｅｔ

数据集 预测范围 ／ ｓ ＣＶ ＧＡＩＬ－ＧＲＵ Ｖ－ＬＳＴＭ Ｓ－ＬＳＴＭ ＣＳ－ＬＳＴＭ ＮＬＳ－ＬＳＴＭ ＭＡＴＳ Ｌａｍｂｄａ－ＬＳＴＭ

ＮＧＳＩＭ １ ０．７３ ０．６９ ０．６８ ０．６５ ０．６１ ０．５６ ０．６６ ０．４６

２ １．７８ １．５１ １．６５ １．３１ １．２７ １．２２ １．３４ １．０８

３ ３．１３ ２．５５ ２．９１ ２．１６ ２．０９ ２．０２ ２．０８ １．８１

４ ４．７８ ３．６５ ４．４６ ３．２５ ３．１０ ３．０３ ２．９７ ２．７４

５ ６．６８ ４．７１ ６．２７ ４．５５ ４．３７ ４．３０ ４．１３ ３．９２
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