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基于 Ｕ－ｎｅｔ 的铸体岩石薄片图像孔隙自动提取

刘凯文， 熊淑华， 滕奇志

（ 四川大学 电子信息学院图像信息研究所， 成都 ６１００６５）

摘　 要： 使用岩石铸体薄片图像对岩石孔隙特征进行分析已经成为国内外石油地质部门常用方法之一，自动精确地分割铸体

岩石薄片中的孔隙区域是定量计算孔隙参数的前提。 目前传统 ＲＧＢ 阈值分割方法精度不高，需要大量人工交互，而一些主

流图像分割的深度学习网络泛化性能差，难以运用到实际中。 针对这些问题，本文在 Ｕ－ｎｅｔ 网络的基础上，提出了一种融合

注意力机制和循环残差网络的模型。 引入循环残差模块扩展网络深度，又融合了注意力机制模块，增加特征信息的学习权

重。 采用油田实验室常见的多种铸体薄片进行了实验，均取得了较好的分割结果，验证了本文方法的有效性和泛化性。
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０　 引　 言

在岩石薄片分析中，孔隙的特征参数可以表征

岩层微观结构，如何精准地分割出铸体薄片中的孔

隙区域是后续分析工作的关键前提。 对于岩石铸体

薄片而言，铸体的颜色通常分为蓝色和红色两种，如
图 １（ａ）、（ｂ）所示。 一方面由于各地使用的颜料和

用量以及加工手法差异，不同地区的铸体岩石薄片

会有颜色深浅的区别，导致不同铸体薄片的孔隙区

域色差较大，如图 １（ａ）、（ｃ）所示；另一方面由于不

同区域地质结构的多样性，部分薄片的孔隙分布不

均匀，某些视域范围被整个颗粒面积所占据，导致有

些铸体薄片面孔率较低，如图 １（ｄ）所示。 这些因素

都对孔隙提取工作造成了不利影响。 因此，本文提

出一种高效率、高精准度的自动分割算法，有助于研

究人员更有效率地完成分析工作。

（ａ） 蓝色铸体岩石薄片图像　 　 （ｂ） 红色铸体岩石薄片图像

　 （ｃ） 浅色铸体岩石薄片图像 （ｄ） 低孔隙度铸体岩石薄片图像

图 １　 铸体岩石薄片图像

Ｆｉｇ． １　 Ｒｏｃｋ ｃａｓｔ ｔｈｉｎ ｓｈｅｅｔ ｉｍａｇｅ

　 　 之前用于岩石铸体图像的分割方法以孔隙区域



的彩色空间特征分割的传统方法为主［１］。 张婷等采

用形态学分水岭算法响应孔隙边缘，获得连续封闭孔

隙边缘信息，该方法缺点是太易受噪声和灰度值变化

的影响［２］；利用区域种子点生长的方法，对岩石薄片

图像中的颗粒与颗粒以及孔隙与颗粒进行了划分［３］；
Ｂ．Ｏｂａｒａ 根据不同岩石图像的特点，在不同彩色空间

中对图像进行分割［４］；Ｇｏｒｓｅｖｓｋｉ 对岩石图像中的边界

像素点进行标记，再以边界像素点为界分割岩石图

像，但是会出现伪边缘，造成分割不准确的情况［５］。
近些年随着机器视觉领域的迅猛发展，也出现

了基于神经网络的深度学习分割方法。 虽然深度学

习方法在一定程度上优于传统方法，但是也存在一

些问题，如：李周等通过深度学习的图像分割网络

ＦＣＮ 对铸体图像进行孔隙提取，但是由于 ＦＣＮ 网络

在池化阶段的信息损失，导致提取结果不佳，且模型

受客观因素影响，实用性不强［６］；蔡宇恒等提出以

Ｕ－ｎｅｔ网络为骨架，在编码器部分使用残差块与空洞

卷积的结合，提升了网络深度与广度，但是在解码部

分只是简单的使用短链接进行特征融合，对于上文

中提到的某些低孔隙度的铸体薄片，以及某些较低

分辨率的铸体薄片的分割效果差，网络泛化性能有

待提高［７］。 为了解决上述问题，本文在 Ｕ－ｎｅｔ 的基

础上，进行了优化改进，在输入端编码阶段，使用循

环残差结构，进一步提升网络深度，提取出更深层次

的语义；在解码部分使用了注意力机制，抑制不相关

区域的学习权重，对卷积后的图像进行校准，从而取

得理想的分割效果。 实验证明，对低孔隙度和颜色

较浅的铸体薄片也有较好的分割效果和更好的泛化

性能。

１　 相关技术

１．１　 Ｕ－ｎｅｔ
Ｕ－ｎｅｔ 是 Ｒｏｎｎｒｂｅｒｇｅｒ 等人 ２０１５ 年提出的一种

主要由编码器与解码器构成的 Ｕ 型对称网络结构

即（Ｅｎｃｏｄｅｒ－Ｄｅｃｏｄｅｒ）结构，如图 ２ 所示［８］。 编码器

主要负责图像的下采样，通过两个 ３×３ 的卷积层、
一个 ２×２ 的最大池化层和 ＲｅＬｕ 函数进行 ４ 次下采

样，对每层的输入进行 ２ 次 ３×３ 卷积操作之后，进
行一次 ２×２ 的最大池化，使特征图尺寸下降，卷积

核数目翻倍，从而可以更好地捕捉和传播语义信息，
完成对特征像素点的提取。 解码器则主要负责特征

图的上采样，通过 ２×２ 反卷积层和编解码器之间的

跳跃连接进行 ４ 次上采样，并且每次上采样过程都

结合下采样各层信息和上采样输入信息扩大特征图

尺寸，同时卷积核减半，从而逐步恢复特征图像的像

素信息及图像精度。

3?3卷积+ReLU激活
1?1卷积
2?2最大池化层
长连接
2?2上采样

图 ２　 Ｕ－ｎｅｔ 网络结构

Ｆｉｇ． ２　 Ｕ－ｎｅｔ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ

１．２　 残差网络 ＲｅｓＮｅｔ
残差网络（ＲｅｓＮｅｔ）是 Ｈｅ 等人 ２０１６ 年提出的

一种引入跳跃连接的神经网络模型［９］。 残差网络由

上层输出 ｘ 和求和前的网络映射 Ｆ（ｘ） 组成，Ｈ（ｘ）
是输入到求和后的网络映射，与正常深度神经网络

比较，不难发现正常深度神经网络的做法是寻找 ｘ
到 Ｈ（ｘ） 的恒等射函数， 如图 ３（ａ）所示； 而引入残

差后是寻找 Ｈ（ｘ） ＝ ｘ ＋ Ｆ（ｘ） 的映射，即转换为一个

残差函数 Ｆ（ｘ） ＝ Ｈ（ｘ） － ｘ，只要 Ｆ（ｘ） ＝ ０，就构成了

一个恒等映射 Ｈ（ｘ） ＝ ｘ， 如图 ３（ｂ）所示。 明显比直

接寻找输入 ｘ到输出Ｈ（ｘ） 的映射要容易很多，即在

一定程度上减少了模块中需要计算的参数，并且后

者明显对输出的变化更敏感，去掉相同的主体部分

ｘ，从而更能突出微小的变化。

Weightlayer

WeightlayerWeightlayer

Weightlayer

Relu

Relu

Relu

Relu

identity
x

H(x)

F(x)

xx

H(x)=F(x)+x

　 　 （ａ） 正常神经网络模块 　 　 　 （ｂ） 残差模块

图 ３　 网络模块

Ｆｉｇ． ３　 Ｎｅｔｗｏｒｋ ｍｏｄｕｌｅ

１．３　 注意力机制

近年来，随着深度学习在机器视觉领域的飞速发

展，注意力机制在图像分类、语义分割和自然语言处

理等研究中得到广泛应用。 卷积运算作为卷积神经

网络使用最为频繁的运算模块，其原理是从空间维度

以及通道维度将特征图像中局部感受野上的特征进

行无差别融合，从而获取多维度多尺度的空间信息。
但对于不同的图像分类任务，不同通道所包含信息的

重要程度也是不同的，如果仅仅是将各个通道信息进

行无差别融合，在一定程度上会丢失许多重要信息。
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因此， Ｈｕ 等 人 ２０１８ 年 提 出 了 ＳＥ （ ｓｑｕｅｅｚｅ ａｎｄ
ｅｘｃｉｔａｔｉｏｎ）模块，该模块建立了通道之间的关系，引入

了注意力机制，提高重要信息的学习权重，抑制对网

络性能影响不大的无用信息，从而达到改善卷积神经

网络通道特征的效果［１０］，如图 ４ 所示。

输出
W?H?C

Scale

1?1?C 1?1?C

激励
（Excitation）压缩

（Squeeze）

输入
W?H?C

图 ４　 ＳＥ 模块结构

Ｆｉｇ． ４　 ＳＥ ｍｏｄｕｌｅ ｓｔｒｕｃｔｕｒｅ

　 　 ＳＥ 模块主要由压缩（ｓｑｕｅｅｚｅ）和激励（ｅｘｃｉｔａｔｉｏｎ）
两种结构组成，如图 ５ 所示。 压缩结构采用平均池

化来聚合全局信息，即输入特征图为 Ｘ， 其维度为

ＲＨ∗Ｗ∗Ｃ，Ｈ 和 Ｗ 分别表示特征图空间信息的高和宽

两个维度，Ｃ 表示特征图的通道数。 沿着空间维度

ＲＨ∗Ｗ 将通道中的每一个二维特征图转换成一个实

数，通道数 Ｃ 保持不变，得到一个Ｒ１∗１∗Ｃ维度的通道

向量， 该向量在一定程度上可以表示特征图的全局

特征；而激励结构使用一个全连接神经网络，对压缩

之后的结果做一个非线性变换。 该结构由全连接

层— ＲｅＬｕ— 全连接层 —Ｓｉｇｍｏｉｄ 组成，来捕获各个

通道之间的关系，从而确定每个通道重要程度。 在

第一个全连接层将通道数 Ｃ 降维为 ｃ ／ ｒ，其中 ｒ 为缩

放系数，经过 ＲｅＬｕ 函数后再经过一个全连接层，通
道数由 ｃ ／ ｒ扩大为Ｃ，紧接着是一个 Ｓｉｇｍｏｉｄ函数，至
此生成一个Ｒ１∗１∗Ｃ 维度的通道向量。 该向量为各个

通道的学习权重，最后将激励后得到的权重向量与

输入图像 Ｘ 逐通道相乘，依据权重将重要特征信息

放大，同时抑制无关信息的影响。

输出1?1?C

激活函数

全连接层

Relu激活函数

全连接层

输入1?1?C输入W?H?C

全局池化

输出1?1?C

压缩（SqueeZe)操作

激励（Excitation）操作

（ａ） 压缩结构 　 　 　 　 　 （ｂ） 激励结构

图 ５　 压缩结构与激励结构

Ｆｉｇ． ５　 Ｃｏｍｐｒｅｓｓｉｏｎ ｓｔｒｕｃｔｕｒｅ ａｎｄ ｅｘｃｉｔａｔｉｏｎ ｓｔｒｕｃｔｕｒｅ

２　 改进后的网络模型

　 　 借鉴 Ｕ－ｎｅｔ 的设计思想，本文设计的网络结构

仍然采用（Ｅｎｃｏｄｅｒ－Ｄｅｃｏｄｅｒ）编码器－解码器结构，
实现端到端的像素分类。 但是传统 Ｕ－ｎｅｔ 的编码器

部分只是卷积层以及 ＲｅＬｕ 函数的简单级联进行 ４
次下采样，这样的降采样针对铸体岩石薄片这类具

有复杂细微的边界特征的图像，提取能力有限，对最

终分割性能贡献不大。
为了在分割铸体岩石图像时获取更为细微的特

征像素，本文在参考了 Ｍｄ Ｚａｈａｎｇｉｒ Ａｌｏｍ 等人 ２０１８
年提出的一种基于残差块结构的递归残差卷积神经

网络的思想［１１］，首先是把残差网络（ＲｅｓＮｅｔ）和循环

卷积 网 络 （ ＲＣＮＮ） 的 结 构 整 合 到 了 Ｅｎｃｏｄｅｒ －
Ｄｅｃｏｄｅｒ 结构里，代替 Ｕ－ｎｅｔ 原有的 ２ 个 ３×３ 的卷积

层，同时本文在整合过程中对残差模块进行了优化。
相较于常规两层残差学习单元，本文采用三层的残

差学习单元。 常规的两层残差的结构中，由于残差

等于目标输出减去输入，即输入、输出维度需保持一

致，因此常规的二层残差结构包含两个相同的输入、
输出通道数的 ３×３ 卷积，而本文采用的三层残差模

块，如图 ６ 所示。 在中间的 ３×３ 的卷积前后分别使

用了 １×１ 卷积，１×１ 卷积将输入通道数进行了先降

维再升维的操作，降低了参数计算的复杂度。 例如：
输入和输出都是 ２５６ 维的参数量，在常规残差模块

中就是 ２ 个 ３×３ 的卷积，参数量为 ３×３×２５６×２５６×２
共计 １ １７９ ６４８。 而本文使用的三层残差模块的参

数量 １×１×２５６×６４ ＋ ３×３×６４×６４ ＋ １×１×６４×２５６ 共

计 ６９ ６３２，减少到了 １ ／ １６，从而避免了在深层网络

中进行过多的参数计算，减轻了网络负担。 另外如

果有输入、输出维度不同的情况，该三层残差模型可

以对输入 ｘ 做一个线性映射变换，再连接到后面的

层即可。

3?3,64

1?1,64

3?1,256

3?3,256

3?3,256

256 256

Relu

（ａ） 两层残差模块　 　 （ｂ） 三层残差模块

图 ６　 残差模块

Ｆｉｇ． ６　 Ｒｅｓｉｄｕａｌ ｍｏｄｕｌｅ

　 　 本文提出的融合注意力机制和循环残差的网络

模型如图 ７ 所示，其中循环残差模块 （ ｒｅｃｕｒｒｅｎｔ
ｒｅｓｉｄｕａｌ ｂｌｏｃｋ），不是简单的 ｃｏｎｖ＋Ｒｅｌｕ 层，而是在对
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残差采取两个时间步长（ ｔｉｍｅｓｔｅｐ ＝ ０ ～ ２）循环两次，
做两个循环卷积操作，即当前的输出被添加到前一

段时间步长的输出，当前时间步长的输出作用于下

一步的输入，如图 ８ 所示，这样可以有效地增加网络

深度。

循环卷积模块及ReLu激活函数
循环反卷积模块及ReLu激活函数
最大池化层（2?2)
反卷积层(3?3)
卷积(1?1)及ReLu激活函数
注意力门

输出图像输入图像

图 ７　 融合注意力机制和循环残差的网络模型

Ｆｉｇ． ７　 Ａ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ｉｎｔｅｇｒａｔｉｎｇ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ａｎｄ ｃｙｃｌｉｃ
ｒｅｓｉｄｕａｌ

Conv+ReLu

Conv+ReLu

Conv+ReLu

输出

输入

t=0

t=1

t=2

图 ８　 循环卷积操作

Ｆｉｇ． ８　 Ｃｙｃｌｉｃ ｃｏｎｖｏｌｕｔｉｏｎ ｓｔｒｕｃｔｕｒｅ

　 　 此处循环卷积的操作是根据离散时间步长执行

的。 例如，考虑循环卷积模块中的第 ｌ 层中的 ｘｌ 输入

样本，以及来自循环卷积层（ＲＣＬ）中第 ｋ 个特征映射

中的输入样本的（ ｉ，ｊ ）处的像素，另外假设网络 Ｏｌ
ｉｊｋ

是在时间步长 ｔ 时的输出，可以表示为式（１）：
Ｏｌ

ｉｊｋ ｔ( ) ＝ ｗｆ
ｋ( ) ∗ｘｆ ｉ，ｊ( )

ｌ （ｔ）（ｗｒ
ｋ )

Ｔ∗ｘｒ ｉ，ｊ( )

ｌ ｔ － １( ) ＋ ｂｋ
（１）

这里， ｘｆ ｉ，ｊ( )

ｌ ｔ( ) 和 ｘｒ ｉ，ｊ( )

ｌ ｔ － １( ) 分别是标准

卷积层和第 ｌ 层的 ＲＣＬ 的输入； ｗ ｆ
ｋ 和 ｗｒ

ｋ 的值分别

是标准卷积层和第 ｋ 个特征映射的 ＲＬＣ 的权重； ｂｋ

是偏差。 经过标准线性整体单元 （ＲｅＬｕ） 激活函

数， 可得 ｙ， 式（２）：
ｙ ＝ ｆ（Ｏｌ

ｉｊｋ ｔ( ) ） ＝ ｍａｘ （０，Ｏｌ
ｉｊｋ ｔ( ) ） （２）

　 　 将循环卷积神经网络单元的最终输出定义为式

（３）：
Ｆ（ｘｌ，ｗ ｌ） ＝ ｙ１×１ ｘ( ) ＋ ｙ３×３ ｘ( ) ＋ ｙ１×１ ｘ( ) （３）
循环残差的残差操作可以用等式（４）表示。

ｘｌ ＋１ ＝ ｘｌ ＋ Ｆ（ｘｌ，ｗ ｌ） （４）
　 　 采用不同时间步长的特征融合的方式能够获取更

具有表达性的特征，也有助于提取较低层次的特征。

最后，考虑到某些低孔隙度的铸体岩石薄片的

孔隙分布不均匀，某些视域范围被整个颗粒面积所

占据，即整个特征图中主要以无关信息为主，重要的

特征信息占比较小，因此本文在对编码后的每个像

素特征与解码中对应特征进行拼接之前，使用一个

注意力门，重新调整编码的输出特征，从而达到抑制

特征图中的无关信息。
注意门结构如图 ９ 所示。 下采样层同层的特征

图 ｇ ＝ ｇｉ（Ｆｇ × Ｈｇ × Ｗｇ × Ｄｇ）， 进行 １ × １ × １ 卷积

运算得到 ＷＴ
ｇ ｇｉ， 上采样层的上一层的特征图

ｘｌ ＝ ｘｌ
ｉ（Ｆ ｌ × Ｈｘ × Ｗｘ × Ｄｘ），进行 １ × １ × １ 卷积运算

得到ＷＴ
ｘ ｘｌ

ｉ，将上两步得到的特征图ＷＴ
ｇ ｇｉ 和ＷＴ

ｘ ｘｌ
ｉ 相

加后再进行 ＲｅＬｕ，得到σ１（ＷＴ
ｘ ｘｌ

ｉ ＋ ＷＴ
ｇ ｇｉ ＋ ｂｇ），即调

整了 ｇ 和ｘｌ
ｉ 的权重， σ１ 为 ＲｅＬｕ 激活函数，随后再使

用 １ × １ × １ 卷积运算，得到 ｑｌ
ａｔｔ ＝ ψＴ（σ１（ＷＴ

ｘ ｘｌ
ｉ ＋ ＷＴ

ｇ

ｇｉ ＋ ｂｇ）） ＋ ｂψ， 接着对 ｑｌ
ａｔｔ 进行 ｓｉｇｍｏｉｄ 激活函数，

得到最终的注意力系数 （ αｌ
ｉ）， 最后，让 ｘｌ 与注意力

系数相乘，就能把注意力放到目标区域上。

Wg:1?1?1 Wx:1?1?1

Fl?Hx?Wx?DxFg:Hg?Wg?Dg

Fint?Hg?Wg?Dg

Hg?Wg?Dg

Sigmoid

ψ:1?1?1

ReLu

g xl

Hx?Wx?Dx

xl

Resampler

图 ９　 注意力门结构

Ｆｉｇ． ９　 Ａｔｔｅｎｔｉｏｎ ｇａｔｅ ｓｔｒｕｃｔｕｒｅ

　 　 在网络结构中引入注意力门，将跳跃连接中不

相关信息以及噪声的激活响应抑制，只凸显相关信

息的激活值。 在中间层做跳跃连接时使用注意力

门，这样确保不同尺度的注意力单元能够获取更大

范围内的相关性信息，而不仅仅依赖于局部信息进

行预测。

３　 结果分析

３．１　 数据集

本文所用数据集由铸体图像以及提取孔隙区域

后的二值图像标签构成，数据集里的铸体图像均是

１７第 １１ 期 刘凯文， 等： 基于 Ｕ－ｎｅｔ 的铸体岩石薄片图像孔隙自动提取



由高清相机在显微镜下拍摄采集，接着将采集到的

图像裁剪成 ３００×３００ 分辨率的图像用作数据集中

的原始图像，而数据集中的标签图则是将裁剪后的

标签图采用人工手动标记的方式提取该图中孔隙区

域，本 文 所 用 数 据 集 中 原 图 和 标 签 图 总 计 各

２ ５００ 张，如图 １０ 所示。

在实际应用中，一张铸体岩石薄片图像大小普

遍都远大于 ３００×３００，因此在预测时会先将原图裁

剪为 ５１２×５１２ 的图像，再送入训练好的模型中分割

提取，最后将分割好的结果进行拼接操作，从而得到

最终完整的孔隙分割提取结果图。

(a)红色铸体图像 (b)红色铸体标签图 (c)蓝色铸体图像 (d)蓝色铸体标签图

(e)蓝色低孔隙度铸体图像 (f)蓝色低孔隙度铸体标签图 (g)浅色铸体图像 (h)浅色铸体标签图

图 １０　 数据集图示

Ｆｉｇ． １０　 Ｄａｔａｓｅｔ ｉｍａｇｅｓ

３．２　 实验环境

本次实验的软件及硬件环境操作系统：ｗｉｎｄｏｗｓ
１０，以 ｔｅｎｓｏｒｆｌｏｗ－ｇｐｕ－１．４．０ 为深度学习框架，使用

ｋｅｒａｓ－１．０．８ 神经网络库作为程序接口进行深度学

习模型的设计、调试、与评估，使用 ＣＵＤＡ－ｖ８．０ 作为

ＧＰＵ 加速运算平台，显卡型号为 ＮＶＩＤＡ ＧｅＦｏｒｃｅ
ＧＴＸ １０６０ ６ ＧＢ。
３．３　 实验参数设置

由于 Ａｄａｍ 算法在训练时自适应的调节学习

率，且收敛速度更快，故选择 Ａｄａｍ 作为优化器，初
始学习率设置为 １×１０－４， ＢａｔｃｈＳｉｚｅ 设置为 ３， 共训

练 ５０ 轮，每轮训练为２ ５００张训练图，见表 １。
表 １　 具体实验参数

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｐａｒａｍｅｔｅｒｓ

参数名称 参数取值

优化器 Ａｄａｍ

ＢａｔｃｈＳｉｚｅ ３

学习率 １×１０－４

迭代次数 ５０

每轮训练集数据量 ２ ５００

　 　 卷积层的激活函数使用的是修正线性单元

（ＲｅＬＵ）， 该函数是从底部开始修正的一种函数，数
学公式为（５）：

ｆ ｘ( ) ＝ ｍａｘ （０，ｘ） （５）
　 　 其中， ｘ 表示的是激活层的输入，该激活函数相

较于逻辑回归函数（ｓｉｇｍｏｄ），能使网络更快速地收

敛。
对铸体岩石薄片仅是针对其孔隙区域进行提取，

其余区域当作背景处理，这就是典型的二分类问题，
所以本文使用二进制交叉熵作为损失函数，式（６）：

Ｃ ＝－ １
Ｎ∑

Ｎ

ｉ ＝ １
ｙｉ ｌｎ ａｉ ＋ （１ － ｙｉ）ｌｎ （１ － ａｉ） （６）

　 　 其中， ｙｉ 为期望的输出， ａｉ 为神经元实际输出。
该损失函数与传统的方差代价函数相比，克服了权

重更新过慢的缺陷。
使用 ｓｉｇｍｏｄ 激活注意力门 ＡＧ 中的最后输出，

起到特征组合的作用，式（７）：

Ｓ ｘ( ) ＝ １
１ ＋ ｅ －ｘ （７）

３．４　 评价指标

本实验采用的评价指标为准确率（ａｃｃｕｒａｃｙ）和
平均交并比（ｍｅａｎ ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ ｕｎｉｏｎ，ｍＩＯＵ），上
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述指标为图像分割领域常用的评价分割指标，在一

定程 度 上 能 够 评 价 出 训 练 模 型 的 综 合 性 能。
Ａｃｃｕｒａｃｙ 和 ｍＩＯＵ 的定义如式（８） 和式（９）：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＴＮ ＋ ＦＰ ＋ ＦＮ

（８）

ｍＩＯＵ ＝ １
ｋ ＋ １∑

ｋ

ｉ ＝ ０

ＴＰ
ＦＮ ＋ ＦＰ ＋ ＴＰ

（９）

　 　 其中， ＴＰ为真正值，即预测值为 １，真实值为 １；
ＴＮ 为真负值，即预测值为 ０，真实值为 ０；ＦＰ 为假正

值，即预测值为 １，真实值为 ０；ＦＮ 为假负值，即预测

值为 ０，真实值为 １；ｋ表示 ｋ ＋ １类（其中包含一个空

类或背景），其关系如图 １１ 所示。 本实验针对岩石

铸体薄片的孔隙提取，属于二分类问题，因此共分为

两类，一类为孔隙区域，一类为背景区域。

实际区域

预测区域FN TP FP

TN

图 １１　 图像分割性能指标评直观示意图

Ｆｉｇ． １１ 　 Ｉｎｔｕｉｔｉｖｅ ｄｉａｇｒａｍ ｏｆ ｉｍａｇｅ ｓｅｇｍｅｎｔａｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ
ｉｎｄｉｃａｔｏｒｓ

　 　 准确率（Ａｃｃｕｒａｃｙ）即标记正确的像素（真正值

与真负值）占总像素的百分比；均交并比（ｍＩＯＵ）为
语义分割的标准度量，计算两个集合的交集和并集

之比，语义分割的问题中，这两个集合为真实值

（ｇｒｏｕｎｄ ｔｒｕｔｈ） 和预测值 （ ｐｒｅｄｉｃｔｅｄ ｓｅｇｍｅｎｔａｔｉｏｎ）。
这个比例可以变形为正真数（ ｉｎｔｅｒｓｅｃｔｉｏｎ）比真正、
假负、假正（并集）之和。 在每个类上计算交并比

ＩＯＵ，之后求和平均。
３．５　 结果分析

通过统计每轮训练的准确率以及训练损失可以

发现，损失函数随着训练迭代次数的增加而逐渐收

敛到一个极小值，准确率随着迭代次数的增加而逐

渐增高，如图 １２ 和图 １３ 所示。
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图 １２　 训练准确率曲线
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图 １３　 训练损失函数曲线

Ｆｉｇ． １３　 Ｔｒａｉｎｉｎｇ ｌｏｓｓ ｆｕｎｃｔｉｏｎ ｃｕｒｖｅ

　 　 为了验证本文所提出的融合注意力机制的循环

残差网络分割方法的准确性和泛化性，使用相同的

数据集分别对 Ｕ－ｎｅｔ，Ｕ－ｎｅｔ＋＋，Ｒ２Ｕ－Ｎｅｔ 等主流神

经网络训练后的模型与本文所改进的新模型进行多

组对比实验，并且为了证明用 Ｕ－ｎｅｔ 作为基础网络

对铸体岩石薄片这类边缘情况复杂的图像具有较好

的分割效果，本文还使用了 Ｓｅｇｎｅｔ，Ｆｃｎ 主流图像分

割网络进行对比实验。 测试数据集包含红、蓝铸体

岩石薄片，共计 ３００ 张图像，将这些图像统称为铸体

效果明显的图像，评价结果见表 ２。
表 ２　 铸体效果明显的图像不同网络下的测试结果

Ｔａｂ． ２　 Ｔｅｓｔ ｒｅｓｕｌｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋｓ ｏｎ ｉｍａｇｅ ｗｉｔｈ ｇｏｏｄ ｅｆｆｅｃｔ

网络类型 像素精度 ＰＡ ／ ％ 平均交并比 ／ ％

Ｕ－ｎｅｔ ９２．８７ ８２．１０
Ｕ－ｎｅｔ＋＋ ９１．２３ ８５．３６
Ｒ２Ｕ－ｎｅｔ ９４．１４ ８３．１４

Ｕ－ｎｅｔ＋Ａｔｔｅｎｔｉｏｎ ９３．２９ ８１．６６
Ｓｅｇｎｅｔ ９２．１１ ７６．２３
Ｆｃｎ８ｓ ９１．８９ ７８．５６

本文方法 ９４．８３ ８８．０４

　 　 为了说明该模型具有更好的泛化性能，本文又

将部分低孔隙度铸体岩石薄片以及部分颜色过深或

过浅的铸体图像，组成一组测试集，用来测试在不同

方法的泛化性能，将这些图像统称为铸体效果不明

显的图像，评价结果见表 ３。
表 ３　 铸体效果不明显的图像不同网络下的测试结果

Ｔａｂ． ３　 Ｔｅｓｔ ｒｅｓｕｌｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋｓ ｏｎ ｉｍａｇｅ ｗｉｔｈ ｂａｄ ｅｆｆｅｃｔ

网络类型 像素精度 ＰＡ ／ ％ 平均交并比 ／ ％

Ｕ－ｎｅｔ ８６．７１ ７５．２３
Ｕ－ｎｅｔ＋＋ ８７．２３ ７４．１２
Ｒ２Ｕ－ｎｅｔ ８８．４５ ７６．２１

Ｕ－ｎｅｔ＋Ａｔｔｅｎｔｉｏｎ ８８．９６ ７７．７６
Ｓｅｇｎｅｔ ８１．４１ ７０．５６
Ｆｃｎ８ｓ ８７．３６ ７６．４５

本文方法 ９０．１２ ７１．６６

　 　 铸体效果明显的图像在不同网络下的分割结

果，如图 １４（ａ）所示；铸体效果不明显的图像在不同
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网络下的分割结果，如图 １４（ｂ）所示。 通过分析图

１４（ ａ）组的结果对比图，可以看出与 Ｓｅｇｎｅｔ 和 Ｆｃｎ
这些经典图像分割网络相比以 Ｕ－ｎｅｔ 为基础网络具

有更好的分割效果，边缘更加平滑；其次，通过 ａｔｔ－
ｕｎｅｔ 网络提取的孔隙结构与 Ｕ－ｎｅｔ，Ｕｎｅｔ＋＋相比，常
出现一些欠分割的现象，其主要原因在于网络深度

较浅，缺少某些细节信息，在计算注意力权重时将某

些与背景相似的像素点误当作背景处理，即训练时

该部分学习权重较小，导致了分割结果出现欠分割

的现象；而 Ｕ－ｎｅｔ 网络缺少一些细节处的提取，存在

一定程度的过分割，且分割出的结果图的边缘区域

存在明显毛刺突起的现象，不够平滑；Ｒ２Ｕ－Ｎｅｔ 也
出现了欠分割现象可能是因为网络深度加深之后，
梯度不稳定导致某些浅层的学习能力下降。 本文网

络为了解决随着模型深度加深导致浅层学习能力的

下降的问题，将 Ｒ２Ｕ－Ｎｅｔ 与注意力机制融合，既能

保证网络具有足够的深度来提取细节信息，又引用

注意力机制，加强浅层特征信息的学习权重，避免随

着深度加深导致浅层特征学习能力下降的问题。

为了进一步验证加入的注意力机制模块能够有

效地加强重要信息的学习权重，抑制对网络性能影

响不大的无用信息。 图 １４（ｂ）组选取了铸体效果不

明显的岩石薄片，比如颜色过浅，和低孔隙度的铸体

岩石薄片进行对比实验，可以看出 Ｆｃｎ 网络由于采

用了反卷积进行上采样，其边缘存在很明显的锯齿

效应，Ｓｅｇｎｅｔ 网络由于提取特征方式过于单一，所以

对于这些特殊铸体薄片分割出现明显的噪点；其次

可以发现传统 Ｕ－ｎｅｔ 网络和 Ｕｎｅｔ＋＋网络在那些铸

体颜色过浅使得目标与背景颜色较为相似的薄片图

像中出现严重欠分割现象，甚至出现完全没有分割

出目标的情况，如图 １４（ｂ）第一组所示。 而 Ｒ２Ｕ－
Ｎｅｔ 因为网络具有足够深度，可以提取到某些细节

特征，其分割结果优于传统 Ｕ－ｎｅｔ 网络和 Ｕｎｅｔ＋＋网
络，但仍存在欠分割的情况；融合注意力机制后，通
过加强特征信息学习权重，抑制无关信息的影响，能
够使网络在无关信息居多的低孔隙度铸体薄片，和
铸体颜色过浅，目标特征不明显的浅色铸体薄中有

较好的分割效果，加强了网络的泛化性能。

原始图像 att+unet r2+unet unet unet++ segnet fcn8s 本文方法

（ａ） 铸体效果明显的岩石图像其不同网络下的分割结果

原始图像 att+unet r2+unet unet unet++ segnet fcn8s 本文方法

（ｂ） 铸体效果不明显的图像其不同网络下的分割结果

图 １４　 结果图分析
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４　 结束语

本文针对传统的岩石铸体薄片图像孔隙提取方

法存在的分割精度不高，实用性不强以及部分应用于

岩石铸体图像孔隙提取的卷积神经网络泛化性差等

问题，提出了一种新的基于深度学习的岩石铸体图像

孔隙提取方法。 该方法在 Ｕ－ｎｅｔ 网络为骨架的基础

上融合注意力机制的循环残差网络，Ｕ－ｎｅｔ 为骨架保

证了端到端的自动分割；循环残差网络保证具有足够

的网络深度，从而获取更多的深层细节特征信息；融
合注意力机制，加强特征信息的学习权重，抑制无关

背景信息影响，解决了低孔隙度的铸体薄片和颜色过

浅的铸体薄片对孔隙分割的影响，使得本网络具有更

好的泛化性能。 采用油田实验室常见的多种铸体薄

片进行了实验，均取得了较好的分割结果，验证了本

文方法的有效性和泛化性。 由于模型深度的加深，不
可避免地增加了整个网络的复杂度和参数量，在一定

程度上存在训练时间长，梯度不稳定等问题。 在接下

来的研究中，将对该模型进行进一步的改良，在保证

具有泛化性和有效性的前提下，优化网络结构，减少

计算参数，使该模型更适合实际工程的应用。
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