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基于卷积神经网络的免字符分割车牌识别算法

陈墨林

（吉林大学 计算机科学与技术学院，长春 １３００１５）

摘　 要： 随着智能停车场和自动收费系统的普及，智能交通管理系统在车牌识别方面对速度和精度提出了更高的要求。 为了

提高车牌识别的泛化能力，本文提出了一种基于改进的 ＣＲＮＮ＋ＣＴＣ 免字符分割车牌字符识别算法，在现有的卷积神经网络

的 ＣＲＮＮ＋ＣＴＣ 网络模型基础上分别对 ＣＮＮ 和 ＲＮＮ 进行替换后引入 ＣＴＣ 函数，并有针对性地增加训练数据集，在训练过程

中使用了批量归一化算法来加快学习速度。 实验结果表明，该算法的鲁棒性与通用性均有一定提升，在复杂环境下车牌识别

的准确性更高，达到了改进效果。
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０　 引　 言

车牌识别是实现交通管理系统智能化的关键。
车牌识别技术主要分为两部分：一是车牌定位技术，
当下车牌定位技术在国内外比较成熟，尤其是以

Ｓｌｉｍａｎｉ 等人的卷积神经网络（ＣＮＮ）的车牌识别为

代表，其定位精度高达 ９９．４％，在自然环境中几乎达

到 １００％的准确度；二是车牌字符识别技术，目前国

内大多数车牌识别方法是传统的基于字符分割的方

法，这些方法的准确率只有约 ８６．４％，复杂环境时仍

存在很大的局限性与性能低的问题［１］。 因此对车

牌字符识别技术的改进具有很高的价值。
车牌识别有两种方法：第一种是基于字符分割

的车牌识别方法，该方法通常基于向量机、基于投影

或基于模板匹配等，执行分割步骤以分离字符，执行

逐个字符的识别，但基于字符分割的方法容易受到

工作环境的影响，在实际应用中的结果不令人满意；
第二种是基于字符无分割的方法，属于深度学习领

域，该方法识别所有字符，且不使用特定的结构分离

字符，可确保图像中的总信息保持不变，不受分割结

果的影响，在模糊车牌识别方面有一定的优势。 无

分割识别算法主要分为基于 ＣＮＮ、基于 ＲＮＮ 和基

于两者的 ＣＮＮ＋ＲＮＮ 网络（ＣＲＮＮ）３ 种类型，其中

ＣＮＮ 和 ＲＮＮ 的组合使车牌的识别达到了一个新的

水平，特别是 ＣＲＮＮ＋ＣＴＣ，在理想条件下其准确率

可达 ９８．５％，但仍存在网络在训练期间易出现过拟

合的问题，网络的结构复杂性和计算量方面有待进

一步降低。 因此，本文提出一种改进 ＣＲＮＮ＋ＣＴＣ 的

方法。

１　 本文算法

ＣＲＮＮ＋ＣＴＣ 的免分割车牌识别算法主要包括

ＣＮＮ、ＲＮＮ 和 ＣＴＣ ３ 个单元。 首先，将车牌图像输

入 ＣＮＮ 以提取特征图像，并用带残差连接的深度可

分离卷积取代标准卷积；其次，将得到的车牌特征图

像转换为特征序列后，使用双向循环神经网络对其



进行学习；最后， ＣＴＣ 将获取的标签分布经过去重

和整合等操作转化为最终识别结果。
１．１　 ＣＮＮ 单元

传统的 ＣＮＮ 使用 ＶＧＧ－１６ 网络模型提取车牌

的多维特征，但深层网络结构的使用导致模型较为

复杂庞大［２］。 在这种情况下，符号识别算法嵌入到

固定或移动设备中时无疑会造成难度的增加。 本文

采用深度可分离卷积神经网络取代原始的 ＣＲＮＮ
中的 ８ 层卷积网络，其中 Ｋ 为卷积核大小（ ｋｅｒｎｅｌ
ｓｉｚｅ）， Ｓ 为步长（ ｓｔｒｉｄｅ）， Ｐ 为填充大小（ ｐａｄｄｉｎｇ
ｓｉｚｅ）， ＲｅＬＵ 为 线性整流函数，如图 １ 所示。

ReLU
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图 １　 深度可分离卷积

Ｆｉｇ． １　 Ｄｅｐｔｈ ｗｉｓｅ ｓｅｐａｒａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎ ｂｌｏｃｋ

　 　 这不仅压缩了模型的大小，减少了卷积层的计

算量，还提高了模型的计算速度。 其具体流程是先

向 ＣＮＮ 输入 １６０×４８ｐｉｘｅｌ 像素的 ＲＧＢ 图像，经过 ３×
３ 卷积层后将其送入深度可分离卷积层，提取图像

特征后送入下一层可分离卷积层，并且在逐层之间

加入一次极大值池化操作，最后输出图像特征图。
１．２　 ＲＮＮ 单元

由于 ＲＮＮ 单元存在梯度消失的问题，因此其可

以存储的范围受到了限制，这也增加了训练的工作

量。 本文采用长短期存储模型（ＬＳＴＭ）构建 ＲＮＮ 模

块，因其适合于时间的处理和预测具有较长延迟的

事件。 本文在 ＲＮＮ 模块使用 Ｂｉ － ＬＳＴＭ 以解决

ＬＳＴＭ 和 ＲＮＮ 只能预测某一个方向的问题，有助于

捕获更多的信息。 同时 Ｂｉ－ＬＳＴＭ 结构比 ＬＳＴＭ 易

于提取抽象特征，也更有利于分类。
　 　 ＣＲＮＮ 的处理流程：通过 ＣＮＮ 将 ３ 个通道大小

为 １６０×４８ ｐｉｘｅｌ 提取的车牌图像特征图按图 ２ 的方

式从左到右提取特征向量，进而转换成大小为 １×２５
×５１２ 的卷积特征矩阵；向 Ｂｉ－ＬＳＴＭ 输入由每一个

通道转换成的特征长度 Ｄ ＝ ５１２ 和时间步长为 ２５
的时间序列，最后输出由归一化指数函数 Ｓｏｆｔｍａｘ
计算得到的后验概率矩阵。
１．３　 ＣＴＣ 损失函数的引入

ＲＮＮ 的训练常使用交叉熵损失函数。 但在国内

车牌识别的实际应用中，由于车牌字符的长度和数量

存在差异，其识别过程中不能预测输出文字的长度，
因此使用常见的交叉熵函数训练网络的效果不理想。
为解 决 这 个 问 题，本 文 引 入 ＣＴＣ （ ｃｏｎｎｅｃｔｉｏｎｉｓｔ
ｔｅｍｐｏｒａｌ ｃｌａｓｓｉｆｉｃａｔｉｏｎ）损失函数训练ＲＮＮ。 ＣＴＣ 损失

函数引入了空字符，给出了一个固定的输出长度，且
可以进行递归运算以快速计算梯度，有效地解决了该

问题。

特征图

图 ２　 提取特征向量

Ｆｉｇ． ２　 Ｅｘｔｒａｃｔ ｆｅａｔｕｒｅ ｖｅｃｔｏｒ

　 　 对于给定的输入 ｘ， 使用 ＣＴＣ 中的最佳路径解

码算法进行解码 ，将其转换为对应于最高概率的字

符串［３］，其最佳路径 π 的概率定义为式（１）：

ｐ（π ｜ ｘ） ＝ ∑
Ｔ

ｔ ＝ １
ｙｔ
πｔ

（１）

　 　 其中， ｙｔ
πｔ
表示第 ｔ帧为πｔ 的概率。 在此基础上

定义多对一映射函数 Ｂ，从而对于一个给定的标签

其输出概率可以用式（２） 描述成所有可能路径概率

之和的形式，即：

ｐ（Ｚ ｜ ｘ） ＝ ∑
πｔ∈Ｂ －１（Ｚ）

ｐ（πｔ ｜ ｘ） （２）

　 　 在式（１）和式（２）得到的损失函数的基础上引

入 Ｌ２ 范数正则项以减少过拟合现象的出现，表达式

为式（３）：

Ｊ（Ｓ） ＝ α∑
Ｓ
Ｓ２ － ∑

（ｘ，Ｚ）∈Ｓ
ｌｎ（ ∑

πｌ∈Ｂ －１（Ｚ）
∏

Ｔ

ｔ ＝ １
ｙＴ
πｔ
） （３）

　 　 其中， α 为 Ｌ２ 范数正则项系数，设为 ０．８，即可

有效减少过拟合现象的出现。

２　 训练方式

２．１　 数据集

为了进一步提高本文算法的检测性能和鲁棒

性，本文样本分为 ３ 个数据集：ＧＡＮ＿ＬＰ、Ｒｅｌｄｖ１、
ＣＣＰＤｖ１。 ＧＡＮ＿ＬＰ 是由对抗生成的仿真数据集，随
机从中挑选出 １５ ０００ 张作为本实验样本；Ｒｅｌｄｖ１ 是

从面向应用程序 ＬＰ（ＡＯＬＰ）基准 ＲＥＬＤ 数据集中随

机挑选出 ４ ０００ 张模糊车牌图像组成的本实验数据

集；ＣＣＰＤｖ１ 是从中国科学技术大学建立的 ＣＣＰＤ
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数据集中挑选出的复杂环境下拍摄的 ４ ５００ 张模糊

车牌图像组成的本实验数据集。
２．２　 训练细节

本实验训练的硬件环境：主频 ４ ＧＨｚ，物理内存 １６
ＧＢ 的 Ｉｎｔｅｌ 酷睿 ｉ７－６７００Ｋ，ＧＰＵ 为 ＮＶＩＤＩＡ ＧＴＸ１０８０，
操作系统选用 ｕｂｕｎｔｕ １４．０１。

本文使用 ＴｅｎｓｏｒＦｌｏｗ 进行 ２０ ０００ 次 ６４ 批迭代

训练，超参数设定值如下：初始学习率 Ｂａｓｅ＿ｌｒ 为

０．００１，学习率更新因子 γ 为 ０．１，学习率更新策略为

Ｍｕｌｔｉｓｔｅｐ，激活函数 Ａｃｔｉｖｅ＿ｆｕｎ 为 ＲｅＬＵ，损失函数优

化策略 ｔｙｐｅ 为 ＳＧＤ，权重衰减因子 ｗｅｉｇｈｔ＿ｄｅｃａｙ 为

０．０００ ５，动量因子 ｍｏｍｅｎｔｕｍ 为 ０．８，一批包含的样

本数目为 ６４。

３　 实验结果分析

３．１　 实验结果

本文主要从 ３ 个维度对算法检测性能和鲁棒性

进行评估：车牌识别准确度 （ＲＡ）、字符识别准确度

（ＣＲＡ） 和单张车牌平均识别时间 Ｔ。 对大量传统

方法和主流方法逐一复现，在本文中的 ３ 个数据集

上进行实验，并准确记录相应数据，为进一步改进算

法奠定基础。 本文的 ＣＲＮＮ＋ ＣＴＣ 改进算法是重复

进行算法复现、实验结果分析、算法改进、实验对比

这 ４ 个步骤得到的。 本文列出改进后的算法在 ３ 个

数据集下车牌识别准确度 （ＲＡ） 和字符识别准确度

（ＣＲＡ） 的实验结果。
改进后算法的 ＲＡ 指标在 ＧＡＮ－ＬＰ 数据集和

ＣＣＰＤｖ１ 数据集上分别为 ９６．７％和 ９６．９％，在 ＲＥＬＤ
数据集上达到了 ９７．８％；ＣＲＡ 指标在 ＧＡＮ－ＬＰ 数据

集和 ＣＣＰＤｖ１ 数据集上分别为 ９７．１％和 ９７．２％；在
ＲＥＬＤ 数据集上达到了 ９８．４％。 通过实验数据不难

看出，ＲＡ 和 ＣＲＡ 这两个指标在 ＧＡＮ－ＬＰ 数据集和

ＣＣＰＤｖ１ 数据集上的结果几乎是一致的，在 ＲＥＬＤ
数据集上的结果要好于在 ＧＡＮ － ＬＰ 数据集和

ＣＣＰＤｖ１ 数据集上的结果。 通过对 ３ 个数据集的测

试，本文提出的改进算法的车牌识别准确率为 ９６．
７％～９８．４％，识别性能较好，整体准确率较高。
３．２　 结果对比与分析

为了比较和分析改进后算法的检测性能，将本

文改进的 ＣＲＮＮ＋ＣＴＣ 分别与传统的字符分割识别

方法、ＬＰＲ－Ｎｅｔ［４］ 和原 ＣＲＮＮ＋ＣＴＣ 这 ４ 种方法在 ３
个数据集上的测试结果进行对比，结果见表 １。

表 １　 实验对比结果

Ｔａｂ． １　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ

Ｍｅｔｈｏｄ
ＧＡＮ＿ＬＰ

ＲＡ ％ ＣＲＡ ％ Ｔ ／ ｍｓ

Ｒｅｌｄｖ１

ＲＡ ％ ＣＲＡ ％ Ｔ ／ ｍｓ

ＣＣＰＤｖ１

ＲＡ ％ ＣＲＡ ％ Ｔ ／ ｍｓ

Ｔｒａｄｉｔｉｏｎａｌ ８４．１ ７７．３ ２５ ８５．５ ７５．８ ３２ ８３．５ ７４．２ ３１

ＬＰＲ－Ｎｅｔ ９４．３ ９２．７ ６３ ８８．５ ８６．２ ４６ ８７．４ ８６．７ ７２

ＣＲＮＮ＋ＣＴＣ ９６．９ ９６．１ ４６ ９６．６ ９７．０ ４４ ９７．１ ９６．４ ４８

Ｏｕｒｓ ９６．７ ９７．１ ２９ ９７．８ ９８．４ ３６ ９６．９ ９７．２ ３２

　 　 从表 １ 中可以看出，传统的基于字符分割的车

牌识别方法和 ＬＰＲ－Ｎｅｔ 算法在含有模糊车牌的

Ｒｅｌｄｖ１、ＣＣＰＤｖ１ 数据集下的识别效果并不理想， ＲＡ
和 ＣＲＡ 均小于 ９０％。 而原 ＣＲＮＮ ＋ ＣＴＣ 算法在

Ｒｅｌｄｖ１、ＣＣＰＤｖ１ 数据集下识别准确率在 ９６％以上，
鲁棒性优于传统的基于字符分割的车牌识别方法和

ＬＰＲ－Ｎｅｔ 算法，这也是本文选择在 ＣＲＮＮ＋ＣＴＣ 网络

模型基础上改进的原因。 通过对比实验得出，本文

算法在 ３ 个数据集下的 ＲＡ 与 ＣＲＡ 均明显好于传统

的检测方法和 ＬＰＲ－Ｎｅｔ 算法，尤其是在 ＣＣＰＤｖ１ 数

据集下表现得更加突出，准确度分别比前两个算法

增加了 １３．４ 和 ９．５ 个百分点，鲁棒性与泛化能力强。
与改进前的 ＣＲＮＮ ＋ＣＴＣ 相比，经过替换 ＣＮＮ 和

ＲＮＮ 层并引入加入了正则项的 ＣＴＣ 的改进算法，对
字符识别的准确性进一步提高，在一定程度上解决

了复杂环境下车牌识别的问题，特别是在 Ｒｅｌｄｖ１ 数

据集下，ＲＡ 与 ＣＲＡ 更是分别提高了 １．２ 和 １．４ 个百

分点，鲁棒性与通用性得到进一步增强。 另外，通过

比较表中单张车牌的平均识别时间，不难发现改进

后的方法较改进前所用时间大幅减少，在 ＧＡＮ＿ＬＰ
和 ＣＣＰＤｖ１ 数据集下减少了约 ３３％，单张车牌平均

识别时间降约 ３１ ｍｓ，识别速率得到明显提升。 综

上所述，该算法不仅提高了车牌字符识别准确率，同
时减少了车牌识别的时间，复杂环境下车牌识别具

有较好的识别效果，具有更强的泛化能力。

４　 结束语

本文提出了一种基于 ＣＲＮＮ＋ＣＴＣ 深度神经网络

智能车牌识别算法，使用深度可分离卷积和Ｂｉ－ＬＳＴＭ
（下转第 １３０ 页）
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