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基于 ＥｆｆｉｃｉｅｎｔＮｅｔ 的胶囊内镜图像多病灶协同检测

刘　 张， 郭旭东， 张璐璐

（上海理工大学 医疗器械与食品学院 上海 ２０００９３）

摘　 要： 消化道息肉和慢性炎症性疾病的进一步发展容易引发癌变，深度学习的方法能够辅助医生自动检查胶囊内镜图像中

的病灶，实现医学图像分类，目前的自动检测研究模型很少权衡模型的准确度与速度，难以适应临床中对多病灶协同检出的

需求。 为此，本文提出一种基于轻量级网络的迁移学习方法，以辅助检测消化道常见病变。 经与 ＲｅｓＮｅｔ５０ 和 ＩｎｃｅｐｔｉｏｎＶ４ 网

络进行对比，在公开的 ＣＡＤ－ＣＡＰ 数据集上的实验结果表明，该方法对消化道血管畸形病变的敏感度达 ９４．７４％，炎症性病变

的敏感度达 ８９．７６％，模型准确率为 ９４．７２％，平均 ＡＵＣ 值为 ０．９４，检测速度为 ７３ 帧 ／秒，所提出的方法在准确率和运行效率上

均优于传统方法，能够为消化道疾病的辅助诊断提供有价值的帮助。
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０　 引　 言

消化道癌症的前身主要是息肉和一些慢性炎症

性疾病，因此消化道疾病的早检早治对于降低癌变、
死亡率有重大意义［１］。 无线胶囊内窥镜（Ｗｉｒｅｌｅｓｓ
Ｃａｐｓｕｌｅ Ｅｎｄｏｓｃｏｐｙ，ＷＣＥ）作为一种安全无创的消化

道检查方式，解决了传统内镜设备对于小肠和大肠

部分位置不能检测的问题，但一次完整的检查拍摄

过程用时约 ８ ｈ，平均获得 ６０ ０００ 张图像，而包含病

灶的仅占很少一部分［２］。 人工阅片的过程费时费

力，且长时间的人工阅片过程容易增加漏诊率，因此

自动的消化道病灶检测方法的研究显得尤为重要。
传统的机器学习方法通过人工提取图像中的颜

色特征、形状特征和纹理特征，使用支持向量机等分

类器实现内镜图像中病灶的自动检测。 近年来，深

度学习作为人工智能领域极具应用前景的机器学习

算法，被广泛应用于医学影像的辅助诊断中［３］。 为

了适应临床应用需求，研究人员已经尝试开展内镜

图像多病灶协同检测的研究，如：基于 ＲｅｓＮｅｔ 网络

利用滑动块逐行移动的方法识别乳糜泻、正常组织

和非特异性十二指肠炎［４］；结合 ＲｅｓＮｅｔ３４ 和Ｆａｓｔｅｒ－
ＲＣＮＮ，通过迁移学习的方式区分 ６ 种胃囊内窥镜

图像，利用建立的大型内镜数据集证明了多病灶检

测方 法 的 临 床 应 用 可 行 性［５］； 通 过 迁 移 学 习

ＤｅｎｓｅＮｅｔ 模型分类检测胶囊内镜图像中的 ３７ 种病

变，发现不同类别之间的相似性会对检测精度产生

影响［６］；使用微调 ＣＮＮ 的方法区分胃镜图像中的正

常、良性溃疡和癌症［７］；修改 ＡｌｅｘＮｅｔ 的多路输出为

两路输出，表示正常和异常，成功检测出溃疡和糜烂

病灶［８］；利用 ＲｅｔｉｎａＮｅｔ 网络结合 ＳＳＤ 网络体系结



构，分别对内窥镜图像中的 ４ 种类型的病变进行检

测，均取得了较好的检测结果，证明了基于迁移学习

的深度学习方法在内镜图像多病灶检查任务中具有

巨大潜力［９］。
目前自动的胶囊内镜病灶检测研究大多针对单

一病灶，多病灶协同检测的研究还比较少，且存在的

多病灶检测研究很少权衡模型的准确度与速度，难
以适应临床中对多病灶协同检出的需求。 为了自动

识别胶囊内镜图像中的多种病灶，减少医务人员阅

片的工作量，提高内镜诊断效率，本文结合深度学习

网络与迁移学习技术对胶囊内镜图像中多种病灶的

协同检测进行了深入研究，提出一种消化道常见病

灶的协同检测方法。

１　 多病灶协同分类检测网络

１．１　 模型总体框架

卷积神经网络能够通过卷积核运算自动提取图

像特征，为了获得多尺度的特征，网络结构经历了加

深、加宽与加大模型输入尺寸的过程。 但是，随着网

络层数的加深、加宽，所带来梯度消失以及算法模型

较为庞大引起过拟合等不利影响。 为了便于胶囊内

镜多病灶协同分类的嵌入式系统的实现，以及在算

法准确率和计算时间达到一个较好的平衡，在此采

用 ＥｆｆｉｃｉｅｎｔＮｅｔ 网络来平衡预测速度以及识别准确

率。 ＥｆｆｉｃｉｅｎｔＮｅｔ 是轻量级网络结构的代表，该网络

利用残差模块增大了其网络深度，实现了更深层特

征的提取，更加注重通道之间的关系，使得网络可以

学习到不同通道特征的重要程度，关注有效信息，抑
制无 效 信 息， 其 高 效 的 图 像 处 理 能 力 已 经 在

ＩｍａｇｅＮｅｔ 大型图像分类任务中得到证明，但目前还

较少用于内镜图像的任务研究。 模型训练与测试的

流程如图 １ 所示。
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图 １　 模型训练测试流程
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　 　 ＥｆｆｉｃｉｅｎｔＮｅｔ 网络的核心结构是图 ２ 所示的移动

倒置瓶颈 （ ｍｏｂｉｌｅ ｉｎｖｅｒｔｅｄ ｂｏｔｔｌｅｎｅｃｋ ｃｏｎｖｏｌｕｔｉｏｎ，
ＭＢＣｏｎｖ）模块和可分离卷积（ ｓｅｐａｒａｂｌｅ ｃｏｎｖｏｌｕｔｉｏｎ，
ＳｅｐＣｏｎｖ）模块。 这两种结构可以在兼顾网络参数量

同时加强特征提取能力。
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（ａ） 可分离卷积块　 　 　 （ｂ） 移动倒置瓶颈块　 　
图 ２　 ＥｆｆｉｃｉｅｎｔＮｅｔ 主要模块结构图

Ｆｉｇ． ２　 Ｔｈｅ ｍａｉｎ ｍｏｄｕｌｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＥｆｆｉｃｉｅｎｔＮｅｔ

　 　 可分离卷积块通常是将传统卷积操作拆分成深

度卷积（ｄｅｐｔｈｗｉｓｅ ｃｏｎｖｏｌｕｔｉｏｎ， ＤＷ Ｃｏｎｖ）和点卷积

（ｐｏｉｎｔｗｉｓｅ ｃｏｎｖｏｌｕｔｉｏｎ， ＰＷ Ｃｏｎｖ）两个步骤，是一种

更高效的卷积方式；移动倒置瓶颈块主要由两个

Ｃｏｎｖ１×１、ＤＷ Ｃｏｎｖ 和压缩激活模块（Ｓｑｕｅｅｚｅ－ａｎｄ－
Ｅｘｃｉｔａｔｉｏｎ ｂｌｏｃｋ， ＳＥ ｂｌｏｃｋ） 组成［１０］，其中 ＤＷＣｏｎｖ
中卷积核大小可以为 ３，也可以为 ５，可以获取不同

感受野大小的特征，此模块可以减少计算量，改变网

络输出特征通道数，通过 ＳＥ ｂｌｏｃｋ 关注输出通道特

征信息，在部分模块中通过残差边强化网络输出特

征重要性，提高网络特征提取能力。
１．２　 多病灶分类网络

为了将 ＥｆｆｉｃｉｅｎｔＮｅｔ 网络模型更好地应用到胶

囊内镜多病灶分类任务中，考虑到医学图像分类时

数据集较小的现实，本文选取该网络结构体系的基

线网络 ＥｆｆｉｃｉｅｎｔＮｅｔＢ０，同时为了契合该胶囊内镜数

据集，对其网络结构进行了调整，并在模型训练时对

其微调。 首先，为了降低模型计算量将裁剪后的图

像统一调整为 ２２４×２２４ 的大小后输入模型的输入

层，输入卷积核为 １×１ 的卷积层进行特征粗提取，
再经批量归一化层（Ｂａｔｃｈ Ｎｏｒｍａｌｉｚａｔｉｏｎ，ＢＮ）减少模

型对初始化权重的依赖，并输入到可分离卷积块中，
调整输出特征通道数；其次，１６ 个移动翻转瓶颈卷

积网络块有序堆叠， 依次是卷积核为 ３ × ３ 的

ＭＢＣｏｎｖ３ 重复 １ 次，卷积核为 ５×５ 的 ＭＢＣｏｎｖ５ 重复

３ 次，卷积核为 ３×３ 的 ＭＢＣｏｎｖ３ 重复 ４ 次，卷积核
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为 ５ × ５ 的 ＭＢＣｏｎｖ５ 重复 ７ 次，卷积核为 ３ × ３ 的

ＭＢＣｏｎｖ３ 重复 １ 次；最后，通过可分离卷积块调整

输出特征大小为（７，７，１ ２８０）。
此外，在每个卷积层之后引入批量归一化层，通

过重新缩放对内镜图像特征图进行归一化，防止梯

度消失的同时快速收敛网络，引入的残差结构通过

内镜图像信息重利用，有利于提高模型的稳定性，加
深网络层数，提取到更深层次的特征。 网络后端分

别加以全局平均池化层，将特征图转化为在某种意

义上具有全局感受野的一维向量，经具有 ＲｅＬＵ 激

活函数的全连接层再次提取非线性特征，最后经

Ｓｏｆｔｍａｘ 分类层输出，通道数根据分类数量进行设

置。 为了实现分类血管畸形病灶图像、炎性病灶图

像和正常消化道图像，设置通道数为 ３。 表 １ 给出

了用于内镜图像病灶分类微调后 ＥｆｆｉｃｉｅｎｔＮｅｔ 网络

的详细实现参数，其中 ＭＢＣｏｎｖ３ 代表卷积核为 ３ 的

ＭＢＣｏｎｖ 操作，ＭＢＣｏｎｖ５ 代表卷积核为 ５ 的 ＭＢＣｏｎｖ
操作，交替使用改变感受野获得不同大小的特征图。

表 １　 微调后 ＥｆｆｉｃｉｅｎｔＮｅｔＢ０ 网络结构参数

Ｔａｂ． １ 　 ＥｆｆｉｃｉｅｎｔＮｅｔＢ０ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｐａｒａｍｅｔｅｒｓ ａｆｔｅｒ ｆｉｎｅ －

ｔｕｎｉｎｇ

Ｂｌｏｃｋ ｎａｍｅ Ｂｌｏｃｋ ｎｕｍｂｅｒ Ｏｕｔｐｕｔ ｓｉｚｅ

Ｉｎｐｕｔ １ ２２４×２２４×３

Ｃｏｎｖ １ １１２×１１２×３２

ＳｅｐＣｏｎｖ １ １１２×１１２×１６

ＭＢＣｏｎｖ３ １ ５６×５６×２４

ＭＢＣｏｎｖ５ ３ ２８×２８×４０

ＭＢＣｏｎｖ３ ４ １４×１４×８０

ＭＢＣｏｎｖ５ ４ １４×１４×１１２

ＭＢＣｏｎｖ５ ３ ７×７×１６０

ＭＢＣｏｎｖ３ １ ７×７×３２０

ＳｅｐＣｏｎｖ １ ７×７×１ ２８０

Ａｖａｒａｇｅ Ｐｏｏｌｉｎｇ １ １ ２８０

Ｄｅｎｓｅ １ ２５６

Ｓｏｆｔｍａｘ １ ３

２　 实验设计及结果分析

２．１　 实验数据集

本文网络模型的训练和测试使用的是国际上公

开的数据库 ＣＡＤ－ＣＡＰ，该数据集来源于法国 １２ 家

内镜检测中心收集的 ４ １７４ 个受检者的视频，其中

１ ４８０个视频包含至少一个病灶，２ ６９４ 个视频为正

常消化道视频，并由专业医师进行了图像诊断标注，
分为血管畸形病灶、出血点病灶、炎性病灶和正常 ４

类。 使用经过相同连续帧去冗余后发布在 Ｇｒａｎｄ－
ｃｈａｌｌｅｎｇｅ 网站上的 １ ８００ 幅胃肠道图像，包括 ６００
张血 管 畸 形 （ Ｖａｓｃｕｌａｒ ） 病 灶 图 像、 ６００ 张 炎 性

（Ｉｎｆｌａｍｍａｔｏｒｙ）病灶图像和 ６００ 张正常（Ｎｏｒｍａｌ）消

化道图像。
深度学习需要大量的样本用于训练以更新网络

参数，为了在小样本内镜数据集上使用深度学习的

方法，对内镜图像做裁剪与数据增强的预处理。 内

镜图像经过中心裁剪预处理归一化后进入网络输入

端，一方面可以为内镜消化道图像区域赋予强注意

力，减少了无关影像对实验结果的影响；另一方面通

过降低图像分辨率减少了模型训练的计算量。 此

外，参考了机器视觉领域相似任务中的方法［１１］，结
合内镜图像分类任务的自有特点，模仿胶囊在体内

不同拍摄角度与病灶形态与尺寸上的改变，对图像

进行旋转、平移、缩放、翻转等一系列操作，同一张图

像经过多种变换之后的结果如图 ３ 所示。

图 ３　 数据扩充

Ｆｉｇ． ３　 Ｄａｔａ ａｕｇｍｅｎｔａｔｉｏｎ

２．２　 实验设计

本文基于 ＣＡＤ－ＣＡＰ 数据集研究内镜图像中的

血管畸形病灶和炎性病灶的检出问题，使用随机留

出法来评估网络的分类性能。 分别从 ３ 类数据中随

机选出 ２０％的数据构成测试集，在余下的数据中随机

选出 ８０％的数据作为训练集，２０％的数据作为验证

集，最终得到的训练集中包含 １ １５２ 张图像，验证集中

包含 ２８８ 张图像，测试集中包含 ３６０ 张图像。 对训练

集中的数据进行 ９ 倍数据增强，验证集与测试集不使

用数据增强。 表 ２ 为扩充前后样本数据量。
表 ２　 网络模型训练及测试过程样本数量分布

Ｔａｂ． ２　 Ｔｈｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｏｆ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ｓａｍｐｌｅｓ ｉｎ ｔｈｅ ｎｅｔｗｏｒｋ
ｍｏｄｅｌ ｔｒａｉｎｉｎｇ ａｎｄ ｔｅｓｔｉｎｇ ｐｒｏｃｅｓｓ

图像类型及

标签

原始图像

训练验证集：测试集（０．８：０．２）

训练集 验证集 测试集

数据库

扩充后

训练集

正常 ０ ３８４ ９６ １２０ ３ ４５６
血管畸形 １ ３８４ ９６ １２０ ３ ４５６

炎性 ２ ３８４ ９６ １２０ ３ ４５６

９５１第 １１ 期 刘张， 等： 基于 ＥｆｆｉｃｉｅｎｔＮｅｔ 的胶囊内镜图像多病灶协同检测



　 　 训练和测试过程均在具有 ＣＰＵ Ｉｎｔｅｌ ® ｃｏｒｅＴＭ ｉ７－
８７００Ｋ ＠ ３． ７０ ＧＨｚ 和 ＧＰＵ ＮＶＩＤＩＡ ＧｅＦｏｒｃｅ ＧＴＸ
１０８０Ｔｉ 的计算机上的实现，基于 Ｐｙｔｈｏｎ 语言在 Ｋｅｒａｓ 与
Ｔｅｎｓｏｒｆｌｏｗ 深度学习框架，其中 Ｐｙｔｈｏｎ 版本为 ３．６．８，
Ｔｅｎｓｏｒｆｌｏｗ版本为 １．１４．０，ｋｅｒａｓ 版本为 ２．３．１。 实验中网络

最终使用 Ｓｏｆｔｍａｘ 分类层输出 ３类，计算公式（１）如下：

ｓｉ ＝
ｅηｉ

　 ∑
ｃ

ｊ ＝ １
ｅηｉ 　

（１）

　 　 其中， ｃ为 ３，表示分类数， ηｉ 为第 ｉ 个神经元的

线性输出，经过 Ｓｉｇｍｏｉｄ 激活函数后，输出预测值 ｓｉ
被映射到（０，１）。

为了评估本文所提监督方法对内镜图像的分类

能力， 采用准确率（Ａｃｃｕｒａｃｙ）、精度（Ｐｒｅｃｉｓｉｏｎ）、召
回率（Ｒｅｃａｌｌ） 和 Ｆ１ 分数（Ｆ１ － ｓｃｏｒｅ）、混淆矩阵作

为性能评估标准。 其中准确率、精度、召回率和 Ｆ１
分数指标的计算公式（２） ～ （５） 如下：

Ａｃｃｕｒａｃｙ ＝ ＴＰ ＋ ＴＮ
ＴＰ ＋ ＦＰ ＋ ＴＮ ＋ ＦＮ

× １００％ （２）

Ｐｒｅｃｉｓｉｏｎ ＝ ＴＰ
ＴＰ ＋ ＦＰ

× １００％ （３）

Ｒｅｃａｌｌ ＝ ＴＰ
ＴＰ ＋ ＦＮ

× １００％ （４）

Ｆ１ － ｓｃｏｒｅ ＝ ２ × Ｐｒｅｃｉｓｉｏｎ × Ｒｅｃａｌｌ
Ｐｒｅｃｉｓｉｏｎ ＋ Ｒｅｃａｌｌ

× １００％ （５）

　 　 其中， ＴＰ 是真阳性样本数；ＦＰ 是假阳性样本

数；ＦＮ 是假阴性样本数；ＴＮ 是真阴性样本数。
同时使用混淆矩阵更加直观地观察测试结果。

混淆矩阵可以用来可视化算法性能，其每一列代表

预测值，每一行代表实际的类别，在预测分析时，预

测对的数据呈现在对角线上，从表格中可以清楚地

观察分类结果。
２．３　 实验结果分析

实验过程中模型的初始化参数均使用在 ＩｍａｇｅＮｅｔ
大型数据集上迁移学习的技术生成，在ＣＡＤ－ＣＡＰ 测试

集的 ３６０ 张图像上进行模型测试。 使用的损失函数是

交叉熵损失函数（Ｃｒｏｓｓ Ｅｎｔｒｏｐｙ Ｅｒｒｏｒ Ｆｕｎｃｔｉｏｎ），优化函

数是 Ａｄａｍ，一阶动量设置为 ０．９，二阶动量设置为

０．９９９，学习率设置为０．０００ １，批处理大小设置为 ８，共
训练 １００ ｅｐｏｃｈｓ。 对比相同实验环境下 ＲｅｓＮｅｔ５０、
ＩｎｃｅｐｔｉｏｎＮｅｔＶ４ 网络的预测结果，验证轻量级网络对

于多病灶协同检测任务的高效性与及时性。
实验结果见表 ３，可以看出 ３ 个经过迁移学习微

调的网络都取得了高于 ９０％的准确度，达到了自动检

测内 镜 图 像 中 病 灶 的 目 的， 其 中 改 进 后 的

ＥｆｆｉｃｉｅｎｔＮｅｔＢ０ 对 于 正 常 图 像 的 识 别 效 果 最 好，
Ｆ１－ｓｃｏｒｅ达到了 ９９．５８％，而 ＩｎｃｅｐｔｉｏｎＶ４ 对于血管畸

形和炎症图像的识别率较高，分别为 ９２． ７０％和

９３．１７％。同时 ＩｎｃｅｐｔｉｏｎＶ４ 的整体准确率为最高的

９５．００％，微调后的 ＥｆｆｉｃｉｅｎｔＢ０ 与之相当为 ９４．７２％，
ＲｅｓＮｅｔ５０ 炎性病灶的敏感度仅为 ８４．４４％，难以平衡对

多类病灶的检出敏感度。 在测试时间消耗问题上，微
调后的 ＥｆｆｉｃｉｅｎｔＢ０ 的消耗时间仅为 ＩｎｃｅｐｔｉｏｎＶ４ 的 １／ ４
（４．９２４／ ２１．０８０），为 ＲｅｓＮｅｔ５０ 的 １／ ２（４．９２４／ ８．９２９）。

综上所述，考虑到胶囊内镜一次采集便会获得

较大数据量的特性，测试时间对于胶囊内镜多病灶

分类识别也有着较大的意义，本文所提模型可以在

分类准确率和测试时间达到更好的平衡，在各项指

标上均体现出了一定优势。

表 ３　 ＣＡＤ－ＣＡＰ 数据集上网络模型的测试结果

Ｔａｂ． ３　 Ｔｅｓｔ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｎｅｔｗｏｒｋ ｍｏｄｅｌ ｏｎ ｔｈｅ ＣＡＤ－ＣＡＰ ｄａｔａｓｅｔ

ＲｅｓＮｅｔ５０ Ｐｒｅｃｉｓｉｏｎ ／ ％ Ｒｅｃａｌｌ ／ ％ Ｆ１ ｓｃｏｒｅ ／ ％ Ａｃｃｕｒａｃｙ ／ ％ Ｔｅｓｔ ｔｉｍｅ ／ ｓ

Ｎｏｒｍａｌ ９８．３６ １００．００ ９９．１７
Ｖａｓｃｕｌａｒ ９５．１５ ８１．６７ ８７．８９

Ｉｎｆｌａｍｍａｔｏｒｙ ８４．４４ ９５．００ ８９．４１
Ｔｏｔａｌ ９２．２２ ８．９２９

ＩｎｃｅｐｔｉｏｎＶ４ Ｐｒｅｃｉｓｉｏｎ ／ ％ Ｒｅｃａｌｌ ／ ％ Ｆ１ ｓｃｏｒｅ ／ ％ Ａｃｃｕｒａｃｙ ／ ％ Ｔｅｓｔ ｔｉｍｅ ／ ｓ
Ｎｏｒｍａｌ １００．００ ９８．３３ ９９．１６
Ｖａｓｃｕｌａｒ ９５．５８ ９０．００ ９２．７０

Ｉｎｆｌａｍｍａｔｏｒｙ ８９．９２ ９６．６７ ９３．１７
Ｔｏｔａｌ ９５．００ ２１．０８０

ＥｆｆｉｃｉｅｎｔＮｅｔＢ０ Ｐｒｅｃｉｓｉｏｎ ／ ％ Ｒｅｃａｌｌ ／ ％ Ｆ１ ｓｃｏｒｅ ／ ％ Ａｃｃｕｒａｃｙ ／ ％ Ｔｅｓｔ ｔｉｍｅ ／ ｓ
Ｎｏｒｍａｌ １００．００ ９９．１７ ９９．５８
Ｖａｓｃｕｌａｒ ９４．７４ ９０．００ ９２．３１

Ｉｎｆｌａｍｍａｔｏｒｙ ８９．７６ ９５．００ ９２．３１
Ｔｏｔａｌ ９４．７２ ４．９２４

０６１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



　 　 模型测试结果的混淆矩阵如图 ４ 所示，可以直

观地看出微调后的 ＥｆｆｉｃｉｅｎｔＢ０ 没有将任何一类病灶

图像预测为正常，具有较高的异常查全率，对于医学

检查而言，这点尤为重要，且对比另外两个网络的表

现没有出现较多的预测失误。
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图 ４　 网络测试混淆矩阵结果的对比

Ｆｉｇ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｎｅｔｗｏｒｋ

３　 结束语

本文针对胶囊内镜图像的多病灶协同检测识别

准确率和识别时间这两大因素，提出了一个基于轻

量级 网 络 迁 移 学 习 的 方 法， 利 用 轻 量 级 网 络

ＥｆｆｉｃｉｅｎｔＮｅｔＢ０ 在自然图像大数据集上学习到的特征

知识，通过载入预训练权重后对基础网络进行微调，
以更加适应该胶囊内镜样本数据集，将该数据集输

入至网络模型中，快速输出内镜图像预测结果。 对

比其他网络，所提方法具有较高的分类准确性和最

快的检测效率，模型准确度达到了 ９４．７２％，对正常

图片的敏感度为 １００％，对血管畸形病灶的敏感度

为 ９４．７４％，对炎性病灶的敏感度为 ８９．７６％。 预测

３６０ 张胶囊内镜图像耗时 ４． ９２４ ｓ，检测速度为

７３ 帧 ／秒，仅为 ＩｎｃｅｐｔｉｏｎＶ４ 的 １ ／ ４，为 ＲｅｓＮｅｔ５０ 的

１ ／ ２，以相同的速度检测６０ ０００张内镜图像，预计检

测时间为 １４ ｍｉｎ，证明了该模型在分类准确率和测

试时间上达到了较好的效果，也说明了轻量级网络

在内镜病灶检测任务中存在着巨大潜力。
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