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基于 ＫＤ 树的 ｋ－ｍｅａｎｓ 聚类算法优化
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摘　 要： 作为模式识别最基本的分类方法之一，聚类在各个科学领域的数据分析中都扮演着重要的角色。 然而随着大数据的

出现，聚类分析在前沿发展中不断地面临着计算复杂度和计算成本等新的问题和挑战。 通过研究 ｋ－ｍｅａｎｓ 聚类算法的时间

复杂度 Ｏ（ｎｋ），针对迭代过程中大量的最近邻计算和其特殊场景，引入 ＫＤ 树作为索引，提出了基于单 ＫＤ 树的近似近邻算法

和基于多 ＫＤ 树的交叉搜索算法。 将 ｋ－ｍｅａｎｓ 聚类算法的时间复杂度降为 Ｏ（ｎｌｏｇ ｋ）， 并通过实验验证，基于多树的交叉搜

索算法具有与 ｋ－ｍｅａｎｓ 聚类算法相当的聚类质量。
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０　 引　 言

聚类分析是将物理或抽象对象的集合分成由类

似的对象组成的多个类的过程。 虽然聚类分析至今

已有六十多年的发展历史，其间涌现出许多经典的

聚类算法，但是聚类分析现在依然是数据挖掘、计算

机视觉、医学数据分析等诸多研究领域的有力工具。
目前，聚类研究的分支方向为数很多［１］，按方法论

来分，有基于划分的聚类、基于密度的聚类和基于图

的模型的聚类等。 随着大数据的出现，聚类分析在

前沿发展中不断面临着计算复杂度等新的问题和挑

战［２］。
现今对于大数据聚类分析的算法研究，在不同

的分支方向都有所突破和提升。 其中，大数据聚类

算法关注的焦点，是以最小化降低聚类质量为代价，
提高算法的可扩展性与执行速度。 结合当前最新研

究结果［３－７］，大数据聚类算法的研究主要分为两个

方向：一是优化算法本身的时间复杂度；二是通过并

行环境计算。
在基于划分的聚类方面，现今主要的挑战是，当

数据规模 ｎ 很大或者聚类中心 ｋ 很多时，进行的迭

代次数过多，从而导致计算成本很高。 现有的成

果［８－９］ 中主要关注参数 ｎ的问题，而对 ｋ的关注度很

低。 因此本文针对 ｋ 的问题，提出了基于 ＫＤ 树的

近似近邻搜索来降低 ｋ－ｍｅａｎｓ 算法的时间复杂度，
并通过实验验证具有很好的聚类质量。

１　 ｋ－ｍｅａｎｓ 算法的近邻问题与特殊场景

在此先给出 ｋ－ｍｅａｎｓ 聚类算法的流程。
　 　 对于任意数据集 Ｘ 和中心个数 ｋ：

（１）选择 ｋ 个点为初始质心，并记为 Ｑ；
（２）对于每个点 ｘ∈Ｘ，在 Ｑ中计算出距离 ｘ 最

近的点 ｑ ，将 ｘ 加入 ｑ 对应的集合；
（３）对于每个 ｑ ∈ Ｑ， 计算集合的质心并更新



Ｑ；
（４）重复（２）和（３）直到终止条件，返回 Ｑ。
ｋ－ｍｅａｎｓ 算法的时间复杂度为 Ｏ（ｎｋ）， 是因为

在每轮迭代中，对于每个点 ｘ， 都要和当前的 ｋ 个中

心计算距离，并选出最近邻的中心。 这个过程就是

不断重复的最近邻计算。
将这个过程形式化定义：给定集合 Ｐ 和查询点

ｑ， 在 Ｐ 中计算出和 ｑ 距离最近的点，即 ｍｉｎ
ｐ∈Ｐ

ｄ（ｑ，

ｐ）。
针对最近邻计算的问题，直观想法就是通过预

处理的索引结构来减少距离计算的次数。 然而不同

于常规的最近邻计算问题，在 ｋ－ｍｅａｎｓ 算法的场景

时，集合 Ｐ 是变化的。 这就要求建立索引的时间复

杂度不能太高，同时可以降低比较次数。 如果不能

通过索引快速得到精确的最近点，那么也应该是近

似的最近点。 考虑到预处理的时间复杂度，在此选

用 ＫＤ 树。

２　 ＫＤ 树的简单介绍与构建算法

２．１　 ＫＤ 树的简单介绍

ＫＤ 树解决的是在多维空间为数据集建立索引

的问题，在一维空间时会变成二叉搜索树（ＢＳＴ）。
二维空间的 ＫＤ 树示例如图 １ 所示。
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图 １　 二维空间的 ＫＤ 树

Ｆｉｇ． １　 ＫＤ－ｔｒｅｅ ｉｎ ２－ｄｉｍｅｎｓｉｏｎａｌ ｓｐａｃｅ

　 　 对于 ＫＤ 树的每个节点来说，其左子树的点在

某个维度的值都不超过该点在该维度的值；其右子

树的点在某个维度的值都不低于该点在该维度的

值。 按树的深度会循环遍历每个维度。
以图 １ 为例：对于根节点④，左子树点的横坐标

都比点④的横坐标小，平面来看都在点④的左侧；对
于节点⑤，左子树点的纵坐标都比点⑤的纵坐标小，
平面来看都在点⑤的下侧。

通常根节点的选择和维度的方差有关系。 在计

算出每个维度的方差后，根据最大方差对应的维度

对集合 Ｐ 作排序，然后选择中点为根节点。 树的深

度为 「ｌｏｇ２ ｜ Ｐ ｜ ⌉。
２．２　 ＫＤ 树的构建算法

在多维空间时，维度的计算顺序可以有所调整。

若记原有的维度序列为 Ｄ ＝ １…ｄ[ ] ， 即 ｘ ＝ ［ｘ１…
ｘｄ］； 维度序列的某种排列为 ＲＤ ＝ ［ ｉ１… ｉｄ］。

ＫＤ 树的递归构建算法如下：
对于任意的集合 Ｐ 和维度序列 ＲＤ ：
Ｂｕｉｌｄ Ｐ，ＲＤ，ｄｅｐｔｈ( ) ：
（１）如果 Ｐ ＝ １， 创建叶节点并返回，递归终

止；
（２）根据第 ＲＤ［ｄｅｐｔｈ％ ｜ ＲＤ ｜ ］ 个维度的值，对

集合 Ｐ 重新原地（升序）排序；
（３）记 ｍｉｄ 为 Ｐ 的中点，根据 ｍｉｄ 创建节点 ｖ，

并将集合 Ｐ － ｍｉｄ{ } 分为 Ｐ１ 和 Ｐ２； 其中 Ｐ１ 包含

ｍｉｄ 左边的点， Ｐ２ 包含 ｍｉｄ 右边的点；
（４） ｖ．ｌｅｆｔ ＝ Ｂｕｉｌｄ Ｐ１，ＲＤ，ｄｅｐｔｈ ＋ １( ) ；
（５） ｖ．ｒｉｇｈｔ ＝ Ｂｕｉｌｄ Ｐ２，ＲＤ，ｄｅｐｔｈ ＋ １( ) ；
（６）返回节点 ｖ。
ＫＤ 树的根节点为 ＲＴ ＝ Ｂｕｉｌｄ Ｐ，ＲＤ，０( ) 。

３　 基于 ＫＤ 树的 ｋ－ｍｅａｎｓ 聚类算法优化

３．１　 基于单 ＫＤ 树的近似近邻查询

考虑到 ｋ－ｍｅａｎｓ 算法的实际场景，随着收敛过

程的进行，聚类中心 Ｐ 是不断分散并趋于稳定的。
在这种情况下，如果允许少量的点被分类错误，对聚

类中心的影响并不大。 也就是说，可以在 ＫＤ 树上

快速计算出近似的最近邻，以微小的误差代价来加

快算法的执行时间。
如图 ２ 所示，通过查询点 ｑ， 从 ＫＤ 树的根节点

出发，搜索到叶节点的路径为 Ｐ ＝ ７→１３→２→９。
如果在 Ｐ 中计算 ｑ 的最近邻，则为点 ９。
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图 ２　 ＫＤ 树的树形搜索

Ｆｉｇ． ２　 Ｓｅａｒｃｈ ｏｎ ＫＤ－ｔｒｅｅ

　 　 如图 ３ 所示，近似的最近点 ９ 相比于精确的最

近点 １４，误差很小。
　 　 在此给出 ＫＤ 树的近似近邻查询算法。

对于 ＫＤ 树 ＲＴ 和维度序列 ＲＤ， 给定查询 ｑ：
Ｓｅａｒｃｈ ＲＤ，ＲＴ，ｑ( ) ：
（１） ｄｅｐｔｈ ＝ ０，ＰＡＴＨ ＝ ϕ；
（２） ｗｈｉｌｅ ＲＴ ≠ ＮＵＬＬ( ) ：
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①更新路径 ＰＡＴＨ＝ＰＡＴＨ＋ ｛ＲＴ｝；
②比较维度 ｉｄ ＝ ＲＤ ｄｅｐｔｈ％ ＲＤ[ ] ；
③如果 ｑ ｉｄ[ ] ＜ ＲＴ ｉｄ[ ] ，ＲＴ ＝ ＲＴ．ｌｅｆｔ；
否则 ＲＴ ＝ ＲＴ．ｒｉｇｈｔ；
④更新 ｄｅｐｔｈ ＝ ｄｅｐｔｈ ＋ １；
（３）返回 ＰＡＴＨ。

图 ３　 ＫＤ 树的平面路径

Ｆｉｇ． ３　 Ｐａｔｈ ｏｆ ＫＤ－ｔｒｅｅ ｉｎ ２－ｄｉｍｅｎｓｉｏｎａｌ ｓｐａｃｅ

　 　 在 ｋ－ｍｅａｎｓ 算法的每轮迭代开始前，先根据当

前的质心集合 Ｑ， 构建出 ＫＤ 树；然后对于每个点

ｘ ∈ Ｘ， 在 ＰＡＴＨ 中计算出 ｘ的最近邻 ｑ，将 ｘ加入 ｑ
对应的集合。
３．２　 基于多 ＫＤ 树的交叉近邻搜索

可由理解 ＫＤ 树的查询比较为：查询 ｑ 会在每

个节点所对应的维度，沿着上升或下降的方向前进；
维度不同，前进方向不同。 因此对于不同的维度序

列 ＲＤ， 得到的 ＫＤ 树会相同。 同样的查询， ｑ 经过

不同的 ＫＤ 树，路径的点也不会完全相同。
如果构建多个 ＫＤ 树，合并不同树上的查询路

径，则可以提高最近邻分类的正确率。
如图 ４ 所示，当构建两颗 ＫＤ 树时的查询路径，

可以在局部搜索出最近的点，并有很高的正确率。

图 ４　 双 ＫＤ 树的交叉查询

Ｆｉｇ． ４　 Ｓｅａｒｃｈ ｏｎ ｔｗｏ ＫＤ－ｔｒｅｅｓ

　 　 此时，在 ｋ－ｍｅａｎｓ 算法的每轮迭代开始前，需

要构建 ｓ（２≤ ｓ≤ ｄ） 个 ＫＤ 树。 其中， ｄ为数据集的

维度。 对于每个点 ｘ ∈ Ｘ， 计算不同的路径 Ｐ１…

ＰＳ，在 ＰＡＴＨ ＝∪
ｓ

ｉ ＝ １
Ｐ ｉ 中计算出 ｘ 的最近邻 ｑ， 将 ｘ 加

入 ｑ 对应的集合。

４　 算法实验

对于数据集 Ｘ 和集合 Ｑ， ｋ－ｍｅａｎｓ 聚类问题的

量化误差为 μＸ Ｑ( ) ＝ ∑
ｘ∈Ｘ

ｍｉｎ
ｑ∈Ｑ

ｄ ｘ，ｑ( ) ２。 其中，

ｄ ｘ，ｑ( ) 为 ｘ 到 ｑ 的欧氏距离。
采用二维数据集 Ｘ 做实验， Ｘ ＝ １０５。 固定迭

代次数，令 Ｘ 经过 ｋ－ｍｅａｎｓ 算法、单 ＫＤ 树优化算法

和多 ＫＤ 树优化算法的结果为 Ｑ１、 Ｑ２ 和 Ｑ３ 。 以

μＸ Ｑ１( ) 为基准，计算 μＸ Ｑ２( ) 和 μＸ Ｑ３( ) 的相对值。
ｋ－ｍｅａｎｓ 算法的运行时间见表 １。

表 １　 ｋ－ｍｅａｎｓ算法的执行时间

Ｔａｂ． １　 Ｔｉｍｅ ｏｆ ｔｈｅ ｋ－ｍｅａｎｓ ａｌｇｏｒｉｔｈｍ

ｋ 每轮迭代时间 ／ ｓ

７ ５．６０９
１５ １１．２９１
３１ ２２．０８５
６３ ４２．６３９

　 　 基于单 ＫＤ 树的优化算法和基于多 ＫＤ 树的优

化算法结果见表 ２ 和表 ３。 可以看出，基于 ＫＤ 树的

优化算法计算时间加快很多。
表 ２　 基于单 ＫＤ 树的优化算法结果

Ｔａｂ． ２　 Ｒｅｓｕｌｔｓ ｏｆ ａｌｇｏｒｉｔｈｍ ｕｓｉｎｇ ｓｉｎｇｌｅ ＫＤ－ｔｒｅｅ

ｋ ｜ ＰＡＴＨ ｜ 分类正确率 ／ ％ 迭代时间 ／ ｓ 量化误差 ／ ％

７ ３ ８４．５２２ ３．２６７ １１１．８８
１５ ４ ９２．１５５ ４．０７９ １１０．０５
３１ ５ ７８．８３１ ４．８５２ １０３．３３
６３ ６ ７１．３１６ ５．６３２ １０９．０２

表 ３　 基于多 ＫＤ 树的优化算法结果

Ｔａｂ． ３　 Ｒｅｓｕｌｔｓ ｏｆ ａｌｇｏｒｉｔｈｍ ｕｓｉｎｇ ｍｕｌｔｉｐｌｅ ＫＤ－ｔｒｅｅｓ

ｋ ｜ ＰＡＴＨ ｜ 分类正确率 ／ ％ 迭代时间 ／ ｓ 量化误差 ／ ％

７ ３．９２ ９６．３３１ ３．６７１ １００．０３
１５ ６．０２ ９７．３７０ ５．６７８ １０１．４１
３１ ７．７９ ９０．５０９ ７．１５２ ９９．０８
６３ １０．２４ ８９．０３１ ８．４４１ ９９．６４

　 　 ｜ ＰＡＴＨ ｜ 表示迭代过程中的平均 ＰＡＴＨ 长度，
即用来计算最近邻点的个数，复杂度为 Ｏ（ｌｏｇ ｋ）。
表 ３ 的 ｜ ＰＡＴＨ ｜ 小于表 ２ 的 ｜ ＰＡＴＨ ｜ 的两倍，说明

不同 ＫＤ 树的查询路径有重合的点；当待比较点的

个数追加少于 ｌｏｇ ｋ 时，分类正确率显著提高。
根据表 ３ 可知， μＸ（Ｑ３） ≈ μＸ（Ｑ１）， 说明基于多

ＫＤ 树的 ｋ－ｍｅａｎｓ 优化算法聚类质量很高。
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