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基于改进随机森林优化算法在医疗数据中的应用研究
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摘　 要： 本文针对临床疾病预测过程中医疗临床数据特征因子相关性较强，模型调参工作较为复杂的问题，提出一种多模型

复合优化方法。 考虑到过多的强相关性特征因子很容易降低模型的运行效率，利用 ＳｅｌｅｃｔＫｂｅｓｔ 变量筛选算法对临床数据进

行筛选，采用遗传算法对随机森林分类器模型的参数选择进行优化。 最后，以乳腺癌的临床数据为例，实验证明通过以上方

法优化后算法模型的精准值、召回率、Ｆ１分值、ＡＵＣ值等方面均有提高，该提出的超参数调优方法为具有强共线性的临床数据

处理和疾病预测提供了一种新思路。
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０　 引　 言

国外研究人员早在 ２００７ 年就将大数据运用在

流感预测上，根据用户网络搜索的关键词来判别流

感是否爆发、流感预测，比当时的疾控中心还能早两

周就预测出流感发病率［１］。 精准智能医疗可以实

现对未知病人是否患病情况进行智能预测，常用于

肿瘤疾病的预测［２］。 如华大基因等公司最近更是

推出了自主研究的肿瘤基因检测服务，通过采取患

者样本，对患者的癌组织进行相关基因分析，实现乳

腺癌等癌症患者的早期检测［３］。
当前，众多学者、专家在医疗数据领域运用多种

机器学习算法进行了分析和预测。 提出了使用支持

向量机建立模型对乳腺癌数据进行处理分析，发现

基于 Ｋ－ｍｅｄｏｉｄｓ 聚类和支持向量机的改进算法（ＫＤ

－ＳＶＭ）分类精准率优于 Ｈ－ＳＶＭ 算法［４］；提出了决

策树机器学习算法在乳腺癌诊断中的应用，预测准

确率达 ９６％［５］；研究了联合决策树及 ｌｏｇｉｓｔｉｃ 回归，
建立乳腺癌相对风险预测模型，在保证模型检测准

确率的同时通过 ｌｏｇｉｓｔｉｃ 组合模型能够对患病的危

险特征进行捕捉和判断［６］；提出了基于随机森林的

乳腺癌计算机辅助诊断研究，相比决策树，使用随机

森林 算 法 构 建 模 型， 最 终 的 检 测 准 确 率 高 达

９６．９３％，又有了新的提升［７］。
本文应用了对医疗数据预测率较高的随机森林

模型，通过改进减少特征维数的方式和将遗传算法

的理论应用于参数调优，提出一种改进的随机森林

多模型复合优化算法。

１　 算法优化简介



１．１　 ＳｅｌｅｃｔＫｂｅｓｔ 变量筛算法

ＳｅｌｅｃｔＫｂｅｓｔ 变量筛算法是在 ｎ 堆数据中寻求价

值最优的 ｋ 类数据［８］，每堆数据中有一定的特性 ｖｉ
和 ｗ ｊ， 可令某组数据的特定值 Ｓ ＝ ｉ１{ ，ｉ２，ｉ３，…，
ｉｋｘ} ， 表示为式（１）：

ｓ Ｓ( ) ＝
∑

ｋ

ｊ ＝ １
Ｖｉｊ

∑
ｋ

ｊ ＝ １
Ｗｉｊ

， （１）

　 　 输入中包括 ｎ 堆数据，并且含有 ｋ 类需要保留

的数据，符合条件为： ｗ ｊ（１ ≤ ｋ ≤ ｎ ≤１００ ０００）， 数

据特性 ｖｉ 符合条件为 （０≤ ｖｉ ≤１０６，０≤ｗ ｊ ≤１０６），
ｖｉ 和 ｗ ｊ 的总和不超过１０７。

∑ｖ

∑ｗ
＝ Ｘ ｔ， （２）

ｋ１ ＋ ｋ２ ＋ …ｋｋ

ｋ
＝ Ｘ． （３）

　 　 对比 Ｘｔ 的值，当所计算的值不再大于 Ｘ 时停止，
而最终的 Ｘｔ 的值就是选取 ｋ 类数据所计算出的值。
１．２　 随机森林分类模型

随机森林以获取最后阶段的最优输出为目的，
对数据集进行重复采样的优化模型。 随机放回的抽

样模式与传统不放回的样品抽样有相似点，但却并

不独立，所以有式（４）：

Ｅ ∑Ｘ ｉ

Ｋ

é

ë

ê
ê

ù

û

ú
ú
＝ Ｅ Ｘ ｉ[ ] ， （４）

　 　 随机森林算法属于 ｂａｇｇｉｎｇ 算法的一种，也属于

ｂａｇｇｉｎｇ 算法的一种加强算法［９］，样本的数据集输入

为式（５）：
Ｅ ＝ ｘ１ｙ１( ) ， ｘ２ｙ２( ) ，…， ｘｍｙｍ( ){ } ， （５）

　 　 迭代次数为 ｔ 次， 即是对训练集进行 ｔ ＝ １，
２，．．．，ｔ次分别采样，得到最终的集合 Ｅ ｔ，所得集合的

算术平均值就是最后的模型输出。 随机森林建模

过程如下：
ｆ（ｘ） ＝ Ａ　 ｆ（ｙ） ＝ Ｂ
Ｆｏｒ ｉ ＝ １ ｔｏ Ｂ
｛　 Ｔｉ ＝ ｂｏｏｔｓｔｒａｐ ｓａｍｐｌｅ ｆｒｏｍ Ａ

Ｃｘ ＝ ｛Ｔｉ｝ Ｂ
１

｝

Ｅｘｐ ｘ( ) ＝ １
Ｂ∑

Ｂ

ｉ ＝ １
Ｔｉ ｘ( )

　 　 Ｅｘｐ

输入训练集 Ａ和测试集 Ｂ，Ｂ 为储存样本。 在 Ｂ
的样本量中选择一定量的特征因子，借助决策树来

获取最合适的分割位置，并不断重复。 将重复的结

果存储到 Ｃｘ 中， 在所有的结果中得到最终的样本

预测值 Ｅｘｐ。
１．３　 基于遗传算法的超参调优方法

本文以遗传函数的思想对参数进行优化，参数

的优化问题可以定义为多目标优化问题，即可以用

数学模型（６）规划。
Ｖ － ｍｉｎｆ ｘ( ) ＝ ｆ１ ｘ( ) ，ｆ２ ｘ( ) ，ｆ３ ｘ( ) ，…， ｆｐ ｘ( )[ ] Ｔ，
ｓ．ｔ． ｘ ∈ Ｘ，
Ｘ ⊆ Ｒｍ ．

ì

î

í

ï
ï

ïï

（６）

式中， Ｖ － ｍｉｎ表示向量极小化，即向量目标 ｆ（ｘ） 中

的各个子目标函数都尽可能极小化。
遗传函数的参数寻优首先就要进行编码，编码

方式采用二进制，根据模型参数的类型选择染色体

的长度，计算二进制所对应的十进制数［１０］，式（７）：

ｘ ＝ ｍｉｎ ＋ 十进制数 × ｍａｘ － ｍｉｎ( )

２染色体长度 － １
． （７）

　 　 产生初始化群体，计算适应度即衡量交叉验证

评价标准的值，进入繁衍迭代循环，根据不同的交叉

和变异比例进行繁衍复制，若达到设定的迭代次数，
则终止繁衍，否则继续迭代繁衍，在最终的“族群”
中得出最优解。

２　 实验与验证

２．１　 数据集

本文所使用的实验数据来自威斯康星州诊断性

乳腺癌数据库的乳腺癌数据集，在主流的癌症肿瘤

智能医疗探索中，大多数研究是针对肿瘤的细胞核

的特征进行分析，包括乳腺癌细胞核光滑性、凹陷点

数标准差等数十个量化特征因子［１１］。
癌症肿瘤数据之所以难以分析，是由于每一个

特征连续型变量的变化都与其它的很多指标相联

系，一个特征的变化又会导致更多指标发生变化。
在对任何一个数据集进行分析处理的时候，过多的

特征因子很容易降低模型的运行效率，而且很容易

导致过拟合［１２］，每一个变量又是连续变化的，所以

所得出模型的结果也会随之变化。
２．２　 特征因子的筛选

通过 ｓｐｓｓ 工具对乳腺癌数据集进行因子分析。
对数据集进行 ＫＭＯ 检验和巴特利特检验，ＫＭＯ 检

验是用于比较变量相关系数和偏相关系数的指标，
ＫＭＯ 值越接近于 １，证明变量间的相关性越强。 巴
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特利特球形检验是一种检验各个变量之间相关性程

度的检验方法。 一般在做因子分析之前都要进行巴

特利特球形检验，用于判断变量是否适合用于做因

子分析。 通过检验乳腺癌数据集变量的 ＫＭＯ 值为

０．８３２，说明 ３０ 个变量间共线性很强，见表 １。
表 １　 本文使用数据集 ＫＭＯ 和巴特比特检验

Ｔａｂ． １　 Ｔｈｅ ｄａｔａ ｓｅｔ ＫＭＯ ａｎｄ Ｂｕｔｔｅｒｂｉｔｅ ｔｅｓｔ ｕｓｅｄ ｉｎ ｔｈｉｓ ａｒｔｉｃｌｅ

ＫＭＯ 取样适合切性量数 ０．８３２

巴特利特球形度检验近似卡方 ３９ ３６２．１２１

巴特利特球形度检验自由度 ４３５

巴特利特球形度检验显著性 ０．０００

　 　 在碎石图 １ 中可以清楚地看到 ３０ 个变量因子

的特征值变化趋势。 根据已设定的特征值提取参

数，最终提取了 ６ 个特征值大于 １ 的特征变量，对 ６
个特征因子特征值进行旋转后，方差和特征根发生

变化，这 ６ 个因子累计可以解释 ８８．７５９％的方差因

素，解释力度非常强。
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图 １　 ３０ 个变量特征值碎石图

Ｆｉｇ． １　 Ｃｒｕｓｈｅｄ ｓｔｏｎｅ ｍａｐ ｏｆ ３０ ｖａｒｉａｂｌｅ ｅｉｇｅｎｖａｌｕｅｓ

　 　 为了提高模型的表现力，对数据集进行数据筛

选，找到能够达到模型效果最大化的变量筛选方法

和筛选方案。 在选择变量筛选方法时，需要对变量

筛选的方法充分理解，对数据集样本的大小、实现的

难易程度有所评估［１３］。 现在常用的变量筛选方法

有比例法、方差法、ＳｅｌｅｃｔＫｂｅｓｔ 变量筛选法和模型筛

选法，见表 ２。 针对乳腺癌数据集变量间存在的特

殊性共线性关系，选用比例法和方差法时，模型得分

反而降低。 而选用 ＳｅｌｅｃｔＫｂｅｓｔ 变量筛选法可以自

主控制想保留的变量因子个数，通过穷举法判别保

留不同的变量因子个数时模型的表现性，找到变量

筛选的最佳参数。 当保留的变量因子从 １ ～ ６ 个逐

渐上升时，模型的得分呈现大幅度提高，符合因子分

析的结果，通过调节 Ｋ 值的参数分析得出，保留 １５
个变量因子时，模型得分超过不进行变量筛选时的

模型得分，而当保留 １６ 个变量因子时，模型的得分

达到最高，如图 ２ 所示。

表 ２　 常见变量筛选与无特征筛选乳腺癌分类器模型得分

Ｔａｂ． ２ 　 Ｃｏｍｍｏｎ ｖａｒｉａｂｌｅ ｓｃｒｅｅｎｉｎｇ ｍｅｔｈｏｄｓ ａｎｄ ｆｉｖｅ － ｆｅａｔｕｒｅ
ｓｃｒｅｅｎｉｎｇ ｏｆ ｂｒｅａｓｔ ｃａｎｃｅｒ ｃｌａｓｓｉｆｉｅｒ ｍｏｄｅｌ ｓｃｏｒｅｓ

分类器模型 得分

无特征筛选的乳腺癌分类器模型得分 ０．９５６ ３７８

模型法筛选后乳腺癌分类器模型得分 ０．９４７ ３６８ ４

比例法筛选后乳腺癌分类器模型得分 ０．９２９ ８２４ ５

方差法筛选后乳腺癌分类器模型得分 ０．９４７ ２５５ ３
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图 ２　 Ｋ 值不同与模型得分的关系

Ｆｉｇ． ２ 　 Ｔｈｅ ｒｅｌａｔｉｏｎｓｈｉｐ ｂｅｔｗｅｅｎ ｄｉｆｆｅｒｅｎｔ Ｋ ｖａｌｕｅｓ ａｎｄ ｍｏｄｅｌ
ｓｃｏｒｅｓ

２．３　 参数调优

随机森林分类器的结果作为输入值送入遗传算

法超参数调优的模型中，首先产生足够数量染色体

的种群，在本文中，一条染色体代表一组超参数，而
每组超参数中的任意一个参数就是染色体上的基

因。 通过定义交叉验证的评价指标，计算超参数优

化的适应性函数。 整个迭代过程遗传算法主要运用

两种方式来创建新一代，一是交叉的方式，二是变异

的方式。 通过改变随机森林中的树木数量和深度及

叶子数在每一次迭代中删除表现型最差的参数组

合，选择表现最好的机组参数组合进入下一次迭代，
经过足够的迭代次数后，最终选择出最优的参数组

合［１４］。
　 　 通过遗传函数对随机森林的参数进行优化，流
程如图 ３ 所示。 随机生成一个基因序列产生第一个

染色体，再生成一个基因序列，产生第二个染色体，
重复到生成指定个染色体之后进行交叉和变异；对
结果进行评估，选择最优的几个染色体进行下一次

的迭代；重复进行交叉和变异，达到迭代次数后停止

计算。 设定迭代次数为 １０ 次，在第六次迭代之后就

达到了模型的最大得分，第七次迭代之后模型得分

不再变化。 遗传函数 １０ 次迭代的模型最终参数设

置如下：
ｉｎｐｕｔ＿ｍａｔｒｉｘ，
ｂｏｏｓｔｓｔｒａｐ ＝ ｇｉｎｉ
ｍａｘ＿ｆｅａｔｕｒｅｓ ＝ ０．１

２３１ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



ｍｉｎ＿ｓａｍｐｌｅｓ＿ｌｅａｆ ＝ １
ｍｉｎ＿ｓａｍｐｌｅｓ＿ｓｐｉｔ ＝ ２
ｎ＿ｅｓｔｉｍａｔｏｒｓ ＝ １００
遗传函数 １０ 次迭代的模型最佳得分见表 ３。 为

了展示实验结果的科学性，分别与单个参数网格调

参、多参数网格调参、随机网格调参的方式对精确率、
召回率、Ｆ１ 分值、ＡＵＣ 值进行比较。 见表 ４ 经过结果

对比发现，通过遗传函数对模型进行优化的结果在交

叉验证精准值、召回率、Ｆ１ 分值、ＡＵＣ 值等方面的准

确率均超出使用单个网格、多个网格及随机网格等调

参方法对模型进行优化的结果。

表 ３　 遗传函数 １０ 次迭代模型最佳得分

Ｔａｂ． ３　 Ｔｈｅ ｂｅｓｔ ｍｏｄｅｌ ｆｏｒ ｔｅｎ ｉｔｅｒａｔｉｏｎｓ ｏｆ ｇｅｎｅｔｉｃ ｆｕｎｃｔｉｏｎ

迭代次数 最佳得分

１ ０．９８１ ６６７ ３４９ ５２４ ９２１ ４
２ ０．９８１ ７３７ ６８５ ７８９ ０６５ ３
３ ０．９８２ ４６８ ５６７ ９５３ ６９６ ４
４ ０．９８２ ６６８ ０５６ ７１３ ９２８ ３
５ ０．９８３ ５０２ ９１９ ０９９ ２４９ ５
６ ０．９８３ ５０２ ９１９ ０９９ ２４９ ５
７ ０．９８３ ５０２ ９１９ ０９９ ２４９ ５
８ ０．９８３ ５０２ ９１９ ０９９ ２４９ ５
９ ０．９８３ ５０２ ９１９ ０９９ ２４９ ５
１０ ０．９８３ ５０２ ９１９ ０９９ ２４９ ５

表 ４　 不同的参数调优性能指数

Ｔａｂ． ４　 Ｄｉｆｆｅｒｅｎｔ ｐａｒａｍｅｔｅｒ ｔｕｎｉｎｇ ｐｅｒｆｏｒｍａｎｃｅ ｉｎｄｅｘｅｓ

参数调参 精准率 召回率 Ｆ１ 分值 ＡＵＣ 值

遗传函数 ０．９８０ ２６４ ９００ ６６２ ０．９６１ ５５８ ４４１ ５５８ ０．９６０ ８１９ ６７２ １３１ ０．９６９ ０２０ ７０９ ０２
单个网格 ０．９５１ ４５４ ５６３ ３４５ ０．９３２ ４７６ ０３７ ４０８ ０．９２８ ３１４ ５３９ ７２１ ０．９２１ ７８０ ３７２ ４８

多网格调参 ０．９６３ ２１６ １５０ ３８７ ０．９３１ ４２１ １１０ ８５０ ０．９２９ １０４ ８８３ ０１８ ０．９２３ ５７２ ８４７ ５０
随机网格调参 ０．９６３ ２１６ ８３７ ０５７ ０．９３１ ４２２ ４９０ ０７４ ０．９２９ ０８４ ７５２ ８５９ ０．９２３ ４７０ ７５０ ２６

结束

对最好的X个继续进行交叉和变异重复
以上过程，选择性能最优的前5个，达到
迭代次数之后停止计算，选择最优秀的

那个个体，返回。

对交叉变异后的基因序列进行训练，对结果进行评估，
选出效果最好的前5个。

产生第二条染色体，直到产生指定梁色体，并对默认
参数进行自动调参对指定染色体进行交叉和变异。

产生第一条子染色体，然后自动调参

输入

Randomforest

开始

图 ３　 参数调优流程图

Ｆｉｇ． ３　 Ｐａｒａｍｅｔｅｒ ｔｕｎｉｎｇ ｆｌｏｗｃｈａｒｔ

　 　 根据精准率和召回率分别构建以遗传函数进行

参数优化和以多网格调参优化后的模型 ＰＲ 曲线图

和两个模型最后的 ＲＯＣ 曲线如图 ４ 所示，可以看到

遗传函数参数优化后的模型的 Ｐ－Ｒ 曲线完全将多

网格调参后的模型 Ｐ－Ｒ 曲线覆盖，而从 ＲＯＣ 曲线

图来看，遗传函数参数优化后的模型所表现的 ＲＯＣ
曲线面积更大。 由此分析可以得出，通过遗传函数

进行参数优化后的模型性能要高于多网格调参后的

模型性能。
　 　 对模型进行 ＫＳ 检验，结果得出乳腺癌分类器

的 ＫＳ 值达到 ０．８５，如图 ５ 所示，证明模型鉴别癌细

胞与正常细胞的能力很强。
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图 ４　 随机森林参数优化和网格调参参数优化的ＲＯＣ和 ＰＲ曲线对比

Ｆｉｇ． ４ 　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ＲＯＣ ａｎｄ ＰＲ ｃｕｒｖｅｓ ｏｆ ｒａｎｄｏｍ ｆｏｒｅｓｔ
ｐａｒａｍｅｔｅｒ ｏｐｔｉｍｉｚａｔｉｏｎ ａｎｄ ｇｒｉｄ ｐａｒａｍｅｔｅｒ ｏｐｔｉｍｉｚａｔｉｏｎ
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图 ５　 模型的 ＫＳ 验证

Ｆｉｇ． ５　 ＫＳ ｖｅｒｉｆｉｃａｔｉｏｎ ｏｆ ｔｈｅ ｍｏｄｅｌ

３　 结束语

（１）对于一般的医学临床数据集，由于特征因

子之间共线性较强，通过试验发现选用比例法和方
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差法以及模型验证法时，模型得分反而降低。 而选

用 Ｋｂｅｓｔ 变量筛选法可以自主控制想保留的变量因

子个数，减少了因子间共线性强对模型的影响，通过

对比不同特征因子模型的表现性的变化来筛选特

征，找到变量筛选的最佳参数；
（２）采用遗传算法对随机森林分类模型进行超

参数调优后，目标模型的精准率达到 ０．９８０ ２，相比

于运用多网格的调参方法提升了 ０．１７，不仅提高了

模型的预测准确度，从模型的召回率、 Ｆ１ 分值、ＡＵＣ
值进行比较分析，也提升了模型的鲁棒性。

优化后的随机森林算法模型能够最大限度程度

上让模型的表现性达到最大，便于对强共线性特征

数据的分析，优化参数寻优结构，为临床数据处理和

疾病预测提供了一种新思路。
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