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摘　 要： 人机对话中小样本学习场景下的意图识别和槽填充，是自然语言处理的一个重要课题。 本文采用基于度量学习的方

法，通过计算 ｑｕｅｒｙ ｓｅｔ 中的样本与 ｓｕｐｐｏｒｔ ｓｅｔ 中样本的距离，寻找距离最近的类别样本作为分类标签，同时将两个任务联合进

行训练，用以提升模型的效果。 从实验结果中可以得出，本文提出的 Ｆｉｎｅ－ｔｕｎｅ 方法，对意图识别和槽填充任务都有一定的帮

助和提升。 胶囊网络在意图识别中也起到了一定的效果，可以帮助去除一部分无关信息，但对槽填充任务的帮助不明显；而
任务自适应的投影网络，可以更好地将不同类的向量分开，提升了两个任务的性能。
关键词： 小样本学习； 意图识别； 槽填充

Ｉｎｔｅｎｔｉｏｎ ｄｅｔｅｃｔｉｏｎ ａｎｄ ｓｌｏｔ ｆｉｌｌｉｎｇ ｂａｓｅｄ ｏｎ ｍｅｔｒｉｃ ｌｅａｒｎｉｎｇ
ＹＩ Ｊｉｎｇｌｏｎｇ１，２， ＺＨＡＯ Ｔｉｅｊｕｎ１，２

（１ Ｓｃｈｏｏｌ ｏｆ Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ， Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ， Ｈａｒｂｉｎ １５０００１， Ｃｈｉｎａ；
２ Ｍａｃｈｉｎｅ Ｉｎｔｅｌｌｉｇｅｎｃｅ ａｎｄ Ｔｒａｎｓｌａｔｉｏｎ Ｌａｂ， Ｈａｒｂｉｎ Ｉｎｓｔｉｔｕｔｅ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ， Ｈａｒｂｉｎ １５０００１， Ｃｈｉｎａ）

【Ａｂｓｔｒａｃｔ】 Ｉｎｔｅｎｔ ｄｅｔｅｃｔｉｏｎ ａｎｄ ｓｌｏｔ ｆｉｌｌｉｎｇ ｉｎ ｓｍａｌｌ ｓａｍｐｌｅ ｌｅａｒｎｉｎｇ ｓｃｅｎａｒｉｏｓ ｉｎ ｈｕｍａｎ－ｃｏｍｐｕｔｅｒ ｄｉａｌｏｇｕｅ ｉｓ ａｎ ｉｍｐｏｒｔａｎｔ ｔｏｐｉｃ ｉｎ
ｎａｔｕｒａｌ ｌａｎｇｕａｇｅ ｐｒｏｃｅｓｓｉｎｇ． Ｉｎ ｔｈｉｓ ｐａｐｅｒ， ａ ｍｅｔｒｉｃ－ｂａｓｅｄ ｌｅａｒｎｉｎｇ ｍｅｔｈｏｄ ｗａｓ ａｄｏｐｔｅｄ． Ｂｙ ｃａｌｃｕｌａｔｉｎｇ ｔｈｅ ｄｉｓｔａｎｃｅ ｂｅｔｗｅｅｎ ｔｈｅ
ｓａｍｐｌｅｓ ｉｎ ｔｈｅ Ｑｕｅｒｙ ｓｅｔ ａｎｄ ｔｈｅ ｓａｍｐｌｅｓ ｉｎ ｔｈｅ Ｓｕｐｐｏｒｔ ｓｅｔ， ｔｈｅ ｃｌｏｓｅｓｔ ｃａｔｅｇｏｒｙ ｓａｍｐｌｅ ｗａｓ ｆｏｕｎｄ ａｓ ｔｈｅ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｌａｂｅｌ．
Ｍｅａｎｗｈｉｌｅ， ｔｈｅ ｔｗｏ ｔａｓｋｓ ｗｅｒｅ ｔｒａｉｎｅｄ ｊｏｉｎｔｌｙ ｔｏ ｉｍｐｒｏｖｅ ｔｈｅ ｅｆｆｅｃｔ ｏｆ ｔｈｅ ｍｏｄｅｌ． Ｆｒｏｍ ｔｈｅ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ， ｉｔ ｃａｎ ｂｅ ｃｏｎｃｌｕｄｅｄ
ｔｈａｔ ｏｕｒ ｆｉｎｅ－ｔｕｎｅ ｍｅｔｈｏｄ ｈａｓ ｃｅｒｔａｉｎ ｈｅｌｐ ａｎｄ ｉｍｐｒｏｖｅｍｅｎｔ ｆｏｒ ｉｎｔｅｎｔｉｏｎ ｄｅｔｅｃｔｉｏｎ ａｎｄ ｓｌｏｔ ｆｉｌｌｉｎｇ ｔａｓｋ， ａｎｄ ｃａｐｓｕｌｅ ｎｅｔｗｏｒｋ ａｌｓｏ
ｐｌａｙｓ ａ ｇｏｏｄ ｅｆｆｅｃｔ ｉｎ ｉｎｔｅｎｔｉｏｎ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ， ｗｈｉｃｈ ｃａｎ ｈｅｌｐ ｒｅｍｏｖｅ ｐａｒｔ ｏｆ ｉｒｒｅｌｅｖａｎｔ ｉｎｆｏｒｍａｔｉｏｎ， ｂｕｔ ｔｈｅ ｈｅｌｐ ｆｏｒ ｓｌｏｔ ｆｉｌｌｉｎｇ ｔａｓｋ
ｉｓ ｎｏｔ ｏｂｖｉｏｕｓ． Ｔｈｅ ｔａｓｋ－ａｄａｐｔｉｖｅ ｐｒｏｊｅｃｔｉｏｎ ｎｅｔｗｏｒｋ ｃａｎ ｂｅｔｔｅｒ ｓｅｐａｒａｔｅ ｔｈｅ ｖｅｃｔｏｒｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｃｌａｓｓｅｓ ａｎｄ ｉｍｐｒｏｖｅ ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ
ｏｆ ｔｈｅ ｔｗｏ ｔａｓｋｓ．
【Ｋｅｙ ｗｏｒｄｓ】 ｆｅｗ－ｓｈｏｔ ｌｅａｒｎｉｎｇ； ｉｎｔｅｎｔｉｏｎ ｄｅｔｅｃｔｉｏｎ； ｓｌｏｔ ｆｉｌｌｉｎｇ

�哈尔滨工业大学主办 科技创见与应用

作者简介： 衣景龙（１９９７－），男，硕士研究生，主要研究方向：任务型对话； 赵铁军（１９６２－），男，博士，教授，博士生导师，主要研究方向：自然语

言生成、机器翻译、人机对话。

收稿日期： ２０２１－０６－０８

０　 引　 言

近年来，深度学习方法被广泛应用于计算机视

觉以及人机对话等人工智能的多个领域［１］，并极大

地推动了这些领域的发展。 但目前的深度学习方法

都需要大量的标注训练数据，而在工业界应用的过

程中，很难获得大规模标注好的数据。 以任务型对

话系统为例，在系统研发时很难获得大量的用户对

话语料，若获取了大量的对话数据，也面临着人工标

注成本高昂的窘境。 同时，像任务型对话系统等类

似的线上应用如百度的小度［２］，用户的需求往往变

化比较频繁，会导致数据标注和模型训练反复进行。
因此，小样本场景下对自然语言理解技术的研究，成
为本课题的重中之重。 在目前的人机对话系统研究

中，意图识别和槽填充任务的效果往往是影响人机

对话系统性能的关键。 小样本场景下的意图识别和

槽填充任务面临着许多挑战：由于样本量不足，模型

往往难以学到足够的语言知识；现有的基于原型向

量的小样本下的分类方法，往往会损失信息。 另外，
还涉及到意图识别和槽识别任务如何结合等问题。

目前，小样本场景中的自然语言理解方法已经

取得了不错的进展，文献［３］中提出了基于原型向

量计算的非参学习的阈值调整方法用于小样本下的

多意图分类，取得了较好的实验效果。 阿里巴巴团

队提出基于 ＢＥＲＴ 的预训练联合识别模型［４］，用
ＢＥＲＴ 动态表征词的多义性，解决一词多义的问题，
在 ＡＴＩＳ 数据集上意图识别的准确率达到了 ９７．５％，
槽填充的 Ｆ１ 值达到了 ９６．１％的结果。 本文提出了

加入预训练语言模型 Ｆｉｎｅ－ｔｕｎｅ 方法和胶囊网络动

态计算原型向量的方法，有效改善了小样本场景下

的自然语言理解效果。

１　 Ｆｉｎｅ－ｔｕｎｅ 方法

以 ＢＥＲＴ 为代表的预训练模型［５］是在海量数据



上训练得到的，虽然含有大量的先验语言知识，可以

在小样本场景下提高小样本学习的性能，但当应用

于不同的数据集时，往往需要微调，来使表征向量更

为贴合新数据集的语义。
由于 ＢＥＲＴ 的预训练过程与本文的模型训练过

程不一致，ＢＥＲＴ 中 ＣＬＳ 向量虽然被视为句子的表

示向量，但其在训练过程中，却是用来对句子对之前

是否是顺序关系做判断，这与本文在训练过程中对

句子进行分类过程并不一致。 当面临多任务时，预
训练过程与训练过程不一致导致的误差会被放大。
对此，本研究对模型进行了微调，在 ＢＥＲＴ 后，链接

两个全连接输出层，一个接在 ＣＬＳ 向量之后，用以

进行意图分类，一个接在 ｔｏｋｅｎ 向量之后用以进行

槽填充。 具体实现过程如下：
（１）在海量数据集（ｗｉｋｉ）上训练出 ＢＥＲＴ 模型

（也可直接调用已经训练好的）。
（２）在改进的 ＢＥＲＴ 后加一个全连接层，其参

数随机初始化生成，直接调用 ＣＬＳ 向量和各个词向

量进行意图和槽的分类，进行 Ｆｉｎｅ ｔｕｎｅ。
（３）丢弃第二步中的全连接层，将现在的 ＢＥＲＴ

作为新的模型的编码器，后面接入小样本的意图识

别和槽填充模型。
整体模型框架如图 １ 所示。
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图 １　 预训练过程图

Ｆｉｇ． １　 Ｐｒｅ－ｔｒａｉｎｉｎｇ ｐｒｏｃｅｓｓ

　 　 在本文中，源模型采用哈尔滨工业大学社会信

息与检索团队预训练的中文语言模型，将该模型进

行改进，在其后直接加一个全连接层进行分类，依次

来弥合小样本数据与源预训练数据的分布误差后，
舍弃掉全连接层，在其后加入小样本训练模型，用于

原型向量的计算和匹配分类。 因为在 Ｆｉｎｅ ｔｕｎｅ 方

法中可能会存在“灾难性遗忘”问题，因此在训练时

可以固定 ＢＥＲＴ 编码器的参数，只训练小样本模型。

当选择 Ｆｉｎｅ ｔｕｎｅ 编码器时，还采用了学习率预热方

法 ｗａｒｍ ｕｐ，即在训练开始时使用一个较小的学习

率，训练了一定的 ｅｐｏｃｈ 或者 ｓｔｅｐ 之后，再修改为原

来设置的学习率来进行学习。 这是因为最开始的时

候，若学习率较大，模型可能不稳定，通过 ｗａｒｍ ｕｐ
的方式，可以在一定程度上避免模型震荡。

２　 基于度量学习方法的意图识别和槽填充

通过 ＢＥＲＴ 编码器，提取出句子和字的表示向

量，在 Ｓｕｐｐｏｒｔ Ｓｅｔ 中将不同的意图标签和槽标签所

对应的向量通过取平均等方式作为原型向量 ｃｉ， 同

时利用 ＢＥＲＴ 编码器获取 Ｏｕｅｒｙ Ｓｅｔ 中语句和字的

表示向量与原型向量计算相似度，通过最近邻的思

想来确定每个语句的意图标签和每个字的槽标签。
最初求原型向量的做法是对每个意图或槽所对

应的向量直接取平均［６］，但在每个句子中可能存在

一些与意图无关的干扰信息，如果直接加和或者取

平均的方式很容易导致这些与意图或者槽无关的干

扰信息累加，影响最终的效果。 因此，本课题采用了

胶囊网络的方式，去除从样本表示计算类别过程中

的无关信息［７］。 其模型架构如图 ２ 所示。
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图 ２　 模型架构图

Ｆｉｇ． ２　 Ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 将支撑集的样本通过 ＢＥＲＴ 编码表示为向量之

后，将这些表示向量视为输入的胶囊，输出的胶囊视

为类别的语义特征表示，从输入胶囊到输出胶囊的

过程中采取动态路由算法。
首先是对所有的句子（字）表示向量接一个前

馈神经网络，这等同于做了一次矩阵转化，其意义在

于从样本表示的语义空间转换到类比表示的语义空

间。

ｅ^ｉｊ ＝ Ｗ ｅｉｊ， （１）
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式中， ｅｉｊ 表示类别 ｉ 中第 ｊ 个样本的句子（词） 向量

表示，ｅ^ｉｊ 是转换后的表示。 然后采用动态路由算法

来过滤无关信息，提取类别的表示特征。 在每次路

由迭代的过程中，将其权重因子输入到 ｓｏｆｔｍａｘ 函

数，确保其加和为 １。
ｄｉ ＝ ｓｏｆｔｍａｘ ｂｉ( ) ， （２）

　 　 其中， ｂｉ 为连接系数，初始化为 ０，等同于在最

开始的时候采用平均化的操作。 每一类的类别向量

ｃ^ｉ， 是其转后候选类向量的 ｅ^ｉｊ 加权之和。

ｃ^ｉ ＝ ∑
ｊ

ｄｉ·ｅ^ｉｊ， （３）

　 　 为了保证每个类的向量模长不超过 １，使用一

个非线性的 ｓｑｕａｓｈ 函数来对其进行处理。

ｃｉ ＝
ｃ^ｉ

２

１ ＋ ｃ^ｉ
２
·

ｃ^ｉ

ｃ^ｉ

， （４）

　 　 每次迭代结束后，通过路由协议来调整不同胶

囊之间的连接权重。 如果产生类别表示的向量 ｃｉ

与该样本的候选向量 ｅ^ｉｊ 在向量空间中较为相近，则
增大该连接权重，否则减小该连接权重。

ｂｉｊ ＝ ｂｉｊ ＋ ｃｉ·ｅ^ｉｊ ． （５）
　 　 在本文模型中，经过实验，迭代次数设置为 ３
次。

３　 实验

３．１　 实验数据

本文的实验数据为小样本数据集，数据来源主

要有两个途径：一是 ＳＭＰ２０２０ 中文人机对话技术评

测（ＥＣＤＴ）ＴＡＳＫ１；此外，少部分数据来源于 ＳＮＩＰ 等

公开数据集上进行翻译，设计脚本，抽取出小样本所

需要的样本组织形式。 数据规模为：
（１）训练集：查询城市、ＡＰＰ 问答、询问价格、翻

译、查询天气、航班预订等在内的 ４５ 个领域。
（２）开发集：单词查询、垃圾分类、笑话、假期、

温度查询 ５ 个领域。
（３）测试集：时间规划、讲故事、虚拟查询、星座

问答、戏剧问答等在内的 ９ 个领域。 共计：６ ６９４ 个

句子，１４３ 个意图及 ２０５ 个槽位。
格式如下：
｛
　 　 　 　 ＂ ｔｅｘｔ＂ ： ＂请帮我打开 ｕｃ＂ ，
　 　 　 　 ＂ ｄｏｍａｉｎ＂ ： ＂ ａｐｐ＂ ，
　 　 　 　 ＂ ｉｎｔｅｎｔ＂ ： ＂ ＬＡＵＮＣＨ＂ ，
　 　 　 　 ＂ ｓｌｏｔｓ＂ ： ｛

　 　 　 　 ＂ ｎａｍｅ＂ ： ＂ ｕｃ＂
　 　 　 　 ｝
｝
其中， ｔｅｘｔ 是要查询的文本； ｄｏｍａｉｎ 是领域；

ｉｎｔｅｎｔ 是文本意图；ｓｌｏｔｓ 是文本中存在的词槽。 本课

题抽取了 ３－ｓｈｏｔ 和 ５－ｓｈｏｔ 的数据集进行研究。
３．２　 实验结果

对于 小 样 本 意 图 分 类 任 务， 采 用 准 确 率

（Ａｃｃｕｒａｃｙ） 作为评价指标。 对于小样本语义槽填充

任务，采用 Ｆ１ － ｓｃｏｒｅ 作为评价指标，当预测槽位的

一个槽和其值组合与标准答案的一个槽和槽值组合

完全一致，视为一个正确预测。 用句子准确率作为

二者联合训练的评价指标。 只要当该句子的意图识

别和槽填充全部正确时，该样本才算一个正确样本。
实验结果见表 １～表 ３。

表 １　 在 ３－ｓｈｏｔ 数据集上联合学习实验结果

Ｔａｂ． １　 Ｊｏｉｎｔ ｌｅａｒｎｉｎｇ ｅｘｐｅｒｉｍｅｎｔ ｒｅｓｕｌｔｓ ｏｎ ３－ｓｈｏｔ ｄａｔａｓｅｔ

Ｍｏｄｅｌ Ｉｎｔｅｎｔ Ａｃｃ． Ｓｌｏｔ Ｆ１ Ｓｅｎｔｅｎｃｅ Ａｃｃ

ＢｉＬＳＴＭ ３０．３０ ２２．２１ １１．４０

ＢＥＲＴ＋Ｐｒｏｔｏ ６７．２２ ４０．７３ ２１．６４

Ｆｉｎｅ－ｔｎｕｅ＋ＢＥＲＴ＋Ｐｒｏｔｏ ６７．８２ ６２．７３ ３８．９７

Ｆｉｎｅ－ｔｎｕｅ＋ＢＥＲＴ＋ Ｐｒｏｔｏ＋Ｃａｐｓｕｌｅ ６８．．０８ ５３．２９ ３１．３９

　 　 由表 １ 可知，当意图识别和槽填充任务联合训

练时，Ｆｉｎｅ－ｔｕｎｅ 的方法对槽识别任务效果提升明

显。 而胶囊网络的引入，虽然提高了意图识别的效

果，但也造成了槽填充任务的效果下降。 针对此，本
文单独以胶囊网络对槽填充和意图识别的影响做了

消融实验。
表 ２　 意图识别实验结果

Ｔａｂ． ２　 Ｉｎｔｅｎｔ ｄｅｔｅｃｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

Ｍｏｄｅｌ ３－ｓｈｏｔ Ｉｎｔｅｎｔ Ａｃｃ ５－ｓｈｏｔ Ｉｎｔｅｎｔ Ａｃｃ

ＢＥＲＴ＋ Ｐｒｏｔｏ ７１．４４ ７５．０３

ＢＥＲＴ＋ Ｐｒｏｔｏ ＋ｃａｐｓｕｌｅ ７３．９５ ７８．９３

表 ３　 槽填充实验结果

Ｔａｂ． ３　 Ｓｌｏｔ ｆｉｌｌｉｎｇ ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

Ｍｏｄｅｌ ３－ｓｈｏｔ Ｓｌｏｔ Ｆ１ ５－ｓｈｏｔ Ｓｌｏｔ Ｆ１

ＢＥＲＴ＋ Ｐｒｏｔｏ ３５．７９ ３８．５３

ＢＥＲＴ＋ Ｐｒｏｔｏ ＋ｃａｐｓｕｌｅ ３３．８７ ３４．８６

　 　 由表 ２ 和表 ３ 可以看出，胶囊网络对意图识别

实验有明显的提升作用，但是在槽填充任务上并没

有获得提升效果。 其原因可能是对于细粒度的词级

分类而言，并没有太多的无关信息，而胶囊网络的引

入反而使最终的原型向量与对应的类别中特征平缓

的单词更为相像，反而引入了误差和偏置；而对意图
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识别任务而言，其粒度是句子级，可能由于表述习惯

不同，或者无关单词较多等原因，含有较多的与意图

类别无关的干扰信息，此时引入胶囊网络，可以起到

一个很好的消除干扰信息的作用。

４　 结束语

本文对人机对话中的小样本学习场景下的意图

识别和槽填充展开了研究，采用了基于度量学习

（Ｍｅｔｒｉｃ ｂａｓｅｄ）的方法［８］。 度量学习方法通过计算

ｑｕｅｒｙ ｓｅｔ 中的样本与 ｓｕｐｐｏｒｔ ｓｅｔ 中样本的距离，寻
找距离最近的类别样本作为分类标签，同时将两个

任务联合进行训练，用以提升模型的效果。 从实验

结果中可以得出，本文的 Ｆｉｎｅ－ｔｕｎｅ 方法对意图识

别和槽填充任务都有一定的帮助和提升，胶囊网络

在意图识别中也起到了不错的效果，可以帮助去除

一部分无关信息，但对槽填充任务的帮助不明显。
因此下一步可以继续研究在词级别的原型向量计算

上是否有更好的改进方法，能更准确的表征槽的类

别向量，同时在Ｍｅｔｒｉｃ ｂａｓｅｄ 的小样本学习方法中可

以看出，主要的改进方向有两个：一是对样本语义表

征向量的计算；二是对原型向量的计算，这对以后的

研究也是一个好的启发。
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图 １　 Ｄ－Ｓ 理论的模糊图像智能识别精度对比测试

Ｆｉｇ． １ 　 Ｃｏｍｐａｒａｔｉｖｅ ｔｅｓｔ ｏｆ ｆｕｚｚｙ ｉｍａｇｅ ｉｎｔｅｌｌｉｇｅｎｔ ｒｅｃｏｇｎｉｔｉｏｎ
ａｃｃｕｒａｃｙ ｂａｓｅｄ ｏｎ Ｄ－Ｓ ｔｈｅｏｒｙ

　 　 分析图 １ 得知，本文方法进行模糊图像智能识

别精度较高，较其他方法性能更为优越。

４　 结束语

当前，多媒体技术的快速发展，使得图像识别技

术的应用需求不断提升，因此合理的图像识别技术

能够为人们的日常生活和工作带来诸多的便利。 本

文通过上述论述，基于 Ｄ－Ｓ 推理理论实现了对模糊

图像的智能识别方法设计，并通过实验进一步验证

了该方法在实际应用中的性能和优势。 将本文提

出的模糊图像识别方法应用于实际，不仅能够实现

对图像的高精度识别，同时还能够进一步提高图像

资源的利用。
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