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基于轻量化 ＳＳＤ 的菜品识别

姚华莹， 彭亚雄， 陆安江
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摘　 要： 为了能够在移动设备等计算力弱的平台部署菜品识别系统，帮助人们了解菜品信息，对传统目标检测模型 ＳＳＤ 做轻

量化改进，提高了检测准确率和检测速度。 首先使用 ＭｏｂｉｌｅＮｅｔＶ２ 代替 ＳＳＤ 模型的 ＶＧＧ－１６，减少模型体积，提升运行速度；
使用注意力机制和混洗通道算法，设计新的注意力逆残差块，增强特征提取能力；优化 ＩＯＵ 计算方式，对回归定位损失函数做

改变，加快模型的收敛；最后在自建的中餐菜品数据集 Ｃｈｉｎｅｓｅｆｏｏｄ 上进行训练。 实验表明，本文提出的 Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳ⁃
ＤＬｉｔｅ 轻量型目标检测模型相比 ＳＳＤ 和其它目标检测模型效果更佳。
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０　 引　 言

近年来，人工智能被研究人员广泛关注并设计研

究出大量的人工智能产品［１］。 深度学习中的图像识别

技术取得的丰硕成果让人们的生活方式更加智能化、
高效化。 菜品智能识别可以部署在智能餐厅，用于菜

品价格自动结算，安装在移动设备实时检测当前食物

的卡路里等详细信息等［２－４］，目标检测算法可以实现这

一效果。 卷积神经网络通过输入的图像数据进行训

练，像人类的大脑一样学习图像特征［５］，准确的分类出

菜品。 目标检测算法分为双阶段检测和单阶段检测。
其中，双阶段检测算法中具有代表性的是 Ｒ－ＣＮＮ［６］和

Ｆａｓｔｅｒ－Ｒ－ＣＮＮ［７］算法，这类双阶段算法检测精度高，但
检测速度较慢。 另一类单阶段检测算法 ＹＯＬＯ［８］（Ｙｏｕ
Ｏｎｌｙ Ｌｏｏｋ Ｏｎｃｅ），是继 Ｒ－ＣＮＮ 之后，为解决目标检测

速度问题而提出的另一个框架，在定位边界框的同时

获取类别概率，牺牲了一部分检测精度以达到更快的

检测速度；由 Ｌｉｕ 在 ＥＣＣＶ 上提出的多尺度单发射击检

测算法［９］（Ｓｉｎｇｌｅ Ｓｈｏｔ ＭｕｌｔｉＢｏｘ Ｄｅｔｅｃｔｏｒ ，ＳＳＤ） 在不同

尺度的特征图中多步提取特征。 与 Ｒ－ＣＮＮ 相比，ＳＳＤ
速度更快；与ＹＯＬＯ 相比，ＳＳＤ 在检测精度ｍＡＰ 上有更

好的性能，在不降低检测精度的同时保证了检测速度。
由于以上目标检测模型包含大量的卷积计算，有大量

参数，仅能运行在高性能图像处理器上，不利于移植到

数据处理弱的平台。
为 此， 本 文 基 于 优 秀 的 轻 量 型 神 经 网 络

ＭｏｂｉｌｅＮｅｔＶ２［１０］对 ＳＳＤ 网络进行改进，构建轻量型的菜

品识别模型。 使用注意力机制［１１］ 和混洗通道［１２］ 构建

注意力逆残差结构提高检测准确率。 设计回归定位损

失函数，加快模型收敛速度。 根据菜品数据集特点设

置回归预测层，提升模型检测速度。 通过使用数据集

Ｃｈｉｎｅｓｅｆｏｏｄ 对模型训练，验证了本文提出的 Ａｔｔ ＿



Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ 目标检测网络检测效果更佳。

１　 ＳＳＤ 目标检测模型原理

单阶段检测是基于回归的算法（例如 ＹＯＬＯ、
ＳＳＤ 等），把提取候选区域框和特征提取融合在同一

网络中，同时实现候选区域选择和分类。 检测网络

由基础网络层和回归预测层两部分组成。 基础网络

层用于提取输入图像特征，基础网络很大程度上能

影响检测的精度、速度以及检测网络体积；回归预测

层用于生成预测框及分类目标。 ＳＳＤ 采用基于金字

塔特征层的检测方式，在不同尺度的特征图上进行

位置回归和分类。 如图 １ 所示。 ＳＳＤ 模型结构的前

端是用于提取图像特征的基础网络层，后端是用于

回归预测的附加层。
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图 １　 ＳＳＤ 网络结构

Ｆｉｇ． １　 Ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ ＳＳＤ

　 　 基础网络层使用了 ＶＧＧ－１６［１３］网络的前 ５ 层卷

积层，并将 ＶＧＧ－１６ 网络中原有的全连接层 ＦＣ６ 和

ＦＣ７ 改为卷积层 Ｃｏｎｖ６ 和 Ｃｏｎｖ７，提取基本特征；在后

端附加 ４ 个尺度大小不同的卷积层，用于高级特征提

取。 表 １ 为 ＳＳＤ 网络参数，整个网络包含 ６ 个特征预

测层，前端浅层特征图分辨率高，用于预测小目标；后
端深层特征图分辨率低，用来预测较大的目标。

表 １　 ＳＳＤ 网络参数

Ｔａｂ． １　 ＳＳＤ ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒｓ

Ｃｏｎｖ Ｃｈａｎｎｅｌ ｒｅｐｅａｔ Ｓｔｒｉｄｅ Ｏｕｔｐｕｔ Ｆｅａｔｕｒｅ

Ｃｏｎｖ２ｄ＿１ ６４ ２ ２ １５０×１５０ －

Ｃｏｎｖ２ｄ＿２ １２８ ３ １ １５０×１５０ －

Ｃｏｎｖ２ｄ＿３ １２８ ３ ２ ７５×７５ －

Ｃｏｎｖ２ｄ＿４ ５１２ ３ ２ ３８×３８ －

Ｃｏｎｖ２ｄ＿５ ５１２ ３ １ ３８×３８ ４

ＦＣ６ １ ０２４ １ １ １９×１９ －

ＦＣ７ １ ０２４ １ １ １９×１９ ６

Ｃｏｎｖ２ｄ＿８ ５１２ １ ２ １０×１０ ６

Ｃｏｎｖ２ｄ＿９ ２５６ １ ２ ５×５ ６

Ｃｏｎｖ２ｄ＿１０ ２５６ １ １ ３×３ ４

Ｃｏｎｖ２ｄ＿１１ ２５６ １ １ １×１ ４

　 　 ＳＳＤ 网络在基础网络中使用了 ＶＧＧ－ １６，而
ＶＧＧ－１６ 使用了大量的传统卷积，导致模型体积庞

大，参数量多，这些弊端导致其难以部署在计算力和

存储空间受限的设备中。 为了解决这一问题，本文

基于 ＭｏｂｉｌｅＮｅｔＶ２ 轻量型卷积网络替换 ＶＧＧ－１６ 网

络，对 ＳＳＤ 进行轻量化改进，针对菜品目标检测的

特点，修改 ＳＳＤ 网络层结构，获得针对菜品识别的

目标检测网络 Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ。

２　 ＭｏｂｉｌｅＮｅｔＶ２ 模型

ＭｏｂｉｌｅＮｅｔＶ２ 网络是 Ｇｏｏｇｌｅ 团队对 ＭｏｂｉｌｅＮｅｔＶ１
的进一步调整，沿用了深度可分离卷积，减少卷积计

算量，同时借鉴 ＲｅｓＮｅｔ 中的残差结构，设计了逆残

差结构，提高网络对低维空间的特征提取能力［１４］。
２．１　 深度可分离卷积

深度可分离卷积［１５］（Ｄｅｐｔｈｗｉｓｅ ｓｐａｒａｂｌｅ ｃｏｎｖｏｌ⁃
ｕｔｉｏｎ），将传统卷积分为一个深度卷积和一个点卷

积。 首先进行深度卷积，即对每个输入的通道，分别

用单个卷积核进行相对应的卷积计算后，用 １×１ 的

卷积核对深度卷积结果进行线性组合，构建新的特

征，这个过程为点卷积。 如果不考虑偏置参数，深度

４２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



分离后的卷积参数运算量为：
ＤＫ·ＤＫ·Ｍ·ＤＦ·ＤＦ ＋ Ｍ·Ｎ·ＤＦ·ＤＦ， （１）

　 　 标准卷积计算量为：
ＤＫ·ＤＫ·Ｍ·Ｎ·ＤＦ·ＤＦ ． （２）

　 　 其中： ＤＫ·ＤＫ 为卷积核尺寸； ＤＦ·ＤＦ 为输入图

像尺寸； Ｍ 和 Ｎ 分别是输入通道数量和输出通道数

量。 传统卷积的计算量是深度可分离卷积的 １ ／ Ｍ ＋
１ ／ Ｋ２，当卷积核大小为 ３×３ 时，计算量相比传统卷

积减少了 ９ 倍多，能明显提升运算速度及检测效率。
２．２　 逆残差结构

残差结构是先对输入图像降维、卷积、再升维，
如图 ２（ａ）所示。 文献［１６］中先使用 １×１ 的卷积，
将输入通道压缩至原来的 １ ／ ４，然后再用 ３×３ 的卷

积进行计算，最后使用 １×１ 的卷积对通道数目还

原。 残差结构通过旁干分支，将前端特征与通过一

系列卷积处理后的特征进行融合，可以提高整个网

络的特征提取能力。 如图 ２（ ｂ）所示，ＭｏｂｉｌｅＮｅｔＶ２
的逆残差结构与残差结构相反，对输入图像升维、通
过深度可分离卷积、降维。 先使用了 １×１ 卷积，将
输入通道数目扩大至原来的 ６ 倍，再经过深度可分

离卷积处理，最后通过 １×１ 卷积恢复通道数目。 对

输入通道数目扩展是一个升维的过程，这样做的好

处是，可以提取低维特征图上的有效特征，使用了深

度可分离卷积后计算量也不会增加［１７］。 与 ＲｅｓＮｅｔ
的残差结构一样，最后会将主干分支与旁干分支特

征融合。

InputChannel
Conv
1?1

Conv3?3 Conv
1?1

Channel/4 Channel/4 OutputChannel

（ａ） ＲｅｓＮｅｔ 中使用的残差结构

（ａ） Ｒｅｓｉｄｕａｌ ｓｔｒｕｃｔｕｒｅ ｕｓｅｄ ｉｎ ＲｅｓＮｅｔ

InputChannel Conv
1?1

DepthwiseSparable
Conv3?3

Conv
1?1

Channel*6 Channel*6 OutputChannel

（ｂ） ＭｏｂｉｌｅＮｅｔＶ２ 中使用的逆残差结构

（ｂ） Ｉｎｖｅｒｔｅｄ ｒｅｓｉｄｕａｌ ｓｔｒｕｃｔｕｒｅ ｕｓｅｄ ｉｎ ＭｏｂｉｌｅＮｅｔＶ２
图 ２　 残差结构与逆残差结构对比

Ｆｉｇ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｅｓｉｄｕａｌ ｓｔｒｕｃｔｕｒｅ ａｎｄ ｉｎｖｅｒｓｅ ｒｅｓｉｄｕａｌ ｓｔｒｕｃｔｕｒｅ

２．３　 ＭｏｂｉｌｅＮｅｔＶ２ 结构

ＭｏｂｉｌｅＮｅｔＶ２ 的网络结构参数见表 ２，共包含 １９
个层。 其中，在 ７ 个不同尺度的特征图上会重复逆

残差结构（ Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ）１ ～ ４ 次不等，Ｃｏｎｖ２ 为

普通卷积，在通过所有的逆残差块后，特征图经过一

个卷积层和平均池化层（Ａｖｇｐｏｏｌ）可以得到 ｋ 个类

别的分类。
表 ２　 ＭｏｂｉｌｅＮｅｔＶ２ 网络参数

Ｔａｂ． ２　 ＭｏｂｉｌｅＮｅｔＶ２ ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒｓ

Ｃｏｎｖ Ｃｈａｎｎｅｌ ｒｅｐｅａｔ Ｓｔｒｉｄｅ Ｏｕｔｐｕｔ
Ｃｏｎｖ２ｄ ３２ １ ２ １５０×１５０

Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ １６ １ １ １５０×１５０
Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ ２４ ２ ２ ７５×７５
Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ ３２ ３ ２ ３８×３８
Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ ６４ ４ ２ １９×１９
Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ ９６ ３ １ １９×１９
Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ １６０ ３ ２ １０×１０
Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ ３２０ １ １ １０×１０

Ｃｏｎｖ２ｄ １ ２８０ １ １ １０×１０
Ａｖｇｐｏｏｌ ７×７ － １ － １０×１０

Ｃｏｎｖ２ｄ Ｋ－ｃｌａｓｓｅｓ － １ １×１

３　 Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ 模型

Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ 目标检测算法网络结

构如图 ３ 所示。 将 ＳＳＤ 的基础卷积层替换为改进

后的 ＭｏｂｉｌｅＮｅｔＶ２，在逆残差结构中增加通道注意力

机制和混洗通道加强特征融合，然后对区域候选框

进行 重 构。 分 别 在 网 络 的 Ｃｏｎｖ１１、 Ｃｏｎｖ１３ ＿ ２、
Ｃｏｎｖ１４＿２、Ｃｏｎｖ１５＿２、Ｃｏｎｖ１６＿２ 这 ５ 个尺寸不同的

特征层中生成预测框，预测框的数量由８ ７３２减少为

２ ２５４；最后通过非极大值抑制，去除置信度低于 ０．５
的边框线条，得到检测结果。
　 　 Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ 使用深度可分离卷积，
替换原 ＳＳＤ 网络中额外增加层的标准卷积层，极大

减少了运算量。 基础网络使用 ＭｏｂｉｌｅＮｅｔＶ２，轻量型

的基础网络对 ＳＳＤ 网络的检测精度、检测速度和模

型体积上都有良好的影响。
Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ 网络模型参数见表 ３。

基础网络层保留了 ＭｏｂｉｌｅＮｅｔＶ２ 的 Ｃｏｎｖ１ ～ Ｃｏｎｖ１１，
使用 Ａｔｔ－Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ 逆残差结构，缩减残差结

构的重复次数，去掉最后用于分类的全连接层和池

化层；额外添加 ３ 个卷积层作回归预测层。
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图 ３　 Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ 网络结构

Ｆｉｇ． ３　 Ｎｅｔｗｏｒｋ ａｒｃｈｉｔｅｃｔｕｒｅ ｏｆ Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ

表 ３　 Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ 网络参数

Ｔａｂ．３　 ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒｓ ｏｆ Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ

Ｃｏｎｖ Ｃｈａｎｎｅｌ ｒｅｐｅａｔ Ｓｔｒｉｄｅ Ｏｕｔｐｕｔ ｐｒｅｄｉｃｔ

Ｃｏｎｖ２ｄ ３２ １ １ １５０×１５０ －

Ａｔｔ－Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ １６ １ １ １５０×１５０ －

Ａｔｔ－Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ ２４ ２ ２ ７５×７５ －

Ａｔｔ－Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ ３２ ２ ２ ３８×３８ －

Ａｔｔ－Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ ６４ ２ ２ １９×１９ －

Ａｔｔ－Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ ９６ ２ １ １９×１９ √

Ａｔｔ－Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ １ ０２４ ２ ２ １０×１０ √

ＳｐｅｒａｂｌｅＣｏｎｖ２ｄ ５１２ １ ２ ５×５ √

ＳｐｅｒａｂｌｅＣｏｎｖ２ｄ ２５６ １ ２ ３×３ √

ＳｐｅｒａｂｌｅＣｏｎｖ２ｄ ２５６ １ １ １×１ √

３．１　 逆残差结构优化

如图 ４ 所示，本文采用的注意力逆残差结构

（Ａｔｔｅｎｔｉｏｎ Ｉｎｖｅｒｔｅｄ Ｒｅｓｉｄｕａｌ）与 ＲｅｓＮｅｔ 相反，在主干

分支先对输入通道使用 １×１ 的卷积进行扩张，在高

维度上再使用深度卷积，而后再次经过 １×１ 的卷

积；在残差结构旁干分支中使用注意力算法，融合主

干分支和旁干分支两类特征，最后将学习到的特征，
通过混洗通道打乱重组，破除固定通道间特征无法

学习的障碍，进一步提高网络的特征提取能力。
　 　 旁干分支中，先对输入通道进行全局池化压缩

操作（Ｓｑｕｅｅｚｅ），经过压缩处理后的二位特征通道将

变成不同值的实数，表示其在特征通道中响应的全

局分布；然后经过 ＦＣ 全连接层、ＲｅＬＵ、ＦＣ、Ｓｉｇｍｏｉｄ
的激活操作（ Ｅｘｃｉｔａｔｉｏｎ），得到每个实数对应的权

重；最后再经过加权操作（Ｒｅｗｅｉｇｈｔ），分别给每个通

道特征乘上权重，将权值赋给对应通道。 通过注意

力加权操作后，网络将重点关注权值更大的通道特

征，有利于提取特征。

Conv
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DepthwiseSparable
Conv3?3

InputChannel
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Channel*6 Conv
1?1

Shuffle
channel

outputChannelchannel*6

Att-InvertedResidualstructureusedinAttMobileNetV2

图 ４　 Ａｔｔ＿ＩｎｖｅｒｔｅｄＲｅｓｉｄｕａｌ 结构

Ｆｉｇ． ４　 Ａｔｔ＿ＩｎｖｅｒｔｅｄＲｅｓｉｄｕａｌ ｓｔｒｕｃｔｕｒｅ

　 　 在逆残差结构的最后，用混洗通道操作（ｓｈｕｆｆｌｅ
ｃｈａｎｎｅｌ）打乱重组通道特征，是基于通道分组卷积

实现的混洗通道卷积，将输入通道特征分为 ｇ组，每
组分别与对应的卷积核卷积，卷积计算量降为原有

的 １ ／ ｇ，然后对 ｇ 组通道打乱重组。 原本封闭固定

的通道在打乱重组后特征得到了交流，解决了由固

定分组导致特征融合效果差的问题。
在本文提出的 Ａｔｔ＿ＭｏｂｉｌｅＮｅｔＶ２＿ＳＳＤＬｉｔｅ 模型

中，将基础网络 ＭｏｂｉｌｅＮｅｔＶ２ 的逆残差结构替换为

Ａｔｔ－ＩｎｖｅｒｔｅｄＲｅｓｉｄｕａｌ 结构。 实验证明，本文的残差

６２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



结构可以在减少卷积层数量的同时保证特征提取能

力。
３．２　 回归定位损失函数优化

特征层中提取到的预测框，通过最后的非极大

值抑制，得到置信度较高的预测框，再经过损失函数

处理后，最终输出检测结果。 ＳＳＤ 的损失函数包含

预测框定位回归损失 （ＳｍｏｏｔｈＬ１损失函数［１８］） 和类

别置信度分类损失（Ｓｏｆｔｍａｘ 损失函数）。
在回归过程中，对预测框和默认框重合程度的

度量标准是交并比［９］（ ＩＯＵ）， 表示预测框和默认框

重合部分占预测框和默认框总面积的比例，用公式

表示为：

ＩＯＵ ＝ Ａ ∩ Ｂ
Ａ ∪ Ｂ

， （３）

　 　 但这种简单的面积交并比，并不能很好的反应

预测框和默认框的重叠情况。 例如： Ａ ∩ Ｂ ＝ ０ 时

ＩＯＵ ＝ ０，这时 ＩＯＵ 无法反向传递梯度，不能指导训

练参数改变；并且当 Ａ∩ Ｂ ≠０ 时，预测框和默认框

有多种重叠形式，同样不能指导梯度传递。 为此，本
文考虑预测框与默认框的重叠程度，对 ＩＯＵ 的计算

方式做部分改进。 将预测框与默认框两中心点欧式

距离作为惩罚项，与预测框和默认框重叠面积的最

小矩形对角线做比，用公式表示为：

ＭＩＯＵ ＝ ＩＯＵ － ｄ２（Ａ，Ｂ）
ｃ２

， （４）

　 　 其中， ｄ２（Ａ，Ｂ） 表示预测框 Ａ 中心点与默认框

Ｂ中心点的欧式距离，ｃ２ 表示预测框 Ａ与默认框Ｂ最

小覆盖的矩形面积的对角线距离。 用左上和右下两

点坐标表示定位框位置，预测框记：Ａ ＝ （ｘ１，ｙ１，ｘ２，
ｙ２）；默认框记：Ｂ ＝ （ｘ１

′，ｙ１
′，ｘ２

′，ｙ２
′）；预测框 Ａ 与默

认框 Ｂ 最小覆盖的矩形 Ｃ 记：Ｃ ＝ （ｘｃ
１，ｙｃ

１，ｘｃ
２，ｙｃ

２）。
预测框面积 Ｓ 与默认框面积 Ｓ′ 分别记为：

Ｓ ＝ （ｘ２ － ｘ１）∗（ｙ２ － ｙ１） ， （５）
Ｓ′ ＝ （ｘ２

′ － ｘ１
′）∗（ｙ２

′ － ｙ１
′） ， （６）

　 　 重叠面积 ＳＯ 为：

Ｓｏ ＝
（ｘｏ

２ － ｘｏ
１）∗（ｙｏ

２ － ｙｏ
１） ，ｘｏ

２ ＞ ｘｏ
１，ｙｏ

２ － ｙｏ
１；

０，ｏｔｈｅｒｗｉｓｅ，{
（７）

其中：
ｘｏ
１，ｙｏ

１ ＝ ｍａｘ（ｘ１，ｘ１
′），ｍａｘ（ｙ１，ｙ１

′），

ｘｏ
２，ｙｏ

２ ＝ ｍｉｎ（ｘ２，ｘ２
′），ｍｉｎ（ｙ２，ｙ２

′） ．{ （８）

得到 ＩＯＵ 为：

ＩＯＵ ＝ ＳＯ

Ｓ ＋ Ｓ′ － ＳＯ， （９）

　 　 预测框与默认框最小覆盖矩形对角线 Ｃ ｌ 为：

Ｃ ｌ ＝ （ｘｃ
２ － ｘｃ

１） ２ ＋ （ｙｃ
２ － ｙｃ

１） ２ ， （１０）
　 　 其中：

ｘｃ
１，ｙｃ

１ ＝ ｍｉｎ（ｘ１，ｘ１
′），ｍｉｎ（ｙ１，ｙ１

′），

ｘｃ
２，ｙｃ

２ ＝ ｍａｘ（ｘ２，ｘ２
′），ｍａｘ（ｙ２，ｙ２

′） ．{ （１１）

预测框 Ａ 与默认框 Ｂ 中心点分别为：

Ａｍ ＝ （
ｘ２ － ｘ１

２
＋ ｘ１，

ｙ２ － ｙ１

２
＋ ｙ１），ｘ２ ＞ ｘ１，ｙ２ ＞ ｙ１，

（１２）

Ｂｍ ＝ （
ｘ２

′ － ｘ１
′

２
＋ ｘ１

′，
ｙ２

′ － ｙ１
′

２
＋ ｙ１

′），ｘ２
′ ＞ ｘ１

′，

ｙ２
′ ＞ ｙ１

′ ． （１３）
欧式距离为：

ｄ２ ＝ （
ｘ２

′ － ｘ１
′

２
＋ ｘ１

′） － （
ｘ２ － ｘ１

２
＋ ｘ１）

æ

è
ç

ö

ø
÷

２

＋ （
ｙ２

′ － ｙ１
′

２
＋ ｙ１

′） － （
ｙ２ － ｙ１

２
＋ ｙ１）

æ

è
ç

ö

ø
÷

２

． （１４）

　 　 最后可以得到预测框回归损失函数为：

ＬＭＩＯＵ
＝ １ － ＩＯＵ ＋ ｄ２（Ａ，Ｂ）

ｃ２
． （１５）

３．３　 预测候选框

预测候选框［９］ 是在特征图上，按一定纵横比

（ａｓｐｅｃｔ ｒｅｔｉｏｓ）生成的可能包含预测目标的预测候

选框，浅层分辨率高的特征图主要检测小目标，深层

分辨率小的特征图检测大目标。 预测候选框通过非

极大值抑制算法后，输出与目标最为匹配的检测框。
表 ４ 与表 ５ 分别列出了 ＳＳＤ 与本文算法 Ａｔｔ ＿
Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ 在不同尺度特征图上对应的预

测候选框数量。 本文主要检测目标为菜品，菜品目

标通常是图片中占比最大的目标，故本文在设置默

认候选框时，关注更深层的特征图的默认候选框。
第 ｋ 个默认候选框的大小 Ｓｋ 计算方式为：

Ｓｋ ＝ Ｓｍｉｎ ＋
Ｓｍａｘ － Ｓｍｉｎ

ｍ － １
（ｋ － １），ｋ ∈ １，ｍ[ ] ， （１６）

ｗａ
ｋ ＝ Ｓｋ ａｒ ，ｈａ

ｋ ＝ Ｓｋ ／ ａｒ ，ａｒ ∈ １，２，３，１ ／ ２，１ ／ ３{ } ．
（１７）

　 　 其中， Ｓｍａｘ ＝ ０．９、Ｓｍｉｎ ＝ ０．２， 分别表示默认候选

框最大归一化尺寸比例和最小归一化尺寸比例； ｍ
是该特征图的默认候选框个数； ｗａ

ｋ 为候选框宽度；
ｈａ
ｋ 为候选框高度。 除设置的纵横比以外，当 ａｓｐｅｃｔ
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ｒｅｔｉｏｓ ＝ １ 时，额外添加候选框 Ｓｋ
′ ＝ ＳｋＳｋ ＋ １ 。

表 ４　 ＳＳＤ 与 Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ 网络参数

Ｔａｂ． ４　 ＳＳＤ ａｎｄ Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒｓ

ＳＳＤ

Ｓｉｚｅ ａｓｐｅｃｔ ｒｅｔｉｏｓ ａｒｅａ ｃａｎｄｉｄａｔｅ ｂｏｘ ｂｏｘｅｓ

３８×３８ ｛１，２，１ ／ ２｝ ４ ５ ７７６

１９×１９ ｛１，２，３，１ ／ ２，１ ／ ３｝ ６ ２ １６６

１０×１０ ｛１，２，３，１ ／ ２，１ ／ ３｝ ６ ６００

５×５ ｛１，２，３，１ ／ ２，１ ／ ３｝ ６ １５０

３×３ ｛１，２，１ ／ ２｝ ４ ３６

１×１ ｛１，２，１ ／ ２｝ ４ ４

表 ５　 Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ 网络参数

Ｔａｂ． ５　 Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ ｎｅｔｗｏｒｋ ｐａｒａｍｅｔｅｒｓ

Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ

Ｓｉｚｅ ａｓｐｅｃｔ ｒｅｔｉｏｓ ａｒｅａ ｃａｎｄｉｄａｔｅ ｂｏｘ ｂｏｘｅｓ

１９×１９ ｛１，２，１ ／ ２｝ ４ １ ４４４

１０×１０ ｛１，２，３，１ ／ ２，１ ／ ３｝ ６ ６００

５×５ ｛１，２，３，１ ／ ２，１ ／ ３｝ ６ １５０

３×３ ｛１，２，３，１ ／ ２，１ ／ ３｝ ６ ５４

１×１ ｛１，２，３，１ ／ ２，１ ／ ３｝ ６ ６

　 　 特征图上的每个像素点都会生成 ４ 个或 ６ 个默

认候选框，本文提出的 Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ 网

络生成 ２ ２５４ 个默认候选框，主要舍弃了用于检测

小目标的预测框。

４　 实验结果与分析

本文针对菜品识别设计了 Ａｔｔ ＿Ｍｏｂｉｌｅｎｅｔｖ２ ＿
ＳＳＤＬｉｔｅ 网络，使用改进后的 Ａｔｔ＿ＭｏｂｉｌｅＮｅｔＶ２ 作基

础网络提取特征，额外增加 ３ 个卷积层作为回归预

测层。 为了减小模型体积和提高检测速度，类别置

信度与定位回归预测中均使用可分离卷积代替传统

卷积。 针对 ＩＯＵ 不能很好反应预测框与默认框之

间的重叠效果，设计了 ＬＭＩＯＵ
回归损失函数，替换

ＳｍｏｏｔｈＬ１ 损失函数。
４．１　 实验环境与数据

实验环境为 ｐｙｔｏｒｃｈ１．７、ｐｙｔｈｏｎ３．７，ＡＭＤ Ｒｙｚｅｎ ７
４８００Ｈ 处理器，ＮＶＩＤＩＡ ＲＴＸ ２０６０ ６Ｇ，在 ｗｉｎｄｏｗｓ 环

境下运行，使用数据集格式为 ＰＡＳＣＡＬ ＶＯＣ。 数据

集为自建中餐菜品数据集 Ｃｈｉｎｅｓｅｆｏｏｄ，选取中餐菜

品数据集 ｒｅｌｅａｓｅ ＿ｄａｔａ 中的 ２０ 类菜品，每个菜品

１ ０６７张图片，数据集共包含 ２１ ３４０张图片；使用

ＬａｂｅｌＩｍｇ 标准软件生成 ＶＯＣ 格式数据集，按照

８０％、１０％、１０％的比例划分训练数据、验证数据和

测试数据。 Ｂａｔｃｈｓｉｚｅ 设为 ３２， 初始学习率设为

０．００１，动量为 ０．９，每迭代 ５０ 次降低学习率为上一

阶段 ０．５。
４．２　 评价指标

实验评价指标为检测速度 （ ｆｐｓ）、平均准确率

（Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ，ｍＡＰ） 和平均召回率 （Ａｖｅｒａｇｅ
Ｒｅｃａｌｌ，ＡＲ）。 ｆｐｓ 表示每秒检测图片数量，值越高表

示检测速度越快；ｍＡＰ 表示不同阈值条件下的平均

准确率，值越高表示检测效果越好；ＡＲ 表示平均召

回率，值越高表示漏检率越低。

ｍＡＰ ＝ ｍｅａｎ ＴＰ
ＴＰ ＋ ＦＰ

，

ＡＲ ＝ ＴＰ
ＴＰ ＋ ＦＮ

．

ì

î

í

ï
ï

ï
ï

（１８）

式中， ＴＰ 表示正样本中预测正确部分； ＦＰ 表示正

样本中预测错误部分； ＦＮ 表示负样本中预测错误

部分。
４．３　 实验结果

对比实验设计，使用不同数量回归预测层的网

络进行对比，寻找最合适数量的回归预测层；针对本

文提出的改进点进行控制变量组合训练，探索改进

点对网络整体提升能力。 训练过程使用自建的中餐

菜品数据集 Ｃｈｉｎｅｓｅｆｏｏｄ，并对输入的图像随机翻转、
裁剪以及颜色随机调整。
４．３．１　 不同数量回归预测层对比

本文设计了分别有 ４、５、６ 个回归预测层的 ＳＳＤ
模型。 表 ６ 列出了不同层结构的网络在菜品数据集

上的表现，其中 ｆｅａｔｕｒｅｓ＿ｎｕｍｂｅｒ 表示该模型包含回

归预测层的个数。
表 ６　 不同数量预测层模型检测对比

Ｔａｂ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｏｄｅｌ ｄｅｔｅｃｔｉｏｎ ｗｉｔｈ ｄｉｆｆｅｒｅｎｔ ｎｕｍｂｅｒｓ ｏｆ
ｐｒｅｄｉｃｔｉｏｎ ｌａｙｅｒｓ

Ｍｏｄｅｌ
Ｆｅａｔｕｒｅｓ
ｎｕｍｂｅｒ

ｆｐｓ ｍＡＰ ＡＲ
Ｍｏｄｅｌ
ｓｉｚｅ

Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ ４ １１４．４０ ９４．８％ ８４．１％ １０．４Ｍ

Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ ５ １０５．４５ ９６．３％ ８４．２％ １１．５Ｍ

Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ ６ ４４．１２ ９７．３％ ８６．１％ １４．１Ｍ

　 　 回归预测层数量越多，模型检测准确率越高，但
是模型计算量随之增加，导致检测速度下降，每增加

一层，准确率大约提升 １％，模型体积增大 １ ～ ２ Ｍ，
见表 ５。 回归预测层数量为 ４ 时，检测速度最快，模
型体积也最小，但检测准确率与召回率最低；回归预

测层数量为 ６ 时，准确率和召回率最高，但检测速度

大幅下降，模型体积也增大。 图 ５ 为不同数量特征

８２ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



层的检测效果。 本文使用 ５ 个回归预测层的模型表

现最好，保证了速度和准确率，模型体积也控制在合

适范围。

（ａ） ４ 层回归预测层　 （ｂ） ５ 层回归预测层　 （ｃ） ６ 层回归预测层

　 （ａ） ４ ｆｅａｔｕｒｅ ｍａｐｓ　 　 （ｂ） ５ ｆｅａｔｕｒｅ ｍａｐｓ　 （ｃ） ６ ｆｅａｔｕｒｅ ｍａｐｓ
图 ５　 不同数量预测层检测效果

Ｆｉｇ． ５　 Ｔｈｅ ｄｅｔｅｃｔｉｏｎ ｅｆｆｅｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｎｕｍｂｅｒｓ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｌａｙｅｒｓ

４．３．２　 模型优化效果

实验中分别比较了注意力逆残差块 （Ａｔｔ －
ＩｎｖｅｒｔｅｄＲｅｓｉｄｕａｌ）、深度可分离卷积（ＳｐｅｒａｂｌｅＣｏｎｖ２ｄ）和
回归定位损失函数 （ＬＭＩＯＵ

） 对模型的增益效果。 从表

７ 结果可见，注意力逆残差块提升准确率约 ０．９％，
深度可分离卷积可减小模型体积约 ２４．６ Ｍ，回归定

位损失可提高准确率 １．６％，召回率 １．２％。
　 　 图 ６ 对比了使用 ＬＭＩＯＵ

和 ＳｍｏｏｔｈＬ１ 分别作为回

归定位损失的损失变化图。 实验表明， ＬＭＩＯＵ
损失函

数对 ＩＯＵ 计算方式的调整，能更全面的了解预测框

与默认框的重叠关系，加快模型收敛，损失值下降更

快，提升网络识别准确率。
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图 ６　 不同损失函数对比

Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｌｏｓｓ ｆｕｎｃｔｉｏｎｓ

表 ７　 不同结构对比

Ｔａｂ． ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｓｔｒｕｃｔｕｒａｌ

Ｍｏｄｅｌ Ｆｅａｔｕｒｅｓ ｎｕｍｂｅｒ Ａｔｔ－Ｉｎｖｅｒｔｅｄ－Ｒｅｓｉｄｕａｌ Ｓｐｅｒａｂｌｅ－Ｃｏｎｖ２ｄ ＬＭＩＯＵ ｆｐｓ ｍＡＰ ＡＲ Ｍｏｄｅｌ ｓｉｚｅ

Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ ５ √ √ √ １０５．４５ ９６．３％ ８４．２％ １１．５Ｍ

Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ ５ － √ √ １０９．７３ ９５．４％ ８４．１％ １１．４Ｍ

Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤ ５ √ － √ １０７．５４ ９６．１％ ８５．５％ ３６．１Ｍ

Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ ５ √ √ － ９６．０２ ９４．７％ ８３．０％ １１．５Ｍ

４．３．３　 不同模型效果比较

从表 ８ 可以看出，对比其它的目标检测模型，本文

设计的模型相比 ＳＳＤ３００、Ｔｉｎｙ ＹＯＬＯ 和 Ｍｏｂｉｌｅｎｅｔｖ１＿
ＳＳＤ，准确率相似，但模型体积最小，检测速度也最优

越。 对比 Ｔｉｎｙ ＳＳＤ３００，本文的模型虽然体积略大，但准

确率和速度都远远大于 Ｔｉｎｙ ＳＳＤ３００。 图 ７ 对比了不

同模型对菜品的检测效果，综合模型体积、准确率和

速度，本文的模型相比 ＳＳＤ 和 ＹＯＬＯ 具有更好的

效果。

表 ８　 不同模型检测对比

Ｔａｂ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

Ｍｏｄｅｌ ｆｐｓ ｍＡＰ ＡＲ Ｍｏｄｅｌ ｓｉｚｅ

Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ １０５．４５ ９６．３％ ８４．２％ １１．５ Ｍ

Ｍｏｂｉｌｅｎｅｔｖ１＿ＳＳＤ ９０．５５ ９５．３％ ８５．２％ ５２．１ Ｍ

ＳＳＤ３００ ４５．９４ ９７．６％ ８８．５％ １０４．５ Ｍ

Ｔｉｎｙ ＳＳＤ３００ ３９．６１ ９４．３％ ８２．１％ ２．３ Ｍ

Ｔｉｎｙ ＹＯＬＯ ３５．２２ ９６．６％ ８５．７％ ６０．５ Ｍ
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　 　 　 　 　 　 　 （ａ） ｏｕｒｓ　 　 　 　 　 （ｂ） Ｍｏｂｉｌｅｎｅｔｖ１ ｓｓｄ　 　 　 　 （ｃ） ｓｓｄ３００　 　 　 　 　 　 （ｄ） ｔｉｎｙｓｓｄ３００　 　 　 　 　 （ｅ） ｔｉｎｙ ＹＯＬＯ
图 ７　 不同目标检测模型检测效果

Ｆｉｇ． ７　 Ｔｈｅ ｄｅｔｅｃｔｉｏｎ ｅｆｆｅｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｔａｒｇｅｔ ｄｅｔｅｃｔｉｏｎ ｍｏｄｅｌｓ

５　 结束语

本文针对菜品识别设计了基于 ＳＳＤ 的轻量型

目标检测网络 Ａｔｔ＿Ｍｏｂｉｌｅｎｅｔｖ２＿ＳＳＤＬｉｔｅ 模型，该模

型采用 ＭｏｂｉｌｅＮｅｔＶ２ 作为基础网络，缩小模型体积

提升检测速度。 对原 ＭｏｂｉｌｅＮｅｔＶ２ 模型中的逆残差

结构做调整，使用注意力机制和混洗通道增强特征

提取能力。 考虑预测框与默认框位置重叠因素设计

回归损失函数，加快模型收敛。 重新规划回归预测

层数量，重点关注图片中大目标，提高检测准确率。
通过与其他目标检测网络对比，本文提出的模型更

加适合识别菜品，并且适合部署在存储能力弱的其

他平台。
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